UNIVERSIDAD DE ORIENTE
NUCLEO ANZOATEGUI
ESCUELA DE INGENIERIA Y CIENCIAS APLICADAS
DEPARTAMENTO DE COMPUTACION Y SISTEMAS

“Desarrollo de una aplicacion para el
reconocimiento facial mediante redes
neuronales artificiales”

Realizado por:

Yubraska Karina Montafia Giuseppe Daniele Sifontes
Torres Lopardo

Trabajo de grado presentado ante la Universidad de Oriente como
requisito parcial para optar al titulo de

INGENIERO EN COMPUTACION

Barcelona, Julio de 2009



UNIVERSIDAD DE ORIENTE
NUCLEO ANZOATEGUI
ESCUELA DE INGENIERIA Y CIENCIAS APLICADAS
DEPARTAMENTO DE COMPUTACION Y SISTEMAS

“Desarrollo de una aplicacion para el
reconocimiento facial mediante redes
neuronales artificiales”

Asesor:

Prof. Msc. Bastardo José Luis

(Asesor Académico)

Barcelona, Julio de 2009



UNIVERSIDAD DE ORIENTE
NUCLEO ANZOATEGUI
ESCUELA DE INGENIERIA Y CIENCIAS APLICADAS
DEPARTAMENTO DE COMPUTACION Y SISTEMAS

“Desarrollo de una aplicacion para el
reconocimiento facial mediante redes
neuronales artificiales”

Jurado Calificador

Prof. Msc. Bastardo José Luis

(Asesor Académico)

Prof. Ing. Claudio Cortinez Prof. Ing. Luis Felipe Rojas
(Jurado) (Jurado)

Barcelona, Julio de 2009



RESOLUCION

De acuerdo en el articulo 44 del Reglamento de Trabajos de Grado:

“Los Trabajos de Grado son de exclusiva propiedad de la Universidad y solo
podran ser utilizados para otros fines con el consentimiento del Concejo de Nucleo

respectivo, quien lo participara al Consejo Universitario.”

v



DEDICATORIA

A mi padre Jehova, a mi sefior Jesus y al Espiritu Santo que mora en mi.
A mis padres Yajaira Torres y Leonicio Montafia
A mi hermanito Leo.

A mi amada familia.

Yubraska K. Montana T.



DEDICATORIA

A mi Padre celestial.
A Jesus mi sefior y salvador.
Al Espiritu Santo.

A mis padres, Giuseppina Lopardo y Daniel Sifontes.

VI

Giuseppe D. Sifontes L.



AGRADECIMIENTOS

A Dios, por su misericordia infinita, por su amistad y por darme valor, fuerzas,

sabiduria, y apoyo a lo largo de esta etapa de mi vida.

A mis padres por su ayuda incondicional y sus sabios consejos.
A mi hermano por su gran apoyo y por ser mi amigo.

A toda mi linda familia por ser tan atentos conmigo.

A mi compafero de tesis y amigo, Giuseppe, por su gran paciencia durante el

desarrollo de este trabajo.

A nuestro asesor Msc. José Luis Bastardo, por su asesoria y dedicacion durante la

realizacion del proyecto, asi como en la revision y redaccion del documento.

Al profesor Claudio Cortinez, por su disposicion y ayuda durante la revision de este

documento.

A mis amigas Giselle, Gilliam y Adriana, y a mis amigos Fernando y Arturo, por

brindarme amistad y apoyo desde el primer semestre.

A todos las personas que de alguna u otra manera influyeron durante el camino hacia

el cumplimiento de esta meta.

Yubraska K. Montana T.

VI



AGRADECIMIENTOS

Le doy muchas gracias a Dios por darme las fuerzas suficientes para finalizar esta

tesis.

A Jesucristo por guiar mis ideas.

Al Espiritu Santo por estar siempre conmigo.

A mis padres por apoyarme en mis estudios y por ser un ejemplo a seguir.
A mis hermanos por ayudarme en todo cuanto he necesitado.

A mi fiel compafiera de tesis y amiga Yubraska.

A nuestro asesor por su gran ayuda y dedicacion.

Y por ultimo, y no menos importante, a toda la congregacion “Los Valientes de

David”.

Giuseppe D. Sifontes L.

VIII



INDICE

RESOLUCION ...ttt ssseees v
DEDICATORIA ...ttt ettt ettt ettt esseenseenaenseense e \Y%
AGRADECIMIENTOS ...ttt st s VII
INDICE DE FIGURAS ....cccecoumiimiimeiiriieeesesiseesse s esss s X1V
INDICE DE TABLAS ......ooooeeeeeeeeeeeeeeeeee e, XVII
INDICE DE ECUACIONES ....coovivoiieeeeeeeeeeeeeee e XXII
RESUMEN ...ttt ettt sttt ettt et et e XXVI
CAPITULO Tt 29
1.1.  Planteamiento del problema...........ccceeeviiieriieeiiieeiee e 29
|8 © 1] 1< 5 A VoL 34
1.2.1.  ODbJetivo ZENETaAL.......ceeiiiieciiieeciie ettt et eaee e sree e 34
1.2.2. ODbjetivos €SPECTTICOS ..uvriiriiiieiiieeiiieerieeesiteeereeeireeereeeereeeeaeeesreeens 34
CAPITULO 2.ttt 35
2.1, ANEECEACTILES ...eiineiieeiiie ettt et e et e et e e e e e e aa e e eraeeenaee s 35
2.2, Tratamiento de Datos ........ccccvieeiiiieiiiieeiie et 39
2.2.1. Analisis de Componentes Principales (PCA).......cccoevvvevieiciienienieenen. 40
2.1.1.1.  Matriz normalizada. ...........ccceeviieriieniieiieeie e 43
2.1.1.2.  Matriz de COVAIIANZA. .....ccueriereieieniieniieieete et 44
2.1.1.3.  Autovalores y aUtOVECLOTES......cevveeerrreerieeeeieeeireeeieeeeieeesree e 45
2.1.1.3.1. Método de 1a POtencia .........cceecuereenieeienienieieeeeeeeeeee 46

2.1.1.3.2.  Métodos de Deflacion.........ccceevuereenieriienieniieienieieeeseeeeee 48

2.1.1.4. Matriz de transformacion...........cccceeveeeieeniieiienieeeseeeee e 49

IX



2.1.1.5.  Matriz resultante reduCIAa ......ccceeeeeeeeeeeeee e eeeeeaeeenns 50

2.3.  Redes neuronales Artificiales (RNA).......cccooieeeiiieiiieeieceeeeeee e 50
2.3.1.  Definiciones basicas de RNA..........ccceoiiriiiiiiiniiniiieceeeeseeene 51
2.3.2.  Breve perspectiva HiStOTICa ......cceeevuieriieeiieniieeieeiie e 52
2.3.3. Elementos bdsicos de procesado..........cceecueerieeiiienieniiienieeieeie e 53

2.3.3.1. Sistema de patrones entrada-salida............cc.ccceevvueerierciienienneennen. 53
2.3.3.2. Conexiones y Pes0S SINAPLICOS. .....eeerrreerireeerreeerreeeireenireesneeenens 54
2.3.3.3.  Funciones de actiVaCION........ccoueeuienieriieeniieeieesieeeee e 55
2.3.3.4. Elemento de procesado: NEUIONA. ..........ccceecvrerveerveerieenveenieeeneennen. 57
2.3.3.5.  AsSOCIACION d€ NEUTONAS ....ccuveeruiieniieriieeieeniteeieesieeebeesaeeebeeseeeeeeas 58
2.3.4.  Arquitecturas de RNA .......ccciiiiieeeee et 59
2.3.4.1. Clasificacion segiin NUMEro de Capas........ccccveeevveeerrveesrreeerreeennnes 60
2.3.4.2. Clasificacion segin tipo de CONEXIONES.........cevueeverververseeneennennne. 62
2.3.4.3. Clasificacion segun tipo de informacion ..........ccccceceevervieneennennne. 63
2.3.5. Entrenamiento de RINA .........cooiiiiiiiiiie et 64
2.3.5.1. Entrenamiento no SUPETVISAA0........cccueeruieriieniienieeiieeieeieeere e 65
2.3.5.2. Entrenamiento SUPETVISAA0........cccueeriirriieriieiienieeieesie e 66
2.3.6.  PerceptrOn MUltiCAPA.......ccoveevieriieeiieiie et eiee ettt et 69
2.3.6.1.  Arquitectura del perceptron multicapa .........ccceeeveerieerieenieenneennen. 71
2.3.6.2. Propagacion de los patrones de entrada...........cccceeeeveeiieneennnennnen. 72
2.3.6.3.  Algoritmo Backpropagation (Retropropagacion).............cccueee.... 74
2.3.6.4. Desarrollo matematico del algoritmo ...........ccceeeeveevieeieeneenneenen. 75
2.3.6.5. Meétodo del gradiente ..........ccceeeviiieeiieeiiie e 82



2.3.6.6. Aprendizaje CON MOMENTUM ... ..eeutereerrieeriieaieenieeieesereeieeseeeeneeas 83

2.3.7. Redes de neuronas de base radial.............ccceeeeiiieiiiieiiieeeeeeee 84
2.3.7.1.  Arquitectura de las redes de base radial..............ccceeerrrieniennennen. 85
2.3.7.2.  Activacion de las neuronas de la red de base radial ...................... 87
2.3.7.3.  Caracter local de las redes de base radial ..........cccccoceeveriinienenne. 90
2.3.7.4. Aprendizaje de las redes de base radial ............ccceeeirriieniennnnnnn. 91

2.3.7.4.1. Meétodo de aprendizaje hibrido..........cccceeevuieriiinienciieiieeieenee. 91

2.3.8. Redes de base radial frente a perceptron multicapa............ccoceuveeneennee. 98

CAPITULO 3.ttt et sttt et a ettt e e saeenaeenees 101
R 7% B 2 CT0 18155 5 1141 S) 4110 USRS 101

3.1.1. Requisitos funcionales ...........ccceeriieriiiiiiiiieciie et 101

3.1.2. Requisitos N0 funcionales ...........cccceeeviieriiieniieeniie et 102

3.1.3.  Requisitos de SOTtWArE ........ccceeriiiriieiiieiee e 103

3.1.4.  Requisitos de hardware ...........ccoceeviiiiiiiiiiniiieee e 103

3.2.  Identificacion y descripciOn de ri€SZOS .......eeruuerueeruierieeniienieeieeseeeeeeene 103
3.3, Modelo de dOMINIO ......eeeveeieriierieiiiriieieeie et 106
3.4, CaSOS AE USO ...uiiiiiiiiiiiiieteete ettt sttt st 109

3.4.1. Identificacion de 10S aCtOTES.......cccuevueeriirierieeieniereeieeereeee e 109

3.4.2. Identificacion de 10s casos d€ USO .......cceecuerueevierienieerienieneeiesieieenen 110

3.4.3. Casos de uso detallados..........cooeriereeiiiiiienieieee e 113

3.5.  Diagrama de clases de analiSiS.........ccceevueeeuierieerieenieeieeie e e 115

3.5.1. Diagrama de clases de analisis para caso de uso de la aplicacion ...... 116

3.6. Diagrama de actividades .........cccueeeiiieeiiiieiiiecie e 118

XI



3.6.1.  Actividad gestion aprender ..........coceevveeviienieeniienieeee e 119

3.6.2. Actividad gestiOn rECONOCET .....cc..eerueeriieiieniieeiie et eteesee e eee e 121

3.7.  Identificacion de conceptos U ObJELOS .....cccvrervieeieeriieeiieiieeie e 122
CAPITULO 4 ...ttt ettt sttt sttt st 124
4.1. Diagrama de clases de diSeMio ........cceerieeiieriieiiienieeieecee et 124
4.1.1. Diagrama de clases de disefio de la aplicacion ...........c.cccceeeeveerurennnnn. 125

4.2, Diagrama de PAQUELES ........cecvieriierieerieeiiieeteeieeseeereesreeseessreeseessneennees 130
4.3, Diagrama de CAPAS ......cceevuieeiieriieiieeiieeiee e eieesieeereesreeteesaeeseesnaeennees 131
4.4, Diagrama de SECUCIICIA........eevuieriieriereieeieenieeieeseeeteessreeseeseseeseessneensees 133

4.4.1. Diagrama de secuencia para caso de uso cargar imagenes de sujetos

PATA APTENACT ...ttt ettt ettt ettt e et e st e et e st e et e e bt e eabeebeesneeeseesaseans 134
4.4.2. Diagrama de secuencia para caso de uso cargar memorias................. 135

4.4.3. Diagrama de secuencia para caso de uso elegir opciones de memorias

137

4.4.4. Diagrama de secuencia para caso de uso seleccionar sujetos para

aprender140

4.4.5. Diagrama de secuencia para caso de uso modificar pardmetros de

APTENAIZAJE ...eveeeeieeiieeite ettt et ettt et e et e st e e bt e st e ebeesabeebeesnbeebeesaneens 141

4.4.6. Diagrama de secuencia para casos de uso aplicar PCA, obtener

entrenamiento y guardar MEMOTIA. .....cccveerveerieeriienieeriieeeeesieeeieeieeseeeseeseneens 142

4.47. Diagrama de secuencia para caso de uso cargar imagenes de sujetos

PATA TECOMOCET . ...eeuvveeeurreeeurreerureeennreeenseeeesseessseesseeessseeesssesensseesnsseesnsseessseesnnses 144

4.4.8. Diagrama de secuencia para caso de uso seleccionar sujetos para

TECOTOCET . e eeeeee e e e e et e e e e e e e e e e e e e e et e e e e e e e eeaaaeeeeanneeeeenaereeeaaeeeennaaaae 146

XII



4.4.9. Diagrama de secuencia para casos de uso cargar rostros reducidos de

pCa y Obtener reCONOCIMICITO. .....cueeruiieiieeiieiieeiieeiieeteeteeseaeeaeeeeaeebeesereeneeas 147

4.5.  Técnica de desarrollo de sistema de objetos (TDSO)......cccceevvveivenenennen. 150
4.6. Implementacién de la Aplicacion para el Reconocimiento Facial............ 175
4.6.1.  VISION @ENETAL .....ooviiiiiiiiiciiecieeie ettt ens 176
4.6.2. Fase de APrendizZaje.......cccoocveecueenieeiiieniieeieesie e enieeeveeieeeveeeeeeneens 176
4.6.2.1. Aprendizaje de las entradas ..........ccceeeveeeiieeiienienciienieee e 185
4.6.2.1.1. Red de neuronas perceptron multicapa..........cccceeuveeecvveennnenne 185

4.6.2.1.2. Red de neuronas de base radial ..........ccccceveiiiiiiiiiniinnnnen. 190

4.6.3. Reconocimiento de las entradas...........ccoeceeiiiniiiiiiiniiiinienceeeee 194
CAPITULO 5.ttt 197
FASE DE IMPLEMENTACION Y PRUEBAS.......cocoooiiiieieeeeeeeeeeeeeeeseeeenes 197
5.1.  Eleccién del lenguaje de programacion .............ceeveeeveenieeseeenieeseeeneeennns 197
5.2, COodIfICACION ..ottt 199
5.3.  Implementacion de la interfaz grafica..........occoeeeevieeiiieniiiciieiecieee 200
5.4. Pruebas y resultados computacionales............ceceevieeciienieeciienienieeene 210
CONCLUSIONES ...ttt sttt ettt e neenees 245
RECOMENDACIONES ..ottt sttt 247
BIBLIOGRATIA ...t 248

XIII



INDICE DE FIGURAS

Figura 2.1.
Figura 2.2.
Figura 2.3.
Figura 2.4.
Figura 2.5.
Figura 2.6.
Figura 2.7.
Figura 2.8.
Figura 2.9.
Figura 3.1.
Figura 3.2.
Figura 3.3.
Figura 3.4.
Figura 3.5.
Figura 4.1.
Figura 4.2.

Figura 4.3.

Funciones de activacion sigmoidales binarias y bipolar...............c.......... 54
Estructura y funcionamiento de una neurona artificial..........c..cccceeeene. 55
Asociacion de NEUTONAS POT CAPAS......eeruvreerrreerrreerirreenreeesreeenseeenseennns 56
Clasificacion de 1as RNA........cooiiiiiiiieee e 58
Diagrama de flujo de entrenamiento no supervisado ...........ccecceerueenennne 63
Diagrama de flujo de entrenamiento supervisado .........ccccceceeveevieneennnnne 64
Arquitectura del perceptron MultiCapa .........cceeeeveevieerieenienieenieeieerinens 68
Esquema simplificado del algoritmo Backpropagation.............c.cccuee.e. 73
Arquitectura de la red de neuronas de base radial ............c.ccoorieniininn. 83
Modelo de dominio de la aplicacion...........ccceecveevieriienienciieieeeeenee. 102
Diagrama de casos de USO........ccceeeiieriieiiieriieeieeiie e 106
Diagrama de clases de andlisis ........c.cceecveeeviieeniieeiiie e, 112
Diagrama de actividades: Gestion aprender ...........cocceveevverieneeniennens 114
Diagrama de actividades: GestiOn r€CONOCET ..........evverueeuereereenueennenn 115
Notacion de los detalles de una clase de diS€fio .........ccceeeveereerieenenen. 118
Diagrama de clases de disefio de la aplicacion — Parte 1...................... 120
Diagrama de clases de disefio de la aplicacion — Parte 2...................... 122

X1V



Figura 4.4. Diagrama de clases de disefio de la aplicacién — Parte 3...................... 123
Figura 4.5. Diagrama de paquetes de la aplicacion............ceeceeeieenieeniienieniieeneee 125
Figura 4.6. Diagrama de capas de la aplicacion...........coccevceeveeienieneenennieneeneenne. 127

Figura 4.7. Diagrama de secuencia para caso de uso cargar imagenes de sujetos para

18] (<) 116 1 RSP STPPR 129
Figura 4.8. Diagrama de secuencia para caso de uso cargar memorias................... 131
Figura 4.9. Diagrama de secuencia para caso de uso elegir opciones de memorias 133

Figura 4.10. Diagrama de secuencia para caso de uso seleccionar sujetos para

Y 0] (<) 116 1 RSP SPPS 135

Figura 4.11. Diagrama de secuencia para caso de uso modificar parametros de

APTENAIZAJE .ottt ettt ettt a et b et nbe et 136

Figura 4.12. Diagrama de secuencia para casos de uso aplicar PCA, obtener

entrenamiento y guardar MEMOTIA .......cccvveerureerieeerieeerreeesereeesereeessneessneessneesnseens 139

Figura 4.13. Diagrama de secuencia para caso de uso cargar sujetos para reconocer

Figura 4.14. Diagrama de secuencia para caso de uso seleccionar sujetos para

TECOTIOCET ..t e e et e e e e e e e e e e e e et e e e e e e e e eeaeseeeeneeeeeaaeeeeeaneeeennnaeeenanns 141

Figura 4.15. Diagrama de secuencia para caso de uso cargar rostros reducidos de pca

Y ODLENET TECONOCTIMICTIEO ... .eevtieniieeitieiieetieeite et e etee et e st e eteesiteebeesaeeenseesaeeenneennne 143
Figura 4.16. Vision general del proceso de aprendizaje ..........ccceevveeevieniieniiennnne. 170
Figura 4.17. Vision general del proceso de reconocimiento..........cceceeveeeeereenennee. 170

XV



Figura 4.18. Conjunto de rostros de entrada............cceeeveeerieeenieeeniieeiee e 172
Figura 4.19. Matriz de ROSIIOS. .....coiuiiiiiiiiieiie et 172
Figura 4.20. Representacion grafica del vector media de la matriz rostros............. 173
Figura 4.21. Matriz de COVAIIaNZa.........c.ccevveerueeriieeiieniieeieesiie e eieeereesreeeseeeseeees 173
Figura 4.22. Matriz de transformacion............ccccueeevveeeiiieeiieeeieeeee e 175
Figura 4.23. Matriz de entradas reducidas ...........cocceeevueeniieiiienieeieie e 177
Figura 4.24. ROStro de prueba.........cccoeecuieiieiiiiiiieeiieieeeee e 178
Figura 4.25. Resultado de aplicar los autovectores gradualmente a un rostro........ 179
Figura 4.26. Arquitectura del perceptrén multicapa con umbral ............................ 180
Figura 4.27. Arquitectura de la red de neuronas de base radial con umbral........... 184
Figura 4.28. Ejemplo de reconocimiento UNANImME ..........coceveevveeveneenienneeneenneene 188
Figura 4.29. Ejemplo de reconocimiento N0 UNANIME .........ccueerveeeereeerieereeneenneene 189
Figura 5.1. Interfaz grafica de usuario — fase de aprendizaje...........ccceeeveeeenveenneen. 195
Figura 5.2. Botones aprender, reconocer y configurar............ecceeveeeieeeneenieennnenne 196
Figura 5.3. Memorias de 1a aplicacion ...........ccoccveeiieriieniiinienieeieeee e 197
Figura 5.4. Seleccion de rostros para el entrenamiento ............ccoeeeeeeveerieeeveennenne 198
Figura 5.5. Parametros de las redes neuronales artificiales ..........ccccceevveevcnveennnenn. 199
Figura 5.6. BOtOn aprender..........cocueeiiniiiiiniiniiieicnieceeees e 199

XVI



Figura 5.7. Interfaz grafica de usuario — fase de reconocimiento...............c..c........ 200

Figura 5.8. Conjunto de rOStroS @ TECOMNOCET .....cc.ueruvirueerierienieeieeienieenieeeeeeeenaeenees 201
Figura 5.9. BOtON F@CONOCET .......cccuieruieeiieiieeieeeiteeieeriee et eteesieeebeeseaeeseesaee e 201
Figura 5.10. Interfaz de usuario — reconociendo...........ccceveevrverieerieenieenieeneeeeeennns 202
Figura 5.11. Interfaz grafica de usuario — Configuracion............ccccceeeveveerereeennnenn. 203

XVII



INDICE DE TABLAS

Tabla 3.1. Caso de uSO aprender ........cc.cecueeieriiniiriinieieeiere e 107
Tabla 3.2. Caso de USO TECONOCET ......cc.eeruiruieriieieriierieeteeitenieenie ettt sae e 108
Tabla 3.3. Caso de USO CONTIGUIAT..........cevieriieiieeiiieiie et 109
Tabla 4.1. Universo de clases de la Aplicacion para el Reconocimiento Facial..... 145
Tabla 4.2. TDSO para la clase PCA.......cccooiiiiiiiniiiiicceceeceeceee s 146
Tabla 4.3. TDSO para la clase PerceptronMulticapa...........ccceeeueeriieniiesiienieennnnnne 147
Tabla 4.4. TDSO para la clase Pixel........cccoooieiiiiriieiieiiicieece e 148
Tabla 4.5. TDSO para la clase RBF ..........cccoviiiiiiiiiieeeeeeeeeee e 149
Tabla 4.6. TDSO para el método 1 de laclase 9......ccccooveviiniiiiniininniiiiniicee 150
Tabla 4.7. TDSO para el método 2 de la clase 9.......ccceeveiviieniicciiiiieieeee 151
Tabla 4.8. TDSO para el método 3 delaclase 9.......cccuvevviviieniieiieiieieee e, 151
Tabla 4.9. TDSO para el método 4 de la clase 9........ceovveevvieeciieeciieeieeceeee, 151
Tabla 4.10. TDSO para el método 5 de la clase 9.......cccccecveviiiininiiniincnicees 152
Tabla 4.11. TDSO para el método 6 de la clase 9.........ccccevevvveriiiniiniienieeiie, 152
Tabla 4.12. TDSO para el método 7 de 1a clase 9.......c.ccccvveviveviierienciienieciee, 153
Tabla 4.13. TDSO para el método 8 de laclase 9.......ccccvveevvieeeiiicciiieeeeee e, 154
Tabla 4.14. TDSO para el método 9 de la clase 9........cccoecveviiviiniiniininicnicees 154

XVII



Tabla 4.15. TDSO para el método 10 de laclase 9........coevvvveeevieiiiieeiieeieeee, 155
Tabla 4.16. TDSO para el método 1 de la clase 10.........ccceveiveriiniininiiniincnnns 155
Tabla 4.17. TDSO para el método 2 de la clase 10........ccceeveeviieiiienciienieeiieiee 156
Tabla 4.18. TDSO para el método 3 de la clase 10.........ccoevveeiierieniienieeiieeeene, 157
Tabla 4.19. TDSO para el método 4 de la clase 10.......ccceeevveeeviieeciieeiiieeieeee, 158
Tabla 4.20. TDSO para el método 5 de la clase 10.........coceveiveniininniniiniinenns 159
Tabla 4.21. TDSO para el método 1 de laclase 11.....cccooceviineniiniininiiniiiene 160
Tabla 4.22. TDSO para el método 2 de laclase 11.......cccoevieviieciieniienieeiieiene, 160
Tabla 4.23. TDSO para el método 1 delaclase 13.......ccoeeevieeeiiiciiieeieeeeeee, 161
Tabla 4.24. TDSO para el método 2 de la clase 13......c..coceeviivieniininniniicnicienne 161
Tabla 4.25. TDSO para el método 3 de laclase 13.......ccccoevieriiiiienciieieeieee 162
Tabla 4.26. TDSO para el método 4 de laclase 13........cccoevieviieiieniienieeiee 164
Tabla 4.27. TDSO para el método Sde laclase 13......cccoeeevvieeciieeciieeeeeeeee, 165
Tabla 4.28. TDSO para el método 6 de la clase 13......c..cocoeviiviniiniininicnicicne 165
Tabla 4.29. TDSO para el método 7 de laclase 13........cccoevieviieiieniieieeieee 166
Tabla 4.30. TDSO para el método 8 de la clase 13........ccceevveeiierieniieieeiee 166
Tabla 4.31. TDSO para el método 9 de laclase 13.......cceeeviiieiiieceiieeieeeeeee, 166
Tabla 4.32. TDSO para el método 10 de laclase 13.......cccccoeiviniiniininiiniininns 167

XIX



Tabla 4.33. TDSO para el método 11 delaclase 13........cocveeeeiieiiiiecieeeeee, 167

Tabla 4.34. TDSO para el método 12 de laclase 13.......cccccoiiiiniiniininiiniiinns 168
Tabla 4.35. TDSO para el método 13 delaclase 13........coooveviiiiieniiiieeiiee 168
Tabla 5.1. Parametros iniciales de las redes neuronales artificiales ....................... 204

Tabla 5.3. Bisqueda del mejor nimero de neuronas para la red de base radial ..... 207

Tabla 5.4. Busqueda de la mejor funcion de activacion para el perceptron multicapa

Tabla 5.5. Busqueda de la mejor funcion de activacion para la red de base radial. 211

Tabla 5.6. Busqueda del mejor factor de aprendizaje para el perceptron multicapa

Tabla 5.7. Busqueda del mejor factor de aprendizaje para la red de base radial ...214

Tabla 5.8. Biisqueda del mejor error para el perceptrén multicapa ....................... 215
Tabla 5.9. Biisqueda del mejor error para la red de base radial...............ccceneee 216
Tabla 5.10. Influencia del factor momento en la red perceptron multicapa ........... 218
Tabla 5.11. Influencia del factor momento en la red de base radial ....................... 221
Tabla 5.12. Resultados sin correccion de umbrales ...........cccceevevvenieniieeeneeniennene 224
Tabla 5.13. Resultados con correccion de umbrales..........coceeveeveeneeniineenieenienenns 224
Tabla 5.14. Busqueda del rango de pesos para la red perceptron multicapa .......... 225
Tabla 5.15. Busqueda del rango de pesos para la red de base radial ...................... 226
Tabla 5.16. Busqueda de la mejor heuristica para la red de base radial ................. 227

XX



Tabla 5.17.

Tabla 5.18.

Tabla 5.19.

Tabla 5.20.

Tabla 5.21.

Tabla 5.22.

Tabla 5.23.

Tabla 5.24.

Tabla 5.25.

Variacion del nimero de autovectores para el perceptron multicapa.. 228

Variacion del nimero de autovectores para la red de base radial........ 230
Parametros finales de las redes neuronales artificiales..........c..cc.c...... 232
Resultados de la red perceptron multicapa .........cocceeeeveeviiecienieenenne. 232
Resultados de la red de base radial ..........cccoeoeevieieniininniiecees 233
Comparacién entre perceptron multicapa y funcidon de base radial..... 234
Resultados de la red perceptron multicapa con 90% de autovectores . 235
Resultados de la red de base radial con 90% de autovectores ............. 236
Porcentajes de aciertos de las redes neuronales...........cccceeveeriiennennne. 237

XXI



INDICE DE ECUACIONES

ECUACION 2.1 ..ttt et sttt 40
ECUACION 2.2 ...ttt sttt 41
ECUACION 2.3 ... ettt ettt et st 44
ECUACION 2.4 ... ettt ettt et st 44
ECUACION 2.5 ...ttt ettt e et e e et e e et e e e rae e enee s 44
ECUACION 2.0ttt ettt sttt et s e 45
ECUACION 2.7 ...ttt ettt st 45
ECUACION 2.8 ...ttt ettt e 45
ECUACION 2.9 ...t e s 45
ECUACION 2.10 ...ttt 45
ECUaCION 2. 1T .t 46
ECUACION 2.12 ..ttt e 46
ECUACION 2.13 .. i e e e e ra e s 46
ECUACION 2.14 ..ottt ettt et 46
ECUACION 2.15 . e 46
ECUACION 2.16 ...ttt e 53

XXII



B CUACION 2. 17 e e e e e e e e e e eaae e e e e e e 53

ECUACION 2.18 ..ot e e s 55
ECUaCION 2.19 . ..ot 55
ECUACION 2.200 ...t 65
ECUACION 2.2 .t ettt et st 69
ECUACION 2.22 ...t ettt e e a e et e e e e e s 70
ECUACION 2.23 ..ottt ettt 70
ECUACION 2.24 ...ttt 70
ECUACION 2.25 .. ettt ettt e 70
ECUACION 2.26.......eiiiiieeee ettt et et e e e aae e et e e e rae e enaee s 74
ECUACION 2.27 ...ttt ettt sttt et st 74
ECUACION 2.28 ...t 74
ECUACION 2.29 ... et e 74
ECUACION 2.30 .. ittt et et e e e e e e e e e rae e enrae s 75
ECUACION 2.3 ..ttt ettt sttt ettt 75
ECUACION 2.32 ...ttt e 75
Ecuacion 2.33 ... .ttt e 76
ECUACION 2.34 ...t et et e e e et e e e ra e e as 76

XXHI



B CUACION 2.3 e e e e e e e e e e e e e e e e e e e e 76

ECUACION 2.36...neeiieiieeee ettt et e et e e aae e e aa e e e rae e enae s 77
ECUACION 2.37 ...ttt ettt sttt et sttt 77
ECUACION 2.38 ... ettt e 77
ECUACION 2.39 ...t 77
ECUACION 2,40 .......eiiiiie ettt ettt et e e et e e e e e e aae e ennae s 77
ECUACION 2.4 1 ..ottt ettt sttt et 78
ECUACION 2.42 ...ttt ettt e 76
ECUACION 2.43 ... ottt st 78
ECUACION 2.44 ...ttt et et e et e e e aae e e ta e e e rae e enaee s 78
ECUACION 2.45 ...ttt ettt ettt et st 78
ECUACION 2.460 ...ttt ettt 79
ECUACION 2.47 ...ttt ettt ettt 83
ECUACION 2.48 ... ettt e e et e e et e e e ra e e e rae e eaae s 84
ECUACION 2.49 ...ttt ettt 84
ECUACION 2.50 ...t 85
ECUACION 2.5T .ttt et st e 85
ECUACION 2.52 .. ittt e e et et e e e s 85

XXIV



B CUACION 2.5 oo e e e e e e e e e e e e e e e e e e 85

ECUACION 2.54 ...ttt et et e e e e e et e e e aae e eaee s 88
ECUACION 2.55 ..ottt et 88
ECUACION 2.56 ...ttt e 89
ECUACION 2.57 ..ttt et 89
ECUACION 2.58 ... it et s 90
ECUACION 2.59 ...ttt 90
ECUACION 2.00 ...ttt e 91
ECUACION 2.0T ...ttt e 91
ECUACION 2.62......eiiieeieeee ettt et et e e e e aae e e e e e aae e enaee s 91
ECUACION 2.03 ...ttt ettt et 91
ECUACION 2.04 ...ttt 92
ECUACION 2.05 ...ttt ettt st e 92
ECUACION 2.06........oiiiiiieiie ettt ettt et e et e e e rae e e ba e e e rae e enee s 92
ECUACION 2.07 ..ottt ettt st sttt ettt 92
ECUACION 2.08 ...t 92
ECUACION 2.09 ...t 92

XXV



RESUMEN

En este trabajo se ha desarrollado una aplicacion para el reconocimiento de imagenes
faciales basadas en niveles de gris mediante el uso de redes neuronales artificiales. A
través de esta herramienta el usuario podra indicar los rostros que la aplicacion debe
memorizar durante el aprendizaje, también podra seleccionar algunos parametros de
las redes neuronales, como son: el numero de capas y el nimero de neuronas
empleadas por cada capa y el factor de aprendizaje, una vez configurados todos estos
parametros se podra dar inicio al entrenamiento de las redes neuronales perceptron
multicapa y funcion de base radial, una vez finalizado el entrenamiento se genera un
archivo con todos los pesos, umbrales y demas resultados obtenidos durante el
entrenamiento, necesarios para que las redes logren el reconocimiento, este archivo es
denominado memoria y se actualiza cada vez que se encuentra una mejor solucion a
un problema, por lo tanto, se puede entrenar tantas veces como se desee en busca de
una mejor solucion. Una vez que las redes neuronales artificiales se encuentren
entrenadas estas seran capaces de identificar o verificar con un alto grado de acierto
los sujetos aprendidos. El andlisis y disefio de la aplicacion fue realizado utilizando el
lenguaje grafico UML (Unified Modeling Language). Para el desarrollo de esta
aplicacion se utilizo el lenguaje de cuarta generacion Java 1.6 y la herramienta

JCreator Pro V3.
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CAPITULO 1

INTRODUCCION

1.1. Planteamiento del problema

En los ultimos afos el reconocimiento facial en el campo de las Redes Neuronales
Artificiales (RNA) ha sido motivo de estudio para muchos investigadores, algunos
buscan mejorar o crear métodos que permitan alcanzar resultados mejores y otros
solo se encargan de implementar sistemas neuronales para realizar tareas especificas.
El grado de precision de un reconocedor facial, esta estrechamente ligado a las
técnicas utilizadas en su implementacion, por lo que se requiere de mucho estudio
para la refinacion de éstas, asi como también para la creaciéon de herramientas o

métodos que intervengan en el proceso.

Para el estudio en cuestion se desea desarrollar una aplicacion para el
reconocimiento facial, que sea capaz de memorizar un conjunto de rostros de
individuos, donde cada uno dispondra de un nimero determinado de imagenes en
diferentes perspectivas. Esta aplicacion estard basada en técnicas con un buen
rendimiento que permitan escoger entre dos formas de funcionamiento, es decir, que
puedan realizar la tarea de identificacion o verificacion de individuos, como se

describe a continuacion:

1. Identificacion: la aplicacion debe ser capaz de identificar si un rostro
corresponde a alguin otro rostro conocido, es decir, entre el conjunto de rostros
conocidos la aplicacion debe determinar cual se asemeja mas al presentado

como entrada.
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2. Verificacion: la aplicacion verifica si un rostro pertenece a un individuo dado,

por lo tanto, esta tendria solo dos respuestas validas, pertenece y no pertenece.

La aplicacion estara conformada por dos (2) fases para su funcionamiento total.
La fase de aprendizaje y la fase de reconocimiento. La primera se encargara de todo
lo concerniente a la formacion de las bases necesarias para hacer posible el
reconocimiento y la segunda es la parte que hard uso de los conocimientos obtenidos
en la primera fase para proporcionar resultados para la identificacion o verificacion

de un individuo.
Fase de aprendizaje

Esta constara de dos (2) etapas, preprocesamiento de la imagen y clasificacion de la
misma. Cabe destacar que aunque el preprocesamiento no esta estrechamente ligado
al aprendizaje, este juega un papel importante en la etapa de clasificacion, facilitando,

agilizando y optimizando el aprendizaje.
Preprocesamiento

Se refiere al tratamiento de la imagen antes de ser procesada por la aplicacion, se

dispone para ello de las siguientes técnicas:

1. Andlisis de componentes principales (ACP): esta técnica se emplea para
reducir las dimensiones de la imagen del rostro, obteniendo una
transformacion lineal con un nuevo sistema de coordenadas, que conserva la
informacion mas relevante.

2. Baja Resolucion: esta técnica no es mas que el cambio de resolucion de la
imagen a una dimension menor.

Ambas técnicas tienen en comun reducir las dimensiones de las imagenes de

entrada, mejorando los tiempos de procesamiento para la clasificacion.
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Clasificacion

Una vez preprocesadas las imagenes de los rostros, estas deberdn ser clasificadas de
acuerdo a un identificador, lo cual indica que cada imagen estard acompanada del
nombre del individuo correspondiente. En este estudio para la clasificacion solo se
tomaran en cuenta técnicas basadas en redes neuronales, con el fin de comparar el
comportamiento de varias redes neuronales, en cuanto al porcentaje de aciertos,
generalizacion de la solucion y minimizacioén del error, en otras palabras, se desea

determinar cual de todas las redes estudiadas arrojara un mejor resultado.

El proceso de clasificacion se basa en la presentacion de cada una de las
imagenes preprocesadas, con su respectivo identificador a la RNA en estudio, la red
neuronal tendra como entrada la imagen indicada y como salida un co6digo asociado al
identificador de la entrada, por lo tanto, para cada imagen se tendrda un nuevo
identificador o cédigo, que correspondera a la salida de la red neuronal, el cual serd

utilizado en el proceso de verificacion e identificacion de los individuos.
Fase de reconocimiento

Esta fase ofrecera dos (2) formas de reconocimiento facial basadas en redes

neuronales, se muestran a continuacion:

1. La identificacion: este proceso es realizado por una red neuronal
previamente entrenada, a la cual se le presenta el rostro que se desea
identificar, de manera que €sta determine si existe similitud con algunos de
los rostros aprendidos. La salida de la red neuronal serd el identificador o
codigo del individuo al cual pertenece el rostro de entrada, un codigo
invalido significaria que el individuo no ha sido reconocido por la
aplicacion.

2. La verificacion: al igual que en la identificacion, en la verificacion también

se le presenta un rostro a la red neuronal y ademas, el identificador del
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individuo al cual pertenece el rostro, es decir, se le presenta tanto la entrada
como la salida esperada a la red neuronal, se realiza el proceso de
identificacion para la obtencion del codigo correspondiente al individuo
presentado, luego se compara esta salida con la esperada, y se verifica su

pertenencia.

Las redes neuronales se caracterizan por presentar una gran flexibilidad y
receptividad ante los cambios que pueda presentar un problema con un alto grado de
complejidad, por lo tanto, para este estudio se desarrollard una aplicacion para el
reconocimiento facial basada en técnicas dentro del marco de las redes neuronales
artificiales, los algoritmos de aprendizaje de estas redes seran sometidos a ciertas
modificaciones para ajustarse al ambito del reconocimiento facial, sin alterar su
estructura original, mejorando el proceso de aprendizaje haciendo uso de técnicas

existentes, asi como la fusion de algunas de ellas o la creacion de nuevas técnicas.

Una aplicacion para el reconocimiento facial, resultaria de gran ayuda,
especialmente para aquellos campos donde la seguridad juega papel fundamental,
facilitando el proceso de autenticacion al evitar la necesidad de tener consigo algin
tipo de documentacion que lo identifique, bastando solo con observar una cdmara
fotografica, por lo tanto, la aplicacion que se desea desarrollar, a diferencia de otras,
permitird tanto la verificaciéon como la identificacion de sujetos, a partir de una o
varias fotos, aun cuando éstas tengan baja resolucion o se encuentren en mal estado.
Los algoritmos para el preprocesamiento de las imagenes se emplearan de forma un
poco diferente a lo habitual, es decir, de ser necesario se realizaran cambios en la
forma de implementar el Analisis de Componentes Principales, para mejorar la
extraccion de caracteristicas principales de las imagenes, y asi las redes neuronales
procesaran informaciéon menos redundante de manera mas eficiente y en menor

tiempo, garantizando de igual manera un alto nivel de reconocimiento.
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La aplicacion sera capaz de identificar y verificar sujetos, para esto sera
necesario suministrar a la aplicacion un conjunto de imagenes correspondientes a los
rostros de los sujetos que se desean aprender, para su posterior reconocimiento, por
cada sujeto se debera suministrar una serie de rostros que muestren distintas

expresiones y gestos faciales.

Todas las imagenes suministradas a la aplicacién tendran una resolucion de
mxn pixeles y estardn en escala de grises; el rostro del individuo deberd estar
localizado, lo que significa que la mayor parte de la imagen estara ocupada por el

rostro, despreciando ciertos aspectos como el cabello.
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1.2. Objetivos

1.2.1. Objetivo general

Desarrollar una aplicacion para el reconocimiento de imagenes faciales basadas en

niveles de gris mediante el uso de redes neuronales artificiales.
1.2.2. Objetivos especificos

1. Identificar las redes neuronales que se utilizardn en el sistema.

2. Establecer la funcion de activacion mas adecuada para cada una de las redes
neuronales.

3. Disenar los algoritmos de aprendizaje de las redes neuronales.
4. Codificar los algoritmos de aprendizaje para un entrenamiento automatico.

5. Encontrar los valores iniciales que optimicen el funcionamiento de las redes
neuronales.

6. Comparar los sistemas neuronales estudiados para la verificacion e
identificacion facial.

7. Medir los niveles de rendimiento del sistema.



CAPITULO 2

MARCO TEORICO

2.1. Antecedentes

Existen un gran nimero de problemas en ciencia e ingenieria que implican la
extraccion de informacién a partir de datos complejos e inciertos. Para muchos de

estos problemas, las aproximaciones tradicionales resultan inadecuadas.

Durante muchas décadas se tratd de solucionar estos problemas mediante la
utilizacion de algoritmos. Los desalentadores resultados obtenidos en vision artificial,
y otras areas, hicieron que en la década de los 70 se percatasen de la imposibilidad de
manejar todas las combinaciones posibles en situaciones reales, base de la estructura

en algoritmo, debido al casi infinito nimero de perturbaciones que pueden existir.
Surgieron asi dos formas de aproximarse al comportamiento bioldgico:

e Sistemas expertos, en los que la aproximacion a la experiencia se realiza a
través de:
0 Una lista de reglas memorizadas (basadas en diagramas de
dependencias entre variables del sistema).
0 Capacidad para inferir conclusiones de esas reglas utilizables como

solucion a preguntas planteadas al sistema (consejos).

Son especialmente Utiles para los conocimientos simbdlicos o explicitos.
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e Redes neuronales, se trata de reproducir el esquema neuronal, tanto en sus

unidades de proceso (neuronas), como en sus conexiones.

En general se puede afirmar que los “sistemas expertos” han sido empleados
con éxito en problemas que pueden ser estrictamente definidos mediantes reglas. Sin
embargo, cuando estas reglas no son facilmente formulables, el éxito de tales
sistemas es muy limitado. Las soluciones a este tipo de situaciones requiere la
aplicacion de las redes neuronales que presentan un mejor rendimiento cuando hay

incertidumbre o datos incompletos en el conocimiento empleado.

El origen de los estudios en redes neuronales artificiales estuvo en la busqueda
de analogias cerebrales a partir de los estudios fisiologicos iniciados a finales del

siglo pasado. Por ello puede ser interesante un pequeiio analisis bioldgico.
Los problemas donde el cerebro se nos muestra mas eficaz se caracterizan por:

e  Estar muy difusos (mal definidos)

e Requerir un laborioso procesado (por ejemplo en el campo de la vision el
cerebro es capaz de resolver con tremenda rapidez entre el infinito nimero
de 1imdgenes tridimensionales proyectables sobre una imagen

bidimensional mediante pistas, experiencias, etc.).

Esta especializacion cerebral demuestra su capacidad de adaptacion al medio ya
que el mundo es incierto y borroso, y solo modelizable tras innumerables

simplificaciones en las que se pierden mucha informacion.

El cerebro los resuelve utilizando un procesado paralelo masivo haciendo
trabajar simultaneamente alrededor de 1 millon de neuronas en la resolucion de los
mismos, sin embargo, al sistema neuronal biologico le resulta casi imposible competir
en velocidad con los computadores en todo aquello describible mediante una

secuencia repetitiva.
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El cerebro humano esta formado por unos cien mil millones de neuronas. Cada
una de ellas consta de un cuerpo celular del que surgen 2 tipos de ramificaciones: el
axon (una fibra principal) y las dendritas (varias ramas fibrosas). En total cada
neurona presenta aproximadamente unas diez mil conexiones. Las sefiales de entrada
son captadas tanto por las dendritas como por el cuerpo. Este las integra y
proporciona la sefial emitida por el axon. Entre este terminal y el siguiente conjunto
de dendritas se produce la sinapsis (transmision de la excitacion). El axon,
inicialmente no ramificado, se subdivide en su tramo final en unas mil conexiones
con otras tantas dendritas, formando asi complejos mapas de interrelaciones

neuronales, y permitiendo el procesado paralelo [1].

Las redes neuronales artificiales surgieron originalmente como una simulacion
del sistema nervioso, formado por un conjunto de unidades conectadas entre si,

simulando a las neuronas de los sistemas nerviosos biologicos.

Fue 1943 cuando Warren McCulloch y Walter Pitts propusieron un modelo
matematico de neurona en el que se basa las redes neuronales actuales. Seis anos
después, en 1949, en su libro The Organization of Behavior, Donald Hebb
presentaba su conocida regla de aprendizaje: si un elemento de procesado simple
recibe una entrada de otro elemento de procesado y ambos estan activos, el peso

correspondiente a su conexion deberia reforzarse.

En 1957, Frank Rossemblatt present6 el Perceptrén, una red neuronal con
aprendizaje supervisado cuya regla de aprendizaje era una modificacion de la
propuesta por Hebb. La principal aportacion del Perceptron es que la adaptacion del
funcionamiento de la neurona se realiza teniendo en cuenta el error entre la salida real

que se produce y la salida que deberia dar.
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Se crearon grandes expectativas sobre sus aplicaciones que, posteriormente, se
tornaron en gran decepcion cuando en 1969 M. Minsky y S. Papert demostraron las

grandes limitaciones de esta red.

En los afios 60 se proponen otros dos modelos, también supervisados, basados
en el Perceptron de F. Rossemblatt denominados Adaline y Madaline. En éstos, la
adaptacion de la red se realiza de forma analoga al Perceptron, pero las reglas de
aprendizaje son distintas, definiendo una funcién de error individual para cada

neurona [3].
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2.2. Tratamiento de Datos

Para el tratamiento de los datos es necesario hacer uso de técnicas que permitan la
manipulacion de la informacion de una forma segura y eficiente, entre las mas
utilizadas en el area de la estadistica se encuentran, el Andlisis Factorial y el Analisis
de Componentes Principales, estas son herramientas estadisticas que permiten reducir
el nimero de variables. Aunque ambas técnicas se tratan en muchas ocasiones como

si se tratase de una sola, conviene aclarar las diferencias entre ambas.

En el andlisis de componentes principales, las nuevas variables o componentes
principales (independientes entre si) seran una combinacion lineal de las variables
originales (relacionadas) y un nimero relativamente pequefio de componentes explica
la mayor parte de la varianza total de todas las variables originales. Los ultimos
factores o componentes, que explican menos, pueden ser eliminados con pérdidas

minimas de informacion.

En el andlisis de componentes principales no partimos de una hipotesis previa,
y es un método descriptivo que, basicamente, permite obtener una representacion de
nuestros casos en el nuevo espacio dimensional de nuestras nuevas variables o

componentes principales.

El analisis factorial es uno de los métodos multivariantes mas utilizados. El
analisis factorial estudia fenomenos en los que las variables dependen de un factor
comun (implicito, no medible). Se utiliza entonces un modelo lineal que expresa las
variables en funcion de los factores comunes, mediante coeficientes que se obtienen a
partir de los coeficientes de correlacion de las variables. El andlisis factorial nos

aporta unos factores que explican la variabilidad de las variables [7].
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2.2.1. Analisis de Componentes Principales (PCA)

El Analisis de Componentes Principales (PCA), desarrollado por Karl Pearson en
1901, es uno de los métodos pioneros del Andlisis Multivariante. Sin embargo,
debido al calculo extremadamente complicado necesario cuando se consideran mas
de dos o tres variables, solo se ha utilizado ampliamente con la generalizacioén de la

presencia de ordenadores en los laboratorios de investigacion.

En la sencillez conceptual de este tipo de Andlisis Multivariante reside su
potencia para el tratamiento de datos compuestos por numerosas variables. Estos
bloques de datos son generados por estudios sobre procesos o problemas en los que
intervienen multitud de variables, que son registradas experimentalmente. En la
mayoria de las ocasiones, la complejidad del problema que se pretende estudiar hace
que algunas de las variables no se consideren en el estudio o, simplemente, que sean
desconocidas. Ejemplos tipicos de casos en los que es util la aplicacion de un PCA
son estudios medioambientales (geologicos, bioldgicos, ecoldgicos...) en los que
existen una gran multitud de factores que intervienen en el parametro a estudiar.
Asimismo, la facilidad con la que el cientifico es capaz de registrar una cantidad
ingente de datos en la observacion de cualquier proceso, tiene como consecuencia que
la interpretacion intuitiva de la informacidén obtenida sea practicamente imposible.
También es importante extraer la mayor cantidad de informacién relevante contenida
en los datos obtenidos, por lo que la aplicacion del PCA en estos campos es cada vez

mas frecuente.
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En este sentido, el PCA se puede considerar una técnica de reduccion de la
informacion. Conceptualmente, su objetivo es tomar p variables correlacionadas (X,
X..., Xp), las cuales describen n objetos, y encontrar una combinacion de éstas para
generar otras variables nuevas (Zi, Z»..., Z,) que no estén correlacionadas. La
independencia de las nuevas variables Zi (llamadas componentes principales) hace
que midan diferentes dimensiones de los datos. Estos componentes principales son
ordenados de manera que Z; explique la mayor cantidad de variacion contenida en los
datos originales, Z, contiene la segunda mayor cantidad de informacion original, y asi

sucesivamente.

Cuanto mas dependientes sean las variables, mas varianza serd explicada por
los primeros componentes, y la informacion contenida en los datos serd mejor
explicada por un menor nimero de componentes. De esta manera, las p variables X
originales se reducen a los primeros Z;. Si las variables seleccionadas en el estudio no
estan correlacionadas, no es posible la reduccion, ya que la varianza se reparte entre
todos los Zi. En casos en los que las variables presentan altas correlaciones negativas
0 positivas, los dos o tres primeros componentes explican la mayor parte de la

informacion contenida en la totalidad de las variables consideradas.

Asi pues, a partir de una matriz de datos, el PCA permite transformar un
conjunto de variables intercorrelacionadas en otro conjunto de variables no
correlacionadas denominadas factores o componentes los cuales, como se ha indicado
anteriormente, son combinacion lineal de las variables originales. El primer
componente principal que se extrae es el que resume lo mejor posible la informacion
contenida en la matriz de datos original, es decir, es el que aporta un maximo de la
varianza residual resultante, siendo independiente del primero. Se generan tantos
componentes como variables originales (n) existan en la matriz de datos, siendo todos

ellos ortogonales entre si en un espacio R".
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El proceso de aplicacion de una PCA no consiste simplemente en introducir
unos datos determinados y apretar la tecla del ordenador. Como se ha explicado
anteriormente, un andlisis estadistico y, concretamente, un Analisis Multivariante
basa su validez en la correcta eleccion de variables y de la interpretacion de los
resultados obtenidos. Ambas cosas dependen del conocimiento del cientifico de su
propio campo de investigacion, ya que en este caso la investigacion no deja de ser

una herramienta en manos del cientifico experimental.

En la aplicacion de un PCA, el primer paso consiste en la tipificacion de las
variables, ya que en la mayoria de los casos seran de magnitudes diferentes. La
tipificacion asegura que las diferentes magnitudes de las medidas obtenidas
experimentalmente no influyan sobre el peso que posteriormente tendran en el
analisis. Si no se tipificaran, las variables con magnitudes mas elevadas dominarian la

tendencia del PCA.

Antes de llevar a cabo el PCA propiamente dicho es recomendable la
exploracion de las diferentes variables y el célculo de la matriz de correlacién o de

covarianza, con el objeto de conocer las interrelaciones existentes entre las variables.

Los objetos de la matriz de datos (n) se pueden representar en un espacio R"
segun el valor calculado para los objetos respecto a cada componente, que se utilizan
como coordenadas. Estos valores de los objetos o individuos para cada componente
se calculan a partir de los valores propios (eigenvalues) y los vectores propios
(eigenvectors) que nos dan los coeficientes de cada variable en la combinacién lineal

generada, calculados a partir de la matriz de correlaciones o de covarianzas.
El valor del primer objeto con respecto al primer componente (Z;) seria:

Z1=a;1' X1 +appXot...tan X, (21)
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Donde los coeficientes a se corresponden con los autovectores y X;... X, son

las variables tipificadas para el primer objeto.

El célculo de los valores Z;... Z, permite representar los objetos en un espacio
R" definido por los n primeros componentes. Esto permite visualizar los objetos
respecto a los primeros componentes. Puesto que la mayor parte de la varianza se

debe explicar en los primeros componentes [4].
Los pasos que se deben seguir en un PCA son los siguientes:

1. Normalizar la matriz de entrada X, haciendo que su media sea igual a cero.
Calcular la matriz de covarianza, a partir de la matriz normalizada.
Calcular los autovalores de la matriz de covarianza.

Calcular los autovectores asociados a cada autovalor.

Calcular la matriz de transformacion W.

A

Calcular la matriz resultante reducida,

Y=W"-X (2.2)

Donde Y es la matriz resultante, W' es la transpuesta de la matriz de

transformacion y X es la matriz de entrada.

La matriz resultante reducida es el resultado de aplicar PCA a un conjunto de
datos, la dimension de esta matriz varia de acuerdo al nimero de autovectores
seleccionados, cabe destacar que los primeros autovectores representan gran parte de
la varianza concentrada en los datos, por lo tanto, unos cuantos autovectores son

suficientes para explicar la matriz inicial.
2.1.1.1. Matriz normalizada.

Esta matriz representa el conjunto de datos del cual se desea obtener las componentes

principales.
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Los datos de entradas deben estar organizados y en un formato adecuado, por
ejemplo, para una muestra con n individuos, donde a cada uno se le han medido m
variables, se tendria una matriz donde las filas representarian las variables y las
columnas serian los individuos, por lo tanto, se tendria un vector columna por cada
individuo y el conjunto de individuos formaria la matriz de entrada de datos, se
recomienda que esta matriz se normalice respecto a la media, es decir, se calcula un
vector columna que sea la media de todas las columnas y este se le resta a cada

columna, obteniendo de esta manera una matriz normalizada.
2.1.1.2. Matriz de covarianza

En estadistica la matriz de covarianza es una matriz que contiene la covarianza entre
los elementos de un vector, esta es una herramienta muy util en varios campos. A
partir de ella se puede derivar una transformacion lineal que puede encontrar una base

Optima para representar los datos.

Hay varias caracteristicas dignas de mencion acerca de las matrices de

varianza-covarianza.

e [Estas matrices son cuadradas; el nimero de columnas es igual al de filas,

para que el total de celdas para N valores sea igual a N,

e Las varianzas de los valores aparecen en la diagonal de la matriz, que son
las celdas que estan en la linea que va de la esquina superior a la esquina

inferior derecha de la matriz.

e La matriz es simétrica; el nimero que aparece en la fila i de la columna j
también aparece en la fila j de la columna i. Es decir, los elementos de las
celdas que estan sobre la diagonal también aparece en las celdas

correspondientes debajo de la diagonal.
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Para obtener esta matriz se multiplica la transpuesta de la matriz normalizada

por la matriz normalizada, obteniendo una matriz de menor dimension [6].
2.1.1.3. Autovalores y autovectores

Los autovalores y autovectores de matrices constituyen herramientas de suma
importancia para abordar el estudio de algunas técnicas de la estadistica
Multivariante, tales como el andlisis de componentes principales, el andlisis de
correspondencias binarias, el andlisis de correspondencias multiples, el analisis

discriminante, el analisis de correlacion canodnica y el analisis de factores.

La determinacion de los autovectores y autovalores de una matriz cuadrada de
componentes reales, consiste en encontrar escalares A perteneciente al campo de los
numeros reales o de los complejos, para los cuales el sistema de ecuaciones AX = AX

tenga soluciones no triviales para el vector X.

Sea A una matriz cuadrada de orden n y de componentes reales. Se dice que el
escalar A perteneciente a un campo K es un autovalor, valor propio, o valor
caracteristico de la matriz, si existe un vector X [ K", diferente del vector nulo, que

satisfaga la ecuacion AX = AX.

Al vector X se le denomina autovector, vector propio, o vector caracteristico de

la matriz A, asociado con el autovalor A.

Algunas implicaciones derivadas de las definiciones de autovalor y autovector

son las siguientes:

* En primer lugar, la ecuacion matricial AX = AX es no lineal, ya que involucra el
producto de dos valores desconocidos A y X. Sin embargo, si A fuese conocido,

estariamos en presencia de un sistema de ecuaciones lineales.
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= La ecuacion que define a los autovalores y autovectores de una matriz A escrita
en la forma:
(A-A)X=0 (2.3)
indica que el vector X es el vector de incognitas en un sistema de ecuaciones
homogéneo.
* Todo autovector estd asociado a uno y solamente un autovalor.
= Los autovectores son vectores que al ser pre multiplicados por la matriz asociada
dan origen a los mismos vectores, salvo por un factor A que lo contrae, dilata o
invierte su direccion, de acuerdo consi 0 <A <1,A>1 oA <0, respectivamente.

=  [Una matriz de orden nxn tiene n autovalores.

Los autovalores y autovectores se deben obtener de la matriz de covarianza, por
lo tanto, para una matriz de dimension nxn se tendrian n autovalores y sus
correspondientes autovectores, obteniendo como resultado otra matriz de dimension

nxn, donde cada columna representa un autovector [9].
2.1.1.3.1. Método de la Potencia

Este método es empleado para la obtencion de los autovalores y autovectores de una
matriz, para esto se multiplica la matriz por un vector inicial para obtener, de esta
manera, una sucesion de vectores convergentes a un vector propio asociado al valor

propio mas grande. La sucesion es la siguiente:

t, = At,

x-1: €5 decir, t, = A t, (2.4)

Tal como esta escrita, el modelo de los elementos de esta sucesion tienden a

cero o a infinito segiin como sea |/4|l. Entonces, es mejor normalizar el vector a cada

iteracion:
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Zpey = At (2.5)

_ Zps

t (2.6)

K+l
N I|:k_._1||

Para estudiar la convergencia de este método supongamos que la matriz A es

diagonalizable y sus valores propios son:

iyl = iyl = == |l = |hpsy | = |2, (27)

Con iy = kb, ==}, es decir: hay un valor propio de médulo maximo y de

multiplicidad r. Denotaremos por x. los vectores propios linealmente independientes
asociados a los correspondientes valores propios. Entonces, expresando t, en funcion

de estos vectores,

ty = Z&kx, (2.8)

Podemos escribir

AFty r..
t, = Z @, ;., X = Zc‘r X, Z ( e
T Akl ||A’<rﬂ|| ’ I|A“rnll WA =

Tomando limites es claro que:

(2.10)
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Es decir, el vector ¢, converge a una cierta combinacion lineal de los vectores

propios asociados a los valores propios dominantes [2].
2.1.1.3.2. Métodos de Deflacion

Un método de deflacion consiste en, dada una matriz A, un valor propio i y su vector

propio asociado Vv, hallar una nueva matriz A’ de dimension inferior, tal que sus
valores propios sean los mismos que los de la matriz inicial A, excepto, como es

natural, el ya conocido %, o bien se puedan calcular de manera sencilla.

Utilizando conjuntamente el método de la potencia y deflaciones sucesivas,

podemos ir hallando todos los valores propios y vectores propios de una matriz [2].

Supongamos que hemos usado el método de potenciacion para determinar un

valor propio 7., y un vector propio £, de una matriz simétrica A, ahora consideramos

la matriz:
e,el
Ay=A-— 11— (2.11)
== '
Para cualquier vector propio €, de A, Ajsatisface:
. E4E)
Ae, = Ae, — b — (2.12)
€5 i ‘Ete, .

Cuando 1 = 1 tenemos por lo tanto:

Ae, = Ae; — e, =0 (2.13)
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Para 1 > 1, puesto que los vectores propios de una matriz simétrica son
ortogonales (i.e.e]e. = 0)

Aje, = Ae, = he, (2.14)

Asi los valores propios de A, son i,, ...~ 0,y el método de potenciacion

seleccionard el segundo mas grande (en valor absoluto) valor propio ...

Claramente este método se puede continuar haciendo:

et g

. | E4E
Ay = A — M
€le, ‘ ‘ ‘ele,

(2.15)

En cada caso cambiamos el mas grande valor propio %, descubierto hasta el
momento a cero, y por lo tanto el método de potenciacion aplicado a A, producird el
valor propio restante mas grande i, ,. Asi podremos generar los valores propios de

A, uno a la vez en orden inverso segun su valor absoluto.
2.1.1.4. Matriz de transformacion

Esta matriz es la empleada para transformar tanto la dimension como el valor de las
entradas, para obtenerla se hace uso de los autovectores y de la matriz normalizada,
para esto se multiplica la matriz normalizada por la matriz de autovectores. Es
recomendable normalizar esta matriz, debido a que la multiplicacion entre diferentes
columnas debe ser igual a cero, ya que estas columnas forman vectores ortogonales
entre si. Para esto se calcula la norma de cada columna y se divide entre cada valor de

las columnas.
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2.1.1.5. Matriz resultante reducida

Para reducir las entradas se hace uso de la matriz Transformada, para esto se
multiplica la transpuesta de la matriz transformada por la matriz de entrada y se
obtiene una nueva matriz que representa las componentes principales de la matriz de

datos inicial. Como se puede apreciar en la ecuacion 2.2.

2.3.  Redes neuronales Artificiales (RNA)

Las redes neuronales han constituido un centro focal de intensa actividad durante los
ultimos afios, dando lugar a una maduracion de las primitivas ideas desarrolladas en
los afios sesenta. El procesamiento de la informacion realizado por estos sistemas es
un tipo alternativo al que utilizan los actuales sistemas informadticos, los cuales
procesan secuencialmente instrucciones almacenadas en una memoria y manipulan
datos de la misma memoria. En las redes neuronales, en cambio, el paradigma emula
el modelo biologico de aprendizaje y computacion, con una fuerte base de
procesamiento en paralelo, y estando involucrados en cada unidad de célculo el

proceso y la memoria.

La principal cualidad de estos sistemas la constituye su adaptabilidad dinamica,
esto es, su capacidad para variar de comportamiento en situaciones cambiantes. Para
llegar a esto, utilizan técnicas como el aprendizaje, generalizacion o auto-
organizacion. Estan inspirados en el modelo de neurona bioldgica, usando unidades
elementales de procesamiento que mimetizan algunas de las caracteristicas de las

neuronas bioldgicas.
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El comportamiento global de una red determina su capacidad para ensayar
hipdtesis, detectar patrones estadisticos y regularidades o ajustar dindmicamente un
modelo implicito implementado en la misma arquitectura. Este comportamiento va
mas alld de la suma de las potencialidades de las neuronas que la componen. El

resultado es la emergencia de propiedades nuevas que pertenecen al sistema como un
todo [1].

2.3.1. Definiciones basicas de RNA

Aunque ya se ha realizado una descripcion de las RNA, existen diversas definiciones

que pueden ser aclaratorias:

» “Una red neuronal es un procesador distribuido y con estructura paralela que tiene
una tendencia natural a almacenar conocimiento experimental, haciéndolo apto
para su uso. Se parece al cerebro en dos cosas: el conocimiento es adquirido por
la red a través de un proceso de aprendizaje y este conocimiento se almacena en
los pesos sindpticos o conexiones entre neuronas’.

» “Una red neuronal es un modelo computacional con un conjunto de propiedades
especificas, como son la habilidad de adaptarse o aprender, generalizar u
organizar la informacién, todo ello basado en un procesamiento eminentemente
paralelo”.

= “Los sistemas neuronales artificiales o redes neuronales son sistemas celulares
fisicos capaces de adquirir, almacenar y utilizar conocimiento extraido de la

experiencia”.
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2.3.2. Breve perspectiva Historica

Los afos 40 supusieron los primeros inicios de las RNA. Esta época supuso el
comienzo de la busqueda de modelos alternativos a los computadores tradicionales
basados en maquinas de Von Neumann, debido a la incapacidad de éstos de tolerar

fallos, funcionar de manera adaptativa, procesar en paralelo, etc.

Los primeros intentos destacables fueron el de Mc Cullocch y Pitts (1943), que
crearon el primer modelo simple de neurona en base a funciones logicas y ademas
introdujeron la idea de umbral de activacion, y el de Hebb (1949) que propuso una

ley simple de entrenamiento (regla de Hebb).

Potenciado por estas primeras investigaciones, se promovieron gran cantidad de
estudios sobre el tema y surgieron los primeros grandes avances entrando en un
periodo emergente y prometedor. Por un lado Rossemblatt (1959) propuso el
Perceptrén junto con su correspondiente regla de entrenamiento, por otro lado
Widrow y Hoff (1959) propusieron el Adaline con la regla de aprendizaje precursora
del Backpropagation (delta rule) y que posteriormente se comercializé para eliminar
los ecos de las lineas telefonicas. El gran interés por las RNA durante la década de los
60, llevo asociado un estudio mas en profundidad del tema y el descubrimiento de las
limitaciones formales de las redes. La aparicion del estudio Perceptrons de Minsky y
Paper en 1969 puso en evidencia la imposibilidad de las RNA de generalizar un
algoritmo de entrenamiento para las redes multicapa. Este articulo supuso el

comienzo de una época de abandono de esta aplicacion.

El resurgimiento de las RNA lleg6 en la década de los 80, debido basicamente a
la solucién de los problemas planteados anteriormente, al desarrollo de nuevos
algoritmos de entrenamiento y topologias de redes, a los avances técnicos que
permitieron la posibilidad de implementar las RNA en hardware y sobre todo una

importante inversion econdmica en este tipo de investigacion.
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Algunas contribuciones interesantes realizadas a partir de la década de los 80 en
adelante son: la creacion en 1982 de las redes de Hopfield, el desarrollo del algoritmo
Backpropagation en 1986 por Rumelhart, Hinton y William que permite el
entrenamiento de redes multicapas, la aportacion de Kohonen en 1984 de los mapas
auto-organizativos (que se usaron para el reconocimiento de voz, composicion
musical, etc.), los estudios desde el punto de vista mateméatico y biologico de
Grossberg en un gran nimero de articulos y también la creacion de la International
Neural Network Society INNS que ha sido uno de los grandes promotores de las

investigaciones en este campo.
2.3.3. Elementos bésicos de procesado

Estos elementos basicos de procesado son los encargados de realizar las operaciones
de la red neuronal. Se presentaran a continuacion de manera ordenada dichos

elementos constitutivos de las redes.
2.3.3.1. Sistema de patrones entrada-salida

Se llamaré patrén de entrada de una RNA al conjunto de variables independientes de
entrada que se han elegido para representar el sistema que se quiere modelar. En el
caso de tratarse de datos sin evolucion temporal, pertenecen a un instante concreto y

se representan por un vector de dimension R, siendo R el nimero de variables de

entradas independientes. Un sistema de patrones de entradas sera el conjunto de todos
los patrones de entradas que formardn el grupo de datos disponibles para el

entrenamiento, y que serd representado como una matriz de dimension Rxm, siendo

m el niumero de datos.

Del mismo modo, un patrén de salida es el conjunto de variables de respuesta

del sistema a modelar, correspondiente a un patron de entrada. Un patron de salida



54

tiene dimension 5x1 (siendo 5 el nimero de variables de salida independientes que se
quieren obtener) y se define el sistema de patrones de salida (de dimension Sxm,
donde m es el mismo niimero que para las entradas) al conjunto de todos los patrones

de salida disponibles.

Este sistema de patrones entrada-salida se utilizara para el entrenamiento y la
posterior validacion de la red. El objetivo de estas dos fases serd ajustar las funciones
de las RNA de manera que al aplicarlas sobre los patrones de entrada se obtengan

resultados lo mas parecido posible a los patrones de salida §xm.

2.3.3.2. Conexiones y pesos sinapticos

Las conexiones sindpticas son las vias o caminos de comunicaciéon entre los
diferentes elementos de procesado (neuronas) y entre éstos y las entradas/salidas del
sistema. Las conexiones se establecen unicamente entre dos elementos y solo pueden
transmitir informacidon en un sentido. La mayoria de las veces estas conexiones
también procesan la informacion que transmiten de un modo sencillo. Cada conexion

lleva asociado un peso o ponderacion, que en adelante denotaremos con w ;, donde el

indice i corresponde al nimero de neuronas de la que parte la conexidon y j a la que

llega.

Ademas de los pesos propiamente dichos, especificos para las conexiones que
unen las neuronas, existen unos pesos adicionales a considerar llamados sesgos,

umbrales o bias y que representaremos con b,. Estos sesgos estan asociados a unas

conexiones con origen en una unidad ficticia de entrada y la neurona de llegada. La

inclusion de este grado de libertad mejora la convergencia del ajuste de los pesos
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durante el proceso de entrenamiento, ya que evita la restriccion de que la solucion

pase por el origen.
2.3.3.3.  Funciones de activacion

Las neuronas bioldgicas pueden estar excitadas o no excitadas, con lo que poseen
cierto “estado de activacion”. Las neuronas artificiales también tienen grados de
activacion, que pueden limitarse inicamente a dos, como en el caso de las bioldgicas,
o variar entre un rango de valores (normalmente definidos entre [0, 1] o entre [-1, 1]).
Este valor indica el estado de la neurona: inactiva (0 o -1), activa (1), o bien un estado

intermedio entre estos limites que indica su grado de activacion.

Para obtener la salida final de una neurona se debe aplicar a la entrada
ponderada total una funcion de activacion que calcula el valor de salida o estado de

actividad de la neurona.

Las neuronas de la capa de salida suelen utilizar funciones de activacion
identidad (funcion lineal), mientras que para los demas elementos de procesado se
suelen utilizar funciones no lineales. Estas no linealidades pueden ser modeladas con
funciones de tipo escalon, cuya respuesta es mas fiel a la respuesta biologica, o con

sigmoides, cuyo comportamiento matematico es menos hostil.

Aunque existen un gran numero de funciones de activacion diferentes, las de
uso mas comun son las funciones sigmoidales, ya sea en su forma binaria (o
logaritmicas) o en su expresion bipolar (o tangente hiperbdlica). Sus ecuaciones se

muestran a continuacién y sus representaciones graficas se presentan en la figura 2.1.

Sigmoide Binaria: fi{ljﬁ (2.16)
+ e

1 —e Y

Sigmoide Bipolar: féil_}ﬁ
+ g E

(2.17)



56

El parametro ¥ en las ecuaciones 2.16 y 2.17 es siempre positivo y controla la

pendiente de la funcion sigmoidal. Los cambios en esta pendiente influyen de forma
directa en la brusquedad de los cambios a la salida de la neurona: mientras que para

valores pequefios de y la variacion es casi lineal, para valores elevados casi se

obtienen respuestas tipo escalon, con lo que no hay casi valores intermedios entre las
asintotas de saturacion. La diferencia entre las dos funciones sigmoidales es el rango
de variacion de cada una de sus salidas: mientras que la sigmoide binaria estad

comprendida entre [0, 1], la bipolar lo esté entre [-1, 1].

1 e binaria_0.1 e =] ! ——— bipolar_0.1 T
0.8 |— — braria_os’ AR 08 |— — bpowr_os T
— = - e 0B 1- - - - 1 —le
04 {— ° ~bpolar 15 ' ¥
Z 2 02 9" -
e o ‘
|
0.2 /
0.4 ,f —
-0.6 7 . -
-0.8 S
_ = .
8 6 4 -2 0 2 4 6 B 4 6 4 -2 0 2 4 6 8
ENTRADARNA ENTRADARNA

Figura 2.1. Funciones de activacion sigmoidales binarias (izquierda) y bipolar

(derecha). Fuente: [8].

Un requisito que han de cumplir las funciones de activacion para poder aplicar
los algoritmos de entrenamiento tipo Backpropagation, es que sean derivables,

condicion que cumplen todas las funciones de activacion descritas.
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2.3.3.4. Elemento de procesado: neurona

La neurona es el elemento que procesa la informacion en la RNA y juega un papel
fundamental en su funcionamiento. El modo de operacién de las neuronas es el

siguiente:
1. El conjunto de entradas que llegan a la neurona j (p,], sera multiplicado por
cada uno de los pesos (w.), asociados a las conexiones.

2. Se realizard una suma de esta ponderacion de entradas con los pesos, junto

con el valor del sesgo de la neurona (&,).

3.  Una vez obtenida esta suma ponderada, se obtiene la salida final al aplicar

una funcion de activacion propia de la neurona.

La ecuacion que describiria el funcionamiento de los pesos para una neurona

seria:
a., = f(u}_i -p, + H:ff “p, + -+ “"‘-E.Pg 1 ‘,’j:j (218]
ﬂ,‘ = f(Z[wj: ’ P::} T b_}} (2_19)

=1

Siendo p. la entrada procedente de la neurona i, w . el peso que modifica la
entrada procedente de la neurona i y que va hasta la neurona j, b, el sesgo

correspondiente a la neurona actual j v a, la salida de la neurona j actual.

El modo de operacion de una neurona artificial se describe de forma detallada

en la figura 2.2:
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|[ENTRADAS| | PESOS || ACTIVACION | |ACTIVACION| [SALIDA

Figura 2.2. Estructura y funcionamiento de una neurona artificial. Fuente: [8].

2.3.3.5. Asociaciéon de neuronas

Normalmente las neuronas se organizan en distintos niveles de la red neuronal, que
suelen denominarse capas. Estas capas se clasifican seglin su situacion dentro de la

red siguiendo el siguiente criterio:

De entrada: es siempre la primera capa de una RNA, y tiene tantas neuronas
como entradas a la red. Cada neurona tiene una sola entrada que proviene
directamente del exterior y varias salidas a neuronas de capas posteriores. A menudo,
en el recuento de capas de una RNA no se incluye la de entrada, ya que sus neuronas
se limitan a distribuir las entradas externas a las capas posteriores, pero no realizan

ninguna operacion “tipica” de estos elementos de procesado.

Ocultas: Estas neuronas son las que realizan el trabajo y no tienen contacto
directo con las sefiales externas a la red. Las neuronas de estas capas son las que
mejor se ajustan a la definicion de neuronas que se ha hecho en apartados anteriores.
Puede haber varias capas de neuronas ocultas, desde cero hasta un numero elevado.
La primera de las capas ocultas estard conectada con la capa de entrada y la ultima de

estas capas comunicard generalmente con la capa de salida. La forma de
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interconexion entre las distintas capas ocultas junto con el nimero de neuronas en

cada capa determinard la topologia de la red.

De salida: es la capa de neuronas que transmite la informacion generada por la
red al exterior. El numero de neuronas de esta capa sera igual al nimero de salidas de

la RNA.

P 1
4
Ps |
| a
5
' Ps .
CAPA DE CAPA CAPA DE
ENTRADAS|| ENTRADA || OCULTA || SALIDA || SALIDAS

Figura 2.3. Asociacion de neuronas por capas. Fuente: [8].

La figura 2.3 muestra un ejemplo de RNA multicapa con 3 entradas, 2 salidas y
una capa oculta de 4 neuronas. En este caso especifico, cada capa estd totalmente
interconectada con la siguiente, es decir, la salida de una neurona de una capa anterior

llega a la entrada de todas las neuronas de la capa siguiente.

La clasificacion de neuronas en capas en un primer paso para introducir las
diferentes topologias o arquitecturas que se pueden encontrar en las RNA, y que se

describiran a continuacion.
2.3.4. Arquitecturas de RNA

La organizaciéon de las neuronas y el tipo de conexiones que existen entre ellas es lo

que se denomina arquitectura de las RNA. La eleccion de la arquitectura 6ptima para
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cada aplicacion especifica a la que se quiera aplicar las RNA es un tema clave para

encontrar una solucion satisfactoria al problema a tratar.

Un posible esquema de la clasificacion de las RNA en funcion de dichos
parametros aparece en la figura 2.4. Como se puede observar en la figura, los
parametros fundamentales que determinan la arquitectura de la RNA son el nimero
de capas y la conectividad que se establece entre las neuronas. Tanto la nomenclatura
de cada una de las RNA, como las diferentes subdivisiones dentro de estos dos

criterios generales, se trata a continuacion.

CAPAS CONECTIVIDAD
Numero de
ocaps | "Uron | | corCiones | [informacien| conectvided
|hhnncapa|| 1 neurona | [ Hacia delante i [ Estatica || Parcial
I_Iu_lulticapa H 2 neuronas | | Hacia atras I [ Dinamica J [_ Total
: [ toe |
| N neuronas | [ Con retardo [

Figura 2.4. Clasificacion de las RNA. Fuente: [8].
2.3.4.1. Clasificacién segin namero de capas

Existen dos tipos de clasificaciones de las RNA segin su niimero de capas:
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Redes monocapa. Las redes monocapa solo cuentan con una capa de neuronas
de entrada y una de salida, que intercambian sefiales con el exterior y que constituyen
a un tiempo capa oculta y capa de salida del sistema. En las arquitecturas tipicas de
este tipo de red, las neuronas de entrada estan totalmente interconectadas con las de
salida, pero también existen casos donde las conexiones entre las neuronas son mas

complicadas.

Las redes monocapa se utilizan tipicamente en tareas relacionadas con lo que se
conoce como auto-asociacion; por ejemplo, para regenerar informaciones de entradas
incompletas o distorsionadas que se presentan a la red, o para el reconocimiento de
patrones. Por otra parte, los problemas que pueden ser resueltos por una red
monocapa son bastante limitados, teniendo que recurrir en la mayoria de los casos a
las redes multicapa. Ejemplos de redes monocapa son las redes de Hopfield o la

maquina de Boltzmann.

Redes multicapa. Las redes multicapa estan compuestas por al menos una capa

oculta entre la capa de entrada y la de salida de la RNA.

Las redes multicapa pueden resolver problemas mas complicados que las redes
monocapas, a cambio eso si, de tratar con superficies mas complejas y un
entrenamiento mucho mas costoso y con mas dificultadas para evitar minimos
locales. Normalmente la dificultad del problema a resolver va asociado con el tamafio
de las redes multicapa, que estd definido por el numero de capas ocultas y de
neuronas en cada una de ellas. Como ya se ha comentado, para obtener una mejor
generalizacion se tiene que determinar apropiadamente el tamano de las redes a usar

en cada caso.
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2.3.4.2. Clasificacion segun tipo de conexiones

La conectividad entre las neuronas canaliza la informacion de salida de una neurona
como entrada de otra. Se presentan a continuacion los diferentes tipos de conexiones

entre las neuronas en una red neuronal:

= Conexiones hacia delante: el sentido de transmision de la informacion en este
tipo de conexiones se realiza desde neuronas de capas inferiores (mds cercanas
a la capa de entrada) hacia neuronas de capas superiores (mds cercanas a la
salida). También se denominan feedforward.

= Conexiones hacia atras: estas conexiones llevan los datos de las neuronas de
una capa superior, a otras de una inferior. Son también llamadas
feedbackwared.

= Conexiones laterales: son las conexiones que se hacen entre neuronas de una
misma capa. Estas conexiones se disefian como excitadoras, permitiendo la
cooperacion (con peso positivo) o la inhibicion (con peso negativo) entre
neuronas, lo que establece una competicion entre neuronas de la misma capa.

= Conexiones con retardo: los elementos de retardo se incorporan en las
conexiones para implementar modelos dinamicos temporales (redes dinamicas).
Se almacenan los datos antiguos para después procesarlos junto con la
informacion actual.

= Conexiones auto-recurrentes: la salida de una neurona se conecta con su

propia entrada.

Dependiendo del tipo de conexiones entre las neuronas, se establece la siguiente

clasificacion de arquitecturas:

Redes con conexiones hacia delante (feedforward). En este tipo de redes las
sefales neuronales se propagan siempre hacia delante a través de las capas de la red.

No existen conexiones hacia atrds y normalmente tampoco auto-recurrentes ni
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laterales. Ejemplos de redes feedforward son: Perceptron multicapa o red de

funciones de base radial.

Este tipo de redes tiene la ventaja de que la respuesta de la red es rapida y que

ademas admiten algoritmos de entrenamiento del tipo Backpropagation.

Redes recurrentes. En este tipo de redes, la informacion circula tanto hacia
delante (feedforward) como hacia atras (feedbackward), por medio de conexiones que
comunican con neuronas de capas anteriores. Las redes recurrentes estan
especialmente indicadas para los casos en los que la dindmica del proceso es
importante, es decir, cuando los patrones de entrada-salidas son secuencias
temporales de datos. A diferencia de las anteriores, la obtencion de las respuestas es

mas lenta y su entrenamiento es mas complicado y largo.

Algunos ejemplos de redes neuronales recurrentes son: Perceptron multicapa
recurrente, red de retardos temporales, red de Hopfield, mapa auto-organizativo de

Kohonem, redes Elman, etc.
2.3.4.3. Clasificacion segun tipo de informacion

La tultima clasificacion que se ha considerado es la del tipo de informacion que

reciben las redes y se presenta a continuacion:

Redes estaticas. El tipo de informacion que manejan las redes estaticas tiene
caracter estacionario, es decir, el valor de la salida solo depende del valor de las

entradas en el mismo momento en el que ésta se produce.

Estas redes se pueden caracterizar estructuralmente por la inexistencia de bucles
de realimentacion y de elementos de retardo entre los distintos elementos de proceso
que las forman. Normalmente van asociadas a las redes con conexiones hacia delante

(feedforward).
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Redes dinamicas. La informacion que se maneja en este tipo de redes incluye
la variable tiempo, es decir, la salida depende de las variables de entrada en el

momento actual y de los valores de entrada y/o salida en momentos anteriores.

Estas redes suelen asociarse al tipo de redes recurrentes explicadas con
anterioridad. Para incluir la variable tiempo, se pude incorporar en la red retardos
temporales o conexiones de tipo feedbackward entre las capas de neuronas. El
entrenamiento para las redes dindmicas puede plantear problemas de convergencia y

estabilidad, y los resultados que generan son en general de dificil analisis.
2.3.5. Entrenamiento de RNA

Como se ha ido explicando en los apartados anteriores, los datos de entrada de la
RNA se procesan mediante un conjunto de operaciones internas, que proporcionan
una salida de la red. Las secciones anteriores se han centrado en caracterizar las redes
desde el punto de vista de estructura y funcionamiento matematico interno. Desde el
punto de vista de la aplicacion de las RNA a un problema especifico, existen dos
fases: la fase de entrenamiento o aprendizaje y la fase de testeo o de prueba. En la
fase de entrenamiento, se usa un conjunto de datos o patrones de entrenamiento para
determinar las caracteristicas que definen el modelo neuronal. Una vez entrenado este
modelo, se pasa a la llamada fase de testeo, en la que se procesan nuevos patrones no
presentados a la RNA hasta el momento y se analizan la capacidad de generalizacion

de la misma.

Puesto que la topologia de la red y las funciones de activacion son
caracteristicas fijas de la RNA, los cambios que se producen durante el proceso de
entrenamiento se reducen a la modificacion de los pesos asociados a las conexiones
entre las neuronas. Existen distintos tipos de criterios para modificar los pesos de las
RNA, que se pueden agrupar en dos estrategias generales de aprendizaje:

entrenamiento supervisado y no supervisado, y que se detallan a continuacion:
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2.3.5.1. Entrenamiento no supervisado

Tal y como se puede ver en la figura 2.5, en el entrenamiento no supervisado el
conjunto de datos de entrenamiento solo estd formado por los datos de entrada y no se
dispone de los datos de salida de estos patrones. Se suele decir que la red es entrenada
sin maestro, ya que ésta no recibe ninguna informacion del exterior que le indique si
la respuesta generada es o no correcta. Las redes que usan este tipo de entrenamiento

también se denominan auto-organizativas.

La red aprende a adaptarse basandose en las experiencias recogidas de los
patrones de entrenamiento vistos con anterioridad, encontrando regularidades,
correlaciones o categorias entre estos. En definitiva, la red modifica los pesos de
forma que los vectores de entrada mas similares sean asignados a la misma unidad de
salida (o cluster), en lo que se conoce como mapeo de caracteristicas. De ello se
deduce que la aplicacion fundamental de este tipo de entrenamiento es la clasificacion
o identificaciéon de patrones de entrada. Ejemplos de redes con este tipo de

entrenamiento son los mapas auto-organizativos de Kohonen.

Las principales clases de entrenamientos no supervisados son el aprendizaje de

Hebb y el aprendizaje competitivo y cooperativo.
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Figura 2.5. Diagrama de flujo de entrenamiento no supervisado. Fuente: [8].
2.3.5.2. Entrenamiento supervisado

A diferencia del caso anterior, y tal y como se muestra en la figura 2.6, para este tipo
de aprendizaje se dispone de unos patrones de entrenamiento compuestos por un
conjunto de pares de elementos entrada-salida. En este caso, el proceso de
aprendizaje se realiza mediante un entrenamiento controlado por un agente externo
(supervisor, maestro) que determina la respuesta que deberia generar la red a partir de
una entrada determinada. En cada iteracion, el supervisor comprueba la salida de la
red y en el caso de que ésta no coincida con la deseada, se procede a modificar los
pesos de las conexiones con el fin de conseguir que la salida obtenida se aproxime

mas a la deseada.

La red realizara varias iteraciones modificando los pesos de sus conexiones
hasta alcanzar la condiciéon de paro del entrenamiento, dejando a partir de estos
momentos los pesos fijos. Estos pesos formaran el modelo de RNA que se usara en la

fase de testeo que se ha comentado anteriormente.
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Dentro de esta clasificacidon también existen diferentes formas de

implementacion:

Entrenamiento por refuerzo. Se aplica en casos en los que no se conoce 0 no
se desea indicar exactamente las salidas deseadas para los patrones de entrada. Se
basa en técnicas de premio-castigo, ya que se generan sefiales de refuerzo o
inhibicion mediante mecanismos de probabilidades que valorardn la respuesta

obtenida con valores positivos (+1, premio) o con valores negativos (-1, castigo).

PATRONES DE ENTRENAMIENTO
ENTRADAS SALIDAS
T " m
<
N
RED =]
S £
<

i
g - | | GORITMO DE

Modificacidn de pesos APRENDIZAJE

Figura 2.6. Diagrama de flujo de entrenamiento supervisado. Fuente: [8].

Entrenamiento estocéastico. Se aplican cambios aleatorios en los valores de los
pesos de las conexiones de la red y se evalua su efecto en funcion de la salida deseada
y de unas funciones de probabilidad. Para ello se define la funcién de energia, que
representa el grado de estabilidad de la red, de maneta que el estado de minima
energia corresponda con el funcionamiento que mas se ajusta al deseado. Si los
cambios aleatorios realizados disminuyen la energia, el cambio se acepta y en caso
contrario se aplican los cambios segun una distribucion de probabilidades. Un

ejemplo de RNA que utiliza este tipo de entrenamiento es la maquina de Boltzmann.
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Entrenamiento por correccion de error. Consiste en ajustar los pesos de las
conexiones de la red en funcion de la diferencia entre los valores deseados y los

obtenidos en la salida de la red, con el objetivo de minimizar esta diferencia.

Dentro del tipo de entrenamiento por correccion del error existe una gran
variedad de algoritmos utilizados para las RNA, normalmente asociados a la tipologia
concreta de red utilizada. Por ejemplo, la regla de entrenamiento del perceptron
utiliza el ajuste de pesos presentados en la ecuacion 2.20. Esta regla, formulada por
Rossemblatt en 1948, fue una de las primeras reglas implementadas en las redes, pero
como se puede observar en 2.20, sdlo es aplicable a redes de una sola capa.

ﬂ“:{: =g a:llr}r: - ﬂ;:} (2'20)

Donde Aw . es la variacion del peso que va de la neurona i hastala j, p esel
factor de aprendizaje que es mayor que cero, a, s la salida de la neurona ii, v, v, es el

valor deseado de la salida jj y a; a,es el valor que obtiene la red para la salida jj.

Posteriormente surgieron algoritmos mas evolucionados, que proporcionaban
un entrenamiento mas rapido y un campo de aplicacion mas amplio. Un ejemplo es la
regla de aprendizaje Delta o regla del minimo cuadrado, que a diferencia de la regla
anterior considera todas las neuronas anteriores a la salida, con lo que se dispone del

error de la red global, que se distribuye después entre las conexiones predecesoras.

A raiz de la regla Delta, surgio la regla Delta generalizada, mas conocida como
algoritmo de Backpropagation, que permite aplicar la regla delta a redes multicapa ya
que actualiza los pesos de las neuronas de las capas ocultas. Este algoritmo ha dotado
a las RNA de un extenso campo de aplicacion y es ampliamente utilizado actualmente

en las aplicaciones con RNA [8].
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2.3.6. Perceptrén multicapa

El perceptron multicapa es una generalizacion del perceptron simple, surgié como
consecuencia de las limitaciones de dicha arquitectura en lo referente al problema de
la separabilidad lineal. Como se ha discutido, Minsky y Papert mostraron en 1969 que
la combinacion de varios perceptrones simples —inclusion de neuronas ocultas- podia
resultar una solucion adecuada para tratar ciertos problemas no lineales. Sin embargo,
los autores no presentaron una solucion al problema de como adaptar los pesos de la
capa de entrada a la capa oculta, pues la regla de aprendizaje del perceptron simple no
puede aplicarse en este escenario. No obstante, la idea de combinar varios
perceptrones sirvio de base para estudios posteriores realizados por Rumelhart,
Hinton y Williams en 1986. Estos autores presentaron una manera de retropropagar
los errores medidos en la salida de la red hacia neuronas ocultas, dando lugar a la
llamada regla delta generalizada, que no es mas que una generalizacion de la regla

delta.

Se ha demostrado que un perceptron multicapa es capaz de aproximar cualquier
funcion continua sobre un compacto R", con al menos una capa oculta de neuronas.
La habilidad del perceptron multicapa para aprender a partir de un conjunto de
ejemplos, aproximar relaciones no lineales, filtrar ruido en los datos, etc. Hace que
sea un modelo adecuado para abordar problemas reales, sin que esto indique que sean
los mejores aproximadores universales. Cada una de las clases de aproximadores
tiene sus propias caracteristicas; se conocen ciertas condiciones bajo las cuales un
método es preferible a otro, pero en ningln caso se puede decir que un método sea
absolutamente el mejor. Seran las condiciones practicas de cada problema las que

determinen la eleccion de un aproximador u otro.
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Dentro del marco de las redes neuronales, el perceptron multicapa es en la
actualidad una de las arquitectura mas utilizadas en la resolucion de problemas. Esto
es debido, fundamentalmente, a su capacidad como aproximador universal, como se
comentd anteriormente, asi como a su facil uso y aplicabilidad. Estas redes han sido
aplicadas con ¢éxito para la resolucion de problemas en una gran variedad de areas
diferentes, como reconocimiento de habla, reconocimiento de caracteres Opticos,
reconocimiento de caracteres escritos, modelizacion de sistemas dinamicos,

conduccion de vehiculos, diagnosticos médicos, prediccion de series temporales, etc.

Es necesario sefalar, sin embargo, que aunque sea una de las redes mas
conocidas y utilizadas, esto no implica que sea una de las mas potentes y con mejores
resultados en las diferentes areas de aplicacion. De hecho, el perceptron multicapa
posee también una serie de limitaciones, como el largo de proceso de aprendizaje
para problemas complejos dependientes de un gran nimero de variables; la dificultad
en ocasiones de codificar problemas reales mediante valores numéricos; la dificultad
para realizar un andlisis tedrico de la red debido a la presencia de componentes no
lineales y a la alta conectividad. Por otra parte, es necesario sefialar que el proceso de
aprendizaje de la red busca en un espacio amplio de funciones, una posible funcion
que relacione las variables de entrada y salida al problema, lo cual puede complicar

su aprendizaje y reducir su efectividad en determinadas aplicaciones.
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2.3.6.1. Arquitectura del perceptron multicapa

La arquitectura del perceptron multicapa se caracteriza porque tiene sus neuronas
agrupadas en capas de diferentes niveles. Cada una de las capas estd formada por un
conjunto de neuronas y se distinguen tres tipos de capas diferentes: la capa de

entrada, las capas ocultas y la capa de salida, como se observa en la figura 2.7.

ny ns: ni Tt ng

Capa de Capa de

Capas ocultas )
entrada salida

Figura 2.7. Arquitectura del perceptron multicapa. Fuente: Propia.

Las neuronas de la capa de entrada no actian como neuronas propiamente
dichas, sino que se encargan unicamente de recibir las sefiales o patrones procedentes
del exterior y propagar dichas sefiales a todas las neuronas de la siguiente capa. La
ultima capa actua como salida de la red, proporcionando al exterior la respuesta de la
red para cada uno de los patrones de entrada. Las neuronas de las capas ocultas

realizan un procesamiento no lineal de los patrones recibidos.
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Como se observa en la figura 2.7, las conexiones del perceptron multicapa
siempre estan dirigidas hacia delante, es decir, las neuronas de una capa se conectan
con las neuronas de la siguiente capa, de ahi que reciban también el nombre de redes
alimentadas hacia delante o redes “feedforward”. Las conexiones entre las neuronas
llevan asociado un nimero real, llamado peso de la conexion. Todas las neuronas de
la red llevan también asociado un umbral, que en el caso del perceptron multicapa
suele tratarse como una conexion mas a la neurona, cuya entrada es constante e igual

al.
2.3.6.2. Propagacion de los patrones de entrada

El perceptron multicapa define una relacion entre las variables de entrada y las
variables de salida de la red. Esta relacion se obtiene propagando hacia delante los
valores de las variables de entrada. Para ello, cada neurona de la red procesa la
informacion recibida por sus entradas y produce una respuesta o activacion que se
propaga, a través de las conexiones correspondientes, hacia las neuronas de la

siguiente capa.

Sea un perceptron multicapa con C capas -C — 2 capas ocultas- y n; neuronas

en la capa C, para ¢ = 1,2,..., C. Sea W* = (w;) la matriz de pesos asociada a las
conexiones de la capa calacapac+ 1 parac=1,2,...,C—1, donde w, representa el
peso de la conexién i de la capa € a la neurona j de la capac + 1;y sea U = (w;) el
vector de umbrales de las neuronas de la capa ¢ para ¢ = 2, ..., C. se denota a; a la

activacion de la neurona i de la capa C; estas activaciones se calculan del modo:

= Activacion de las neuronas de la capa de entrada (a}). Las neuronas de la capa

de entrada se encargan de transmitir hacia la red las sefiales recibidas del

exterior.
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al =x. parai=12,..,n, (2.21)

Donde ¥ = (x,,x,, ..., x,,) representa el vector o patron de entrada a la red.
» Activacion de las neuronas de la capa oculta (= ). Las neuronas ocultas de la
red procesan la informacidn recibida aplicando la funcion de activacion f a la

suma de los productos de las activaciones que recibe por sus correspondientes

pesos, es decir:

Donde a“~?* son las activaciones de las neuronas de la capa ¢ — 1.

= Activacion de las neuronas de capa de salida (af). Al igual que en el caso

anterior, la activacion de estas neuronas viene dada por la funcidon de

activacion f aplicada a la suma de los productos de las entradas que recibe por

sus correspondientes pesos:

-
y:=a; =f Z witai Tt +uf |parai=12,..,n, (2.23)
.‘.-II:1 f
Donde ¥ = (y,,v,, ..., v,,.) €s el vector de salida de la red.

La funcion f es la llamada funcion de activacion. Para el perceptron multicapa,
las funciones de activacion mas utilizadas son la funcion sigmoidal y la funcion
hiperbolica. Dichas funciones poseen como imagen un rango continuo de valores

dentro de los intervalos [0, 1] y [-1, 1], respectivamente, y vienen dadas por las

siguientes expresiones:
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1
Funcion Sigmoidal: f,(x) = PR (2.24)
+e

: . 1—e™™
Funcion tangente hiperbolica: f,(x) = I3e—
- T e

(2.25)
Ambas son funciones crecientes con dos niveles de saturacion: el maximo, que

proporciona salida 1, y el minimo, salida 0 para la funciéon sigmoidal, y salida -1 para

la tangente hiperbolica [5].
2.3.6.3. Algoritmo Backpropagation (Retropropagacion)

El algoritmo Backpropagation es uno de los mas avanzados dentro de la clasificacion
de aprendizaje por correccion del error de los algoritmos supervisados, y su
implementacion supuso un gran impulso dentro del campo de las redes neuronales.
Fue introducido simultineamente por Rumelhart, Hinton y Williams en 1986 y su

implementacién estandar es una generalizacion de la regla de aprendizaje Delta.

El nombre Backpropagation o de retropropagacion del error proviene de la
forma que tiene de propagar hacia atras el error, desde la capa de salida a la de
entrada, modificando los pesos de las capas intermedias y permitiendo asi su

aplicacion en modelos de redes neuronales de dos o mas capas ocultas.

El nombre se utiliza normalmente para el tipo de entrenamiento, pero por
extension muchos autores denominan Backpropagation no solo al método de
aprendizaje, sino también a la arquitectura de RNA que utiliza ese tipo de

entrenamiento.
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2.3.6.4. Desarrollo matematico del algoritmo

Tanto para desarrollo como para la demostracion matematica del algoritmo
partiremos del esquema presentado en la figura 2.8. La nomenclatura que aparece en

la figura corresponde a las siguientes definiciones:

p. : patron de entrada para la neurona de la capa de entrada

R:numero de entradas de la red neuronal

w " : peso de la conexion que va de la neurona j a la neurona i de la capa k
@: nimero de neuronas de la capa oculta k

NF:neurona de la capa k

a)’: valor de la salida obtenido para la neurona j de la capa k

S5:numero de salidas de la red neuronal

v, patrén de salida de la neurona h de la capa de salida

Jf: pardmetro de retropropagacion de la neurona j de la capa k

Ademas, aunque no aparecen en la figura, se empleard durante la

demostracion posterior la siguiente nomenclatura:

m: nimero de patrones de entrada-salida disponibles

f.: funcion de activacion de la neurona j
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Figura 2.8. Esquema simplificado del algoritmo Backpropagation. Fuente: [8].

Para hacer mas sencilla la demostracion matematica, se va a realizar un

conjunto de simplificaciones previas que se presentan a continuacion:
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El conjunto de patrones de entrenamiento, formados por m pares de valores
entrada-salida, se considera compuesto por un solo patrén durante la
demostracion, para después generalizar a un nimero mayor de patrones. Por
lo tanto, se asume inicialmente m = 1.

El sesgo b no se ha incluido en la demostracion, ya que al considerarse
asociado a una entrada igual a la unidad, se ha incorporado dentro del

conjunto de pesos w;.

Las funciones de activacion de las neuronas se asume como derivables.

A lo largo de la demostracion, la notacion de capa de neuronas anterior a la
actual, es decir la capa entre ésta y la de entrada, se ha denotado con (k-1). De
igual manera, la capa posterior (k+1), se empleara para referirse a la capa mas

cercana a la actual y entre ésta y la de salida.

La representacion matematica de la salida de una neurona cualquiera |

perteneciente a una capa Kk, a la que le llegan conexiones de Q neuronas de la capa

anterior k — 1 se corresponde con la siguiente ecuacion:

La funcién objetivo a minimizar durante el entrenamiento sera una funcion de

coste Ery cominmente se toma el error cuadratico medio (MSE) de las salidas de la

red neuronal:

bl

5
=) Gale) - @)’ (227)

2=1h=1

Puesto que en este caso m = 1, la ecuacion 2.27 se simplifica:
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La solucion adoptada para minimizar la funcién de coste (Et) es la de descenso
por gradiente. Los pesos se modificaran de forma proporcional a la variacion relativa
del error que se obtiene respecto al peso correspondiente:

Aw)r = — N 2.29
5 (2:29)

Siendo g el factor o tasa de aprendizaje (donde p es mayor que cero), que

regula la velocidad con la que se modifica los pesos en el proceso de convergencia a
la solucidén deseada. Como se vera en la demostracion que se presenta a continuacion,
a partir de la aplicacioén de esta ecuacion llegaremos a los siguientes resultados para

una neurona cualquiera j de una capa oculta k:
Awk = p- §F-af? (2:30)

En la definicion de la ecuacion 2.30, el parametro de retropropagacion & es

diferente segun se trate de una neurona de una capa oculta o de la salida. Para
cualquier neurona de la capa de salida u (donde k seria ¢l indice de la capa inferior, k

=U - 1) se obtendria:
0p = fn-(rn —ai) (2.31)

Para una neurona de la capa oculta k (donde u seria el indice de la capa superior

con S neuronas, U =Kk + 1), se obtendria:
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6k = f-) &% -wk (2.32)

De las ecuaciones anteriores se desprende que existe un parametro & ‘ para cada
una de las neuronas, de manera que para cualquier capa oculta de la red k, depende de
todos los pesos de las neuronas de la capa superior u (seria k + 1 si hubiera mas de
una capa oculta) relacionadas con la neurona actual j y con sus respectivos valores de
g1, asi como con la derivada de su respectiva funcién de activacion f_,. Esta es una
formula recurrente, por lo que para obtenerla, se debe empezar por calcular el ;' de

la ultima capa hasta la primera.

Analizando las dos ecuaciones anteriores, donde aparece la derivada de la

funcion de activacion (f ), se entiende el requisito del algoritmo Backpropagation de

que las funciones de activaciéon asociadas a las neuronas sean derivables. El
desarrollo matematico necesario para llegar a las ecuaciones 2.31 y 2.32 se describe a

continuacion.

La demostracion del algoritmo Backpropagation se realizard para el caso
presentado en la figura 2.8, donde la red tiene una capa de entrada 1, una unica capa
oculta k y una capa de salida u, aunque las conclusiones son aplicables a redes con

mas capas ocultas.

Para empezar a iterar, se asigna unos valores iniciales a todos los pesos de las
neuronas de la RNA y se calculan las salidas predichas por la RNA. A partir de ahi,
se aplica el método de la optimizacion de descenso por gradiente a la funcidn objetivo

E entre las salidas predichas y las esperadas. La aplicacion directa de este método
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permitira calcular la modificacion de los pesos w, entre las neuronas j de la tltima

capa oculta K y las neuronas h de la capa de salida wu:

a AE. 2a* 9n da* n
\ uo gLy CopOa, dmn, P . pwy R YR
Aw, . = —p_——=—p_——— — =—pl—i}y, —a, - ——{2.33}
Mo gw " dal an, w} ThOER TR gmy awE Y
= hj iy R [ 3] h k)
Puesto que:
dal
u h_ ¢
ap = fh(”h}_‘a_ = fa (2.34)
Ty
Q
u { . anﬁ :{ .
n, = ) (wy;-a;) > —— = aq; (2.35)
= 4 4 a“1h-|l # .

Se concluye que para la capa de salida u, la modificacion de los pesos se realiza

segun la ecuacion:

awy; =p(ra—a3) fy-af =p 63 af (2:36)

Dada la naturaleza recurrente del algoritmo, una vez se ha demostrado la
actualizacion para los pesos de las neuronas de la capa de salida, se puede pasar ahora
a demostrar la actualizacién de los pesos de las neuronas en una capa oculta.
Siguiendo con el ejemplo de la figura 2.8, se va a realizar la demostracion para los
pesos entre la capa oculta K (con neuronas de indice j) y otra capa 1 (con neuronas de
indice i), que para este caso especifico es la de entrada, aunque podria ser otra capa
oculta anterior en caso de que hubiera mas de una capa oculta. Para las neuronas de la

capa u posterior a la actual, se utilizara el indice h, como se muestra en la figura 2.8.
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Ak dE; dE; daF on; dE; £ (237)
wk=—p——=_—p—"L. . =—p—1T.f -qal ]
’ ow’ da¥ on; awk da;
5 5
e (eE) L (OB da} om\ .,
: '\E da; J .'\Eﬂah ong da; j -
5
k u anh i 1 :
Awi =p Z &, 'ﬁ f; o a (2.39)
h=1 ]

El ultimo paso se justifica a partir del punto anterior de la demostracion para las

neuronas de la ultima capa, donde se veia que:

) . .. 9E;dat
R [.""h_a&}'fhz _aﬂﬁﬁn

(2.40)

Por ello y sabiendo que:

vy 9 .
n, = Z(w:,. "a;) =T = Wh; (2.41)
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Sabiendo que la capa 1 es la anterior a la capa K (es decir k — 1 = 1), la
expresion 2.42 concluye la demostracion. Si generalizamos para m patrones, la

actualizacion de los pesos se deberia hacer seglin la siguiente ecuacion:

m

Awf =p Z 6 (p)-af(p) (2.43)

=1

2.3.6.5. Método del gradiente

El método del gradiente fue introducido por Cauchy alrededor de 1847. Se basa en
una aproximacion lineal de la funciéon a minimizar, actualizando la variable a
modificar (en este caso los pesos de la RNA) en direccion contraria al gradiente, tal y

como se muestra en la ecuacion 2.45:

E;(w+ Aw) ¥ Ex(w) + Aw - VE(w) (2.44)
Aw= —p-VE (w)p=>0 (2.45)

La aplicacion de este método junto con la aplicacion de la regla de la cadena
para propagar hacia las capas iniciales la informacion del error entre los valores de la
red y los previstos por el entrenamiento, es lo que constituye el algoritmo estandar de

Backpropagation.

El factor de aprendizaje p permite controlar el grado de modificacion de los

pesos en el algoritmo de entrenamiento. Ademas, la eleccion de este factor influye
tanto en la rapidez como en la eficiencia del propio entrenamiento. Por una parte con
un factor grande de aprendizaje se podria obtener mayor rapidez en la optimizacion,
pero a su vez también se observaria mayor tendencia a las oscilaciones en la
superficie del error que se intenta minimizar. Por otra parte, con un factor pequeio, la

convergencia a un minimo seria mas lenta, pero disminuiria la posibilidad de pasar
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por alto un minimo en el error. Dependiendo también del factor de aprendizaje se
puede tener mas o menos €xito para evitar el estancamiento del algoritmo en minimos

locales.

Los algoritmos de descenso por gradiente presentan la gran ventaja de ser
simples y faciles de implementar, aunque en algunos casos sus tiempos de
convergencias pueden ser muy altos. Para intentar salvar estos inconvenientes

también han surgido diversas implementaciones dentro de este tipo de optimizacion.
2.3.6.6. Aprendizaje con momentum

Para evitar posibles oscilaciones bruscas sobre la superficie del error, se puede

introducir en la actualizacion de los pesos el término del momentum (e), que incluye

una dependencia con la actualizacion anterior de los pesos, a modo de inercia. De este
modo se consigue que la red no se actualice s6lo en funcion del gradiente local, sino
que tenga en cuenta las tendencias mdas recientes en las superficies del error. La
inclusion del momentum actua de forma similar a un filtro de paso-bajo, ya que evita
los pequefios cambios en la superficie del error y disminuye las posibilidades de caer

en un minimo local.

La ecuacién con la que se actualizan los pesos al incluir el término de

momentum es la siguiente:

":"'W;:e.v-l = P ?ET {:“I:CE:'} Ta Iﬂu‘:.‘f" 'ET:P D ﬂ <a=1 {246)

Siendo Aw la modificacion del peso en la iteracion siguiente, p el factor

irgr+1

de aprendizaje, E;(w,,,,.) el error de la red correspondiente a los pesos de la iteracion

actual, & el factor o importancia de momentum que controlara la influencia del
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término de inercia (que debe estar entre cero y uno) y Aw,._. es la modificacion del

peso correspondiente a la iteracion actual [8].
2.3.7. Redes de neuronas de base radial

Las redes de neuronas de base radial son redes multicapa con conexiones hacia
adelante, al igual que el perceptrén multicapa. Las redes de base radial se caracterizan
porque estan formadas por una unica capa oculta y cada neurona de esta capa posee
un caracter local, en el sentido de que cada neurona oculta de la red se activa en una
region diferente del espacio de patrones de entrada. Este caracter local viene dado por
el uso de las llamadas funciones de base radial, generalmente la funcién gausiana,
como funciones de activacion. Las neuronas de la capa de salida de las redes de base
radial simplemente realizan una combinacion lineal de las activaciones de las

neuronas ocultas.

La mayor contribucion a la teoria, disefio y aplicaciones de las redes de
neuronas de base radial se debe a Moody y Darken, Renals y a Poggio y Girossi. Uno
de los objetivos iniciales de los autores era construir una red de neuronas que
requiriese un menor tiempo de aprendizaje que el que necesita el perceptron
multicapa y, de este modo, disponer de una red de neuronas que pudiera ser apropiada
para aplicaciones a tiempo real. Esto se consiguid incorporando funciones de
activacion locales en las neuronas ocultas de la red, lo cual permitia que solo unas
pocas neuronas ocultas tuvieran que ser procesadas para nuevos patrones de entrada.
Al igual que el perceptrén multicapa, las redes de neuronas de base radial son
aproximadores universales, en el sentido de que pueden aproximar cualquier funcion

continua sobre un compacto de R".

Las funciones de base radial definen hiperesferas o hiperelipses que dividen el
espacio de entrada. Por tanto, cada neurona oculta de la red de base radial construye

una aproximacion local y no lineal en una determinada region de dicho espacio.
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Puesto que la salida de la red es combinacion lineal de las funciones de base radial,
las aproximaciones que construyen las redes de base radial son combinaciones
lineales de multiples funciones locales y no lineales. De este modo, se suele decir que
las redes de base radial aproximan relaciones complejas mediante una coleccion de
aproximaciones locales menos complejas, dividiendo el problema en varios sub
problemas menos complejos. Esto hace que las aproximaciones construidas por las
redes de base radial sean de naturaleza diferente a las aproximaciones globales y
basadas en hiperplanos que construye el perceptron multicapa, sin embargo, cada una
de estas clases de aproximaciones —redes de base radial y perceptron multicapa- tiene

sus propias caracteristicas.

Las redes de neuronas de base radial han sido aplicadas a una gran variedad de
problemas, aunque es necesario sefialar que su aplicacién no ha sido tan extendida
como el caso del perceptron multicapa, sin embargo, se han utilizado en diferentes
campos, como analisis de series temporales, procesamiento de imagenes, diagnosticos

médicos, reconocimiento automatico del habla, etc.

2.3.7.1. Arquitectura de las redes de base radial

Las redes de neuronas de base radial estan formadas por tres capas de neuronas: la
capa de entrada, una Unica capa oculta y la capa de salida, como se muestra en la

figura 2.9. La capa de entrada la componen un conjunto de neuronas que reciben las
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sefales del exterior, transmitiéndolas a la siguiente capa sin realizar ningin proceso
sobre dichas sefiales. Las neuronas de la capa oculta reciben las sefales de la capa de
entrada y realizan una transformacion local y no lineal sobre dichas sefiales. Este
caracter local es lo que las diferencia del perceptréon multicapa, no solo en cuanto a
arquitectura, sino también en cuanto a comportamiento. Esta capa es la tnica que
incluye componentes no lineales en las redes de base radial. Y, finalmente, la capa de
salida que realiza una combinacion lineal de las activaciones de las neuronas ocultas,

que actiia ademas como salida de la red.

Las redes de neuronas de base radial son redes con conexiones hacia delante,
como se observa en la figura 2.9, y estas conexiones se dirigen siempre de una capa a
la siguiente capa. La red se caracteriza porque las conexiones de la capa de entrada a
la capa oculta no llevan asociado ningtin peso, mientras que, y como es habitual, en el
contexto de redes de neuronas, las conexiones de la capa oculta a la capa de salida si
llevan asociado un nimero real o peso de la conexion. En lo referente a los umbrales
de las neuronas, en las redes de base radial inicamente las neuronas de salida poseen
un umbral, que también se suele tratar al igual que en el perceptrén multicapa como

una conexioén mas de la neurona cuya entrada es constante e igual a 1.
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Capa de Capa Capa de

entrada oculta salida

Figura 2.9. Arquitectura de la red de neuronas de base radial. Fuente: Propia.

Las redes de neuronas de base radial definen una relacion no lineal entre las
variables de entradas y las variables de salida de la red, propagando hacia las salidas

las sefiales o muestras recibidas en la entrada.
2.3.7.2. Activacion de las neuronas de la red de base radial

Dada una red de neuronas de base radial con p neuronas en la capa de entrada m
neuronas en la capa oculta y r neuronas en la capa de salida, las activaciones de las

neuronas de salida para el patrén de entrada n, X(n) = (x4(n), x5(n),.., x,(n)),

denotadas como y, (), vienen dadas por la siguiente expresion:

Vi (n) =Zw:kﬂ:{n)+ u,parak=12,..,7r (2.47)
=1
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Donde w, representa el peso de la conexion de la neurona oculta i a la neurona
de salida k, u, es el umbral de la neurona de salida k, @_(n) son las activaciones de
las neuronas ocultas para el patron de entrada X (n). Se observa en la ecuacion 2.46

que las neuronas de salida de la red utilizan la funcidon de activacion identidad,
realizando una transformacion lineal de las activaciones de todas las neuronas

ocultas.

Las funciones @, también conocidas como funciones de base radial, determinan

las activaciones de las neuronas ocultas de la red en funcidn del vector de entrada a la

red X (n) y vienen dadas por la siguiente expresion:

1X(n) - C|

0,(n)=0 a

parai=172,..,m (2.48)

Donde @ es una funcion de base radial; €, = (C,4,....C,, ) son vectores que
representan los centros de la funcion de base radial; d. son numeros reales que
representan la desviacion, anchura o dilatacion de la funcion de base radial; y || |l es

la distancia euclidiana del vector de entrada X () al centro C,, definida como:

1 'In
v A2

e — el = 3 _C:’J:) (2.49)

g

Por lo tanto, la activacion de una neurona oculta en las redes de base radial

depende de la distancia del patron de entrada X' (n) al centro €, de la funcion de base

radial. Estas funciones bases @ poseen un caracter local, pues son funciones que
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alcanzan un nivel cercano al maximo de su recorrido cuando el patrén de entrada

X (n) esta proximo al centro de la neurona; a medida que el patrén se aleja del centro,

el valor de funcion va tendiendo al valor minimo de su recorrido, como se puede

apreciar en la ecuacion 2.48.

La funcion de base radia @ puede adoptar diferentes formas y expresiones

(ecuacion 2.48), entre ellas:

* Funcion gausiana:

{—

0(r)=e' 2 (2.50)

=  Funcidn inversa cuadratica:

. 1 _
o(r) = _ (2.51)

=  Funcidn inversa multicuadratica:

o(r) = 1%, (2.52)

En el contexto de redes de neuronas de base radial, la mas utilizada es la
funcion gausiana. Por tanto, la activacion de las neuronas ocultas de las redes de base

radial viene dada, generalmente, por la siguiente expresion:

X(nl—c 2

O(r) = E‘.‘t'p_ L =exp i parai=12,..,m (2.53)
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Las salidas de las redes de neuronas de base radial (ecuacion 2.47) son, por
tanto, una combinacion lineal de gausianas, cada una de las cuales se activa para una

determinada porcion del espacio definido por los patrones de entrada.
2.3.7.3. Caracter local de las redes de base radial

Las funciones de base radial @ se caracterizan porque poseen un nivel maximo de

activacion para valores de entrada cercanos a cero y dicho nivel decrece a medida que

la variable de entrada se aleja de dicho punto.

En la ecuacion 2.53 se observa que la activacion de la neurona oculta i en una

red de base radial viene dada por la funcién gausiana de centro €. y desviacion d..
Por tanto, si el patron de entrada a la red X (n) estd en la vecindad del centro C,, la
neurona oculta I alcanzara un valor alto de activacion. A medida que el patréon X (n)

se aleja del centro dependiendo de la desviacion la activacion de la neurona

disminuye, y puede activarse otra neurona oculta de la red.

Por esta razon, se dice que las redes de neuronas de base radial son redes con
caracter local, ya que, dado un patrén de entrada a la red, solo aquellas neuronas
ocultas cuyos centros estén en la vecindad de dicho patron se van a activar; el resto de
las neuronas ocultas permaneceran inactivas o con un menor nivel de activacion. Esto
no sucede cuando se utiliza funciones de activaciones sigmoidales, como en el caso
del perceptron multicapa, pues estas se activan en todo un rango de valores. Esto hace
que, aunque ambas arquitecturas sean redes multicapa con conexiones hacia adelante,
cada una de ellas posee sus propias caracteristicas, asi como sus ventajas e

inconvenientes.



91

2.3.7.4. Aprendizaje de las redes de base radial

El proceso de aprendizaje implica la determinacion de todos los parametros que
intervienen en la red de base radial. Estos son: los centros y las desviaciones de las
neuronas ocultas y los pesos de la capa oculta a la capa de salida, asi como los

umbrales de las neuronas de salida.

Debido a que las capas de neuronas en una red de base radial realizan tareas
diferentes, es razonable separar el proceso de optimizacion de los pardmetros de la
capa oculta y los de la capa de salida mediante la utilizacion de diferentes técnicas.
Asi, para los parametros de la capa oculta —centros y desviaciones- el proceso de
aprendizaje debe estar guiado por una optimizacién en el espacio de patrones de
entrada, pues cada una de las neuronas oculta de la red de base radial va a representar
una zona diferente del espacio de entrada, sin embargo, para los pardmetros de la
capa de salida la optimizacion se debe realizar en base a la salida que se desea
obtener o salidas deseadas, ya que las redes de base radial se utilizan para aproximar
relaciones entre el conjunto de variables de entrada y salida que definen el problema.
Por tanto, uno de los mecanismos mas usados para el aprendizaje de las redes de base
radial es el llamado método hibrido, que combina dos fases: Una fase no supervisada
para la determinacion de los centros y otra supervisada para la determinacion de los

pesos y umbrales.
2.3.7.4.1. Método de aprendizaje hibrido

El método hibrido realiza el aprendizaje de las redes de base radial en dos fases:
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= Fase no supervisada: determinaciéon de los centros y amplitudes de las
neuronas de la capa oculta.

= Fase supervisada: determinacion de pesos y umbrales de la capa de salida.

El proceso de optimizacion en cada una de las fases se formula con un objetivo

diferente y las técnicas para su resolucion seran también, por tanto, diferentes.
Fase no supervisada

Puesto que las neuronas ocultas de las redes de base radial se caracterizan porque
representan zonas diferentes del espacio de patrones de entrada, los centros y las
desviaciones de las funciones de base radial deben ser determinados con este
objetivo, es decir, con el objetivo de clasificar el espacio de entrada en diferentes
clases. El representante de cada clase serd el centro de la funcion de base radial y la

desviacion vendra dada por la amplitud de cada clase.
= Determinacion de los centros: algoritmos de K-medias

Los centros de las funciones de base radial se determinan mediante un algoritmo de
clasificacion no supervisada que permita dividir el espacio de patrones de entradas en
clases. El nimero de clases es el numero de neuronas ocultas en la red de base radial.
El método mas utilizado es el algoritmo de K-medias, aunque es necesario destacar
que cualquier algoritmo de clasificacion no supervisado podria ser utilizado, como,

por ejemplo los mapas auto-organizados Kohonen.

El algoritmo K-medias es un algoritmo de clasificacion no supervisado
mediante el cual el espacio de patrones de entrada se divide en Kk clases o regiones. El

representante de cada una de estas clases, , sera el centro de la neurona oculta I.

Dichos centros se determinan con el objetivo de minimizar las distancias euclidianas

entre los patrones de entrada y el centro més cercano, es decir:
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4 i
T T
* ~

I=) ) M.lx(n)—Cl (2.54)
i=lmn=1
Donde N es el nimero de patrones, || || es la distancia euclidiana, X (=) es el

patron de entrada ny M, es la funcion de pertenencia, que vale 1 si el centro C, es el

mas cercano al patrén X (n), y cero en otro caso, es decir:

M 1 sil|lx(n)—-C.|l <
FLs . N
A0 en otro caso

Ih’[n) - Csll"ﬂ" 5= .'.'..S = 1,2. .u..ﬂ- (2'55)

Dado K el namero de clases, {l’(rl]=(.‘a‘l(n}.t':{n}.-----’l’p[”]}},:l -
conjunto de patrones de entrada y {C, = (¢,4.¢., ....f:p}__i . los centros de las
clases, los pasos para la aplicacion del algoritmo son los siguientes:

Paso 1: Se inicializan los centros de las K clases. Pueden inicializarse a K
patrones aleatorios del conjunto de patrones disponibles, o bien puede realizarse
aleatoriamente, en cuyo caso es conveniente que se inicialicen dentro del rango de

valores de los patrones de entrada.

Paso 2: Se asignan N; patrones de entrada a cada clase i del siguiente modo: el
patron X(n) pertenece a las clase i si
|x(n) = Cll < |lX(n)—Cll¥s=is=12,.,K. Por tanto, cada clase tendra
asociado un determinado numero de patrones de entrada, aquellos mas cercanos al

centro de la clase.

Paso 3: Se calcula la nueva posicion de los centros de las clases como la media

de todos los patrones que pertenecen a su clase, es decir:
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¢, = *,ZM:,!x;(n}pm-aj =12, ...p, i=12,...K (2.56)

N,
‘n=1
Paso 4: Se repiten los pasos 2 y 3 hasta que las nuevas posiciones de los centros

no se modifiquen respecto a su posicion anterior, es decir, hasta que:

fiy

Siendo = un niimero real positivo proximo a cero que marca la finalizacion del

algoritmo.

El algoritmo de K-medias es un método facil de implementar y usar; suele ser
un algoritmo bastante eficiente en problemas de clasificacion, pues converge en pocas
iteraciones hacia un minimo de la funcion J dada por la ecuacion 2.54, aunque podria

tratarse de un minimo local.

Uno de los inconvenientes o desventajas que se puede atribuir al algoritmo K-
medias es su dependencia de los valores iniciales asignados a cada centro, lo cual
hace que en muchas ocasiones, y siempre dependiendo del problema, se obtengan

soluciones locales.
= Determinacion de las amplitudes

Una vez determinados los centros de las funciones de base radial, las amplitudes o
desviaciones de dichas funciones deben calcularse de manera que cada neurona oculta
se active en una region del espacio entrada y de manera que el solapamiento de las
zonas de activacion de una neurona a otra sea lo mas ligero posible, para suavizar asi

la interpolacion.
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Las amplitudes de cada funcién de base radial se pueden determinar usando
heuristicas, las cuales permiten que el solapamiento entre las neuronas ocultas sea lo

mas suave posible. Se puede utilizar diferentes heuristicas, como, por ejemplo:

* Media uniforme de las distancias euclideas del centro €, a los p centros mas

cercanos:
1
d; =;Z|€:_cp|l (2.58)

* Otra opcion bastante eficiente es determinar la amplitud de la funcién de base
radial como la media geométrica de la distancia del centro a sus dos vecinos

mas cercanos:

d, =+llc, - c.llic,—c.l (2.59)

Siendo €, y €, los dos centros mas cercanos al centro C..

Fase supervisada

En esta fase se calculan los pesos y umbrales de las neuronas de salida de la red. En
este caso, el objetivo es minimizar las diferencias entre las salidas de la red y las
salidas deseadas. Por tanto, el proceso de aprendizaje esta guiado por la minimizacion

de una funcién error computada en la salida de la red:

¥
1 :
E= 5 e(n) (2.60)

n=1

Donde N es el numero de patrones o muestras y () es el error cometido por la

red para el patron X (n), que viene dado generalmente por:
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r

o) =5 ) (s(m) =)’ (2.61)

k=1

Siendo ¥(n) = (v,(n), ...y, (n))v S(n) = (s5,(n), ...,s.(n)) los vectores de

salida de la red y salida deseada para el patron de entrada X (), respectivamente.

=  Minimos cuadrados

Para resolver este problema de optimizacion se suele utilizar una técnica basada en la
correccion del error. En la ecuacion 2.47 se observa que las salidas de la red de base
radial dependen linealmente de los pesos y umbrales, por lo que un método bastante
simple y eficiente es el algoritmo de los minimos cuadrados. De este modo, los pesos
y umbrales de la red se determinan mediante un proceso iterativo gobernado por la

siguiente ley:

de(n)
wiln)=w,(n—1)—a, aw (2.62)
_ _ de(n) _
& =uUgln—1)— 2.63
0 ) = = 1)~ 2 (2.63)
parak=12,...,ryparai=1,..,m

Donde e(n) es el error dado por la ecuacion 2.61 y e, es la razén o tasa de

aprendizaje.

Teniendo en cuenta la expresion del error (ecuacion 2.61) y que el peso w, y

el umbral u, unicamente afectan a la neurona de salida k, se obtiene que:
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de(n) 9y (n)

dw, = —(5x(n) — ¥, (n) dw,, (2.64)
de(n) v

u, = —(sx(n) — ¥ () u, (2.65)

Derivando la salida y, (n) de la red de base radial dada en la ecuacion 2.47

respecto a los pesos y umbrales, se obtiene que:

= 0,(n) (2.66)

Donde @, (n) es la activacion de la neurona oculta i para el patron de entrada

X(n),y

de(n)
" _
du,

K

(2.67)
Por tanto, las leyes dadas por las ecuaciones 2.62 y 2.63 para adaptar los pesos

y umbrales de la capa de salida de la red de base radial se pueden escribir de la

siguiente forma:

w,(n)=w,(n—-1) +a, (sk(n:} - _‘v.'k{n}}@i[n] (2.68)
u(n)=u,(n— 1)+ a,(s.(n) — 1,_(11)) (2.69)

parak=12,..,ryparai=1,..,m
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Cuando se calculan los pesos mediante la ley de aprendizaje dada por las
ecuaciones 2.68 y 2.69, la convergencia es bastante rapida, consiguiendo una solucioén

en un nimero pequefio de iteraciones o ciclos de aprendizaje.
2.3.8. Redes de base radial frente a perceptron multicapa

Las redes de base radial y el perceptrén multicapa son dos tipos de redes de neuronas
no lineales que poseen sus neuronas agrupadas en capas y las conexiones estan
dirigidas hacia adelante -redes feedforward-. Ambas redes son ademas
aproximaciones universales, pues se ha demostrado que pueden aproximar cualquier

funcidn continua.

Estos dos tipos de redes presentan también algunas diferencias, como el nimero
de capas ocultas —una Unica capa en el caso de las redes de base radial y tantas capas
como se desee en el caso del perceptron multicapa -en las redes de base radial las
conexiones de la capa de entrada a la oculta no llevan pesos asociados- y, por
ejemplo, también la linealidad en la capa de salida, la cual no es imprescindible para

el caso del perceptron multicapa.

Sin embargo, la principal diferencia entre las redes de base radial y el
perceptron multicapa radica en la funcion de activacion de las neuronas ocultas de la
red. Las primeras utilizan funciones de base radial, las cuales hacen que las neuronas
ocultas de la red posean un caracter local, activindose cada neurona en una
determinada region del espacio entrada. Por otro lado, el perceptron multicapa emplea

funciones de activacion sigmoidales, que se activen en todo el espacio de entrada.

El uso de diferentes funciones de activacion con las propiedades anteriormente
mencionadas, hace que cada una de estas arquitecturas, perceptron multicapa y redes

de base radial, tenga sus propias caracteristicas, las cuales se analizan a continuacion:
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El perceptron multicapa construye aproximaciones globales: debido al uso
de funciones de activacion sigmoidal, el perceptron multicapa construye relaciones
globales entre los datos de entrada y salida disponibles. Esto hace que el aprendizaje
de la red sea lento, pues el cambio en un solo peso de la red provoca cambios en la
salida para todos los patrones de entrada presentados anteriormente, reduciéndose asi
el efecto de previos ciclos de aprendizaje y retrasando la convergencia del algoritmo

de aprendizaje.

Las redes de base radial construyen aproximaciones locales: cada neurona
oculta de la red de base radial se especializa en una determinada regién del espacio de
entrada y construyen una aproximacién local de dicha region. Por tanto, la relacion
que definen las redes de base radial entre los datos de entrada y salida es una suma de
funciones no lineales y locales para diferentes regiones del espacio de entrada. A
diferencia de cuando se construyen aproximaciones globales, la construccion de
aproximaciones locales permite que el aprendizaje sea mas rapido, ya que el cambio
en un solo peso de la red afecta tinicamente a la neurona oculta asociada a dicho peso
y, por tanto, a un determinado grupo de patrones de entrada, los pertenecientes a la

clase que representa la neurona oculta en cuestion.

Debido al caracter local, el aprendizaje de estas redes es, generalmente, menos
sensible al orden de presentacion de los patrones que en el caso del perceptron

multicapa.

En muchos casos, sin embargo, ocurre que para poder construir una
aproximacion mediante la suma de aproximaciones locales se requiere un alto nimero
de neuronas ocultas, lo cual podria influir negativamente en la capacidad de

generalizacion de las redes de base radial.

Finalmente, debe senalarse que el nimero de neuronas ocultas de la red puede

aumentar exponencialmente con la dimension del espacio de entrada. Por tanto, para
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aplicaciones que requieren un alto ntimero de variables de entrada, las redes de base

radial podrian no ser las mas adecuadas [5].



CAPITULO 3

FASE DE ANALISIS

3.1. Requerimientos

La definiciéon de los requerimientos es un paso fundamental para comprender de
manera clara las necesidades del proyecto que se desea elaborar. En la fase de andlisis
estos requisitos se refinan, para obtener una descripcion de los mismos que sea facil
de mantener y que nos ayude a estructurar el sistema entero, incluyendo su

arquitectura.

En este caso, se desea desarrollar una aplicacion basada en técnicas de redes
neuronales artificiales, para el reconocimiento facial, que sea capaz de memorizar un
conjunto de rostros de individuos, donde cada uno dispondrda de un numero
determinado de imégenes en diferentes perspectivas. También se debe permitir
escoger entre dos formas de funcionamiento, es decir, que pueda realizar la tarea de
identificacion o verificacion de individuos. Sin embargo, existen ciertos aspectos que
se deben tomar en cuenta, tal como el formato y la resolucion de las imagenes

faciales basadas en niveles de gris.

Partiendo de lo expuesto y luego de analizar el problema, a continuacién se

describen los siguientes requerimientos necesarios para la realizacion del proyecto:

3.1.1. Requisitos funcionales

Describen lo que debe realizar el software.

= Seleccionar las imagenes de los rostros basadas en niveles de gris.
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Cargar las memorias almacenadas, si existen.
Configurar los parametros de las redes neuronales artificiales.

Entrenar las redes neuronales artificiales con las imagenes de los rostros

seleccionados.

Mostrar el resultado del entrenamiento y el tiempo empleado por cada red

para lograr el aprendizaje.

Memorizar el entrenamiento obtenido o actualizar la memoria, si ya
existe, en caso de obtener un mejor resultado para los rostros

seleccionados.

Reconocer (identificar o verificar) los rostros seleccionados, mostrando el
porcentaje de acierto presentado por cada red, y el porcentaje de acierto

general.

Configurar el nimero de sujetos y el nimero de caras por sujeto.

3.1.2. Requisitos no funcionales

Describen las cualidades generales que ha de tener el software al realizar su funcion.

La aplicacion debe ser realizada bajo plataforma de software libre
basandose en el decreto presidencial 3.390, con el objeto de permitir que
el codigo fuente pueda ser modificado sin restricciones legales ademas de
reducir el costo de desarrollo.

La estructura y disefio de la aplicacion deben adaptarse facilmente a

cualquier cambio o mejora en la misma.
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= La aplicacion debe poseer una interfaz amigable y de facil acceso y

manejo.

= La aplicacion debe ser multiplataforma.

3.1.3. Requisitos de software

Describen los requerimientos minimos de software que debe cumplir el computador

para poder soportar y/o ejecutar la aplicacion.

= Sistema Operativo Windows XP (o posterior).
= JRE 1.6 (Java Runtime Environment) como maquina virtual y plataforma

de ejecucion.

3.1.4. Requisitos de hardware

Describen los requerimientos minimos de hardware que debe cumplir el computador

para poder soportar y/o ejecutar la aplicacion.

=  Procesador Intel Pentium IV de 2.0 GHz (o posterior).
= 512 MB de memoria principal.

= 10 GB de disco duro.

=  Monitor de 15 (o superior).

3.2. ldentificacion y descripcién de riesgos

De manera general y sencilla el riesgo se puede definir como la contingencia o

proximidad de un dafio. Al efectuar el tratamiento de los riesgos, con el fin de
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minimizar los posibles dafios, es necesario analizar y conocer los factores de riesgo
para reducir sus efectos mediante la realizacion de las acciones pertinentes. Por lo
tanto para identificar los riesgos se deben estudiar las incertidumbres, que equivalen a
las probabilidades de que suceda un hecho desfavorable que impida la finalizacion

exitosa del proyecto.

La identificacion de los riesgos ayuda a los desarrolladores a planificar e
implementar anticipadamente respuestas apropiadas a los problemas que puedan

surgir en el proyecto.

El resultado de de la identificacion de riesgos para desarrollar la aplicacion para
el reconocimiento facial mediante redes neuronales artificiales, es una lista que

contiene los riesgos que se han determinado y su prioridad correspondiente.
Entre los riesgos identificados se encuentran los siguientes:

1. Reducir las imagenes faciales
» Descripcion: Fallos en la técnica seleccionada para la reduccion de las
imagenes de los rostros, en cuanto a la obtencion de las caracteristicas
principales, asi como fallos en la recuperacion de las imagenes

reducidas a su estado original.
» Prioridad: critico.
= Responsabilidad: de los desarrolladores del software.

» Contingencia: asegurar la efectividad de la técnica, de entre las existentes,
para la reduccién de imagenes basadas en niveles de gris, antes de

seleccionarla para aplicarla al problema.
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Convergencia de las redes neuronales artificiales

» Descripcion: imposibilidad de las redes neuronales artificiales para
encontrar la condicion que les permita finalizar su entrenamiento, lo que

resultaria en fallos al momento de identificar o reconocer sujetos.
* Prioridad: critico.
= Responsabilidad: de los desarrolladores del software.

» Contingencia: establecer los estados iniciales adecuados para obtener un
comportamiento apropiado por parte de las redes neuronales en el
momento del entrenamiento, permitiendo alcanzar la convergencia

esperada.
Manejo de la Aplicacion

» Descripcion: interfaz poco amigable que dificulte la interaccion con el

usuario, en cuanto al uso y manejo de la aplicacion.
» Prioridad: secundario.
= Responsabilidad: de los desarrolladores del software.

» Contingencia: toma de precauciones en el disefo de la interfaz y elaborar
un manual de usuario en donde se describa el manejo y uso de la

aplicacion.
Hardware

» Descripcion: fallo en los requerimientos minimos de hardware para

obtener una ejecucion apropiada de la aplicacion.
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= Prioridad: secundario.

» Responsabilidad: de la Jefatura del Departamento de Computacion y

Sistemas y del desarrollador del software.

= Contingencia: disponer con anticipacion del equipo necesario para la

ejecucion de la aplicacion.

3.3. Modelo de dominio

El modelo de dominio involucra a todos los objetos que tienen una correspondencia
directa en el area de la aplicacion, se representa en clases conceptuales del dominio
del problema, recordando que una clase describe un grupo de objetos con estructura y

comportamiento comun.

El propésito principal del modelo de dominio es formar una base comun de
entendimiento del desarrollo y no definir el sistema completo, en otras palabras se
trata de realizar un modelo del entorno del software, y no del software. Esto ultimo se
realiza dentro de otro componente del proceso que se mostrara mas adelante. A
continuacion se presentan las clases seleccionadas para representar el modelo de

dominio:

= Sujeto: representa los sujetos cuyas caras conformaran el total de las
disponibles para realizar el proceso de aprendizaje o de reconocimiento.

» Medios de Captura: representa los medios necesarios para obtener las
imagenes que seran utilizadas para el procesamiento y posterior

aprendizaje o reconocimiento.

» Procesamiento de Imagenes: contiene los procesos requeridos para el

tratamiento de las imagenes capturadas.
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= PCA: contiene los algoritmos necesarios para la reduccion de las
imagenes de los rostros, manteniendo sus componentes principales,
comprende las representaciones de las imagenes de las caras humanas

seleccionadas para el aprendizaje o para el reconocimiento.

= Aprender: contiene todos los procesos necesarios para indicarle a las
redes neuronales que deben iniciar el aprendizaje, suministrandoles los

rostros seleccionados y los datos necesarios para tal fin.

= Reconocer: contiene todos los procesos necesarios para indicarle a las
redes neuronales artificiales, que deben realizar la tarea de identificacion

o verificacion de los rostros seleccionados.

= Redes Neuronales: representa las redes neuronales artificiales, esta clase
contiene todos los procesos necesarios para realizar el aprendizaje, que

permita efectuar un posterior reconocimiento de sujetos.

» Resultados: contiene los resultados obtenidos del aprendizaje o del

reconocimiento obtenido.

El modelo de dominio de la aplicacion para el reconocimiento facial mediante
redes neuronales artificiales, se muestra en la figura 3.1. En ¢l se puede observar que
inicialmente las imagenes de los sujetos que han sido capturadas son procesadas para
extraer sus caracteristicas principales. Luego de determinar el proceso a realizar, es
decir, si se va a ejecutar una operacion para aprender o para reconocer sujetos, se
entrenaran las redes neuronales artificiales o se les solicitard un reconocimiento, para

después mostrar los resultados generados.
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Figura 3.1. Modelo de dominio de la aplicacion. Fuente: Propia.
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3.4. Casos de uso

Una aplicacion tiene diversas formas de utilizacion, cada una de ellas se conoce como
caso de uso, es decir, los casos de uso son fragmentos de funcionalidad que la
aplicacion ofrece para aportar un resultado de valor para sus actores. Entendiéndose
por actor, una agrupacioén uniforme de personas, sistemas o maquinas que interactuan

con la aplicacion que se esta construyendo.

Cada tipo de usuario de la aplicacion se representa mediante un actor que define
un rol de utilizacion de la misma. Por lo tanto, antes de avanzar con los casos de uso,
es necesario identificar todos los tipos de usuarios diferentes que tiene la aplicacion.

Los actores modelan el entorno de la aplicacion, y los casos de uso la especifican.

3.4.1. ldentificacién de los actores

Para identificar los actores, se deben determinar las entidades externas que
interactuan con el software, en este caso luego de realizar un analisis se reconocieron

cuatro (4) actores, los cuales se describen a continuacion:

» Usuario: representa a cualquier persona que desee utilizar la aplicacion.
Se encarga de crear o seleccionar una memoria, ya sea para utilizarla,
sobre escribirla, o eliminarla. También seleccionan las caras de los
sujetos para el aprendizaje o para el reconocimiento. El usuario de igual
forma, puede determinar los parametros para el aprendizaje de las redes
neuronales artificiales y si asi lo desea, puede modificar la configuracion
de la aplicacion, en cuanto al nimero disponible de sujetos y de caras por
sujeto.

» Imagenes de seleccion: representa los archivos de las caras de los sujetos
que son visibles al usuario, para que éste pueda seleccionar las caras que
indicaran las imagenes de los rostros que se utilizaran para el aprendizaje

o0 para el reconocimiento.
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» Imagenes de entrada: representa los archivos de las caras de los sujetos
que no son visibles al usuario y que se utilizaran para el aprendizaje o
para el reconocimiento. En cualquiera de los dos casos este actor
interactua con la aplicacion al cargarse todas las imagenes seleccionadas
por el usuario, y asi formar los vectores a los que se les extraerd sus
componentes principales, para su posterior uso en el proceso de
aprendizaje o reconocimiento.

= Memorias: representa un archivo digital que contiene resultados
generados por aprendizajes anteriores, es decir, en el archivo memorias
se encuentran los valores de los pesos de las redes neuronales, los
parametros de entrenamiento, los vectores que representan las imagenes
reducidas, de acuerdo a los sujetos seleccionados para ese entrenamiento,
entre otros. Interactiia con la aplicacion cada vez que se inicia, ya que
se cargan las memorias, también cuando se elimina o se genera una

nueva como resultado de un aprendizaje.
3.4.2. ldentificacién de los casos de uso

Luego de haber identificado a los actores de la aplicacion, se establece la
funcionalidad propia de la aplicacion por medio de los casos de uso. Cada caso de uso
constituye un flujo completo de eventos que especifican la interaccion que toma lugar
entre el actor y la aplicacion. Al realizar un andlisis de los requerimientos y de las
funcionalidades de los actores, se identificaron dos (2) flujos o procesos principales,

estos son, aprender y reconocer.

El proceso aprender consta de los siguientes sub procesos: cargar imagenes para
seleccion, cargar memorias (contiene aprendizajes anteriores); elegir opciones de
memoria (en la que se puede crear una memoria nueva o seleccionar una existente, ya
sea para optimizarla, cargar el entrenamiento que posee o eliminarla); seleccionar

rostros para entrenamiento, modificar parametros de aprendizaje (que contiene ajustar
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parametros MLP y ajustar parametros RBF) para adaptar los valores iniciales de las
redes neuronales de acuerdo con los rostros seleccionados para el entrenamiento;
aplicar PCA (este sub proceso carga las imagenes que se utilizaran para la obtencion
de los vectores que representaran rostros reducidos, también se encarga de obtener
las salidas esperadas de los patrones de entrenamiento); obtener entrenamiento (que
hace uso de las redes neuronales Funcién de Base Radial y Perceptron Multicapa);
guardar memoria (guarda una memoria nueva o actualiza una existente en caso de que

se obtengan mejores resultados).

El proceso reconocer consta de sub procesos como: cargar imagenes para
seleccion, seleccionar rostros para reconocer, cargar rostros reducidos de PCA (no es
necesario reducir las imagenes de los rostros nuevamente, debido a que todas las
reducciones se llevaron a cabo en el proceso aprender); y por ultimo obtener
reconocimiento (hace llamados a las redes Perceptron Multicapa y Funcion de Base

Radial) para obtener los resultados de la identificacion o verificacion.

También se identificd un proceso secundario, denominado configurar, en éste el
usuario puede conocer la ubicacion de las imagenes de los rostros utilizadas para la
seleccion y de las imdgenes de entrada, igualmente se puede cambiar el numero de

sujetos y el nimero de caras por sujeto disponibles para la aplicacion.

En la figura 3.2 se muestra el modelo de casos de uso, con los procesos y sub

procesos identificados.
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Figura 3.2. Diagrama de casos de uso. Fuente: Propia.



113

3.4.3. Casos de uso detallados

Los casos de uso para la aplicacion reconocedora de rostros se describen a

continuacion en las tablas 3.1, 3.2 y 3.3:

Tabla 3.1. Caso de uso aprender. (1/2)

Actor principal

Usuario

Actor secundario

Imégenes de seleccion, Imagenes de entrada, Memorias.

Descripcion

Describe el proceso de aprendizaje de las caras de los sujetos

seleccionados por el usuario. Una vez reducidas las caras, se

inicia el aprendizaje de las redes neuronales y luego de esto, se

guarda el resultado en una memoria.

Flujo principal

1.

Cargar las imagenes de los sujetos para que puedan
seleccionarse.

Cargar las memorias de aprendizajes anteriores.

Elegir si se quiere crear una memoria nueva o utilizar
una existente.

Determinar las caras de los sujetos a utilizar para el
aprendizaje.

Modificar los parametros de las redes neuronales, para
un mejor rendimiento.

Reducir las caras seleccionadas aplicando el analisis de
componentes principales.

Entrenar las redes neuronales artificiales, Perceptron
Multicapa y Funcion de Base Radial, con los sujetos

seleccionados.

Fuente: Propia.
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Tabla 3.1. Caso de uso aprender.(2/2)

Guardar la memoria generada, ya sea, actualizando la
memoria seleccionada, en el caso de hallar mejores
resultados, o almacenando los datos de la memoria

creada.

Fuente: Propia.

Tabla 3.2. Caso de uso reconocer.

Actor principal

Usuario

Actor secundario

Imégenes de seleccion, Imagenes de entrada.

Descripcion

Describe el proceso de reconocimiento, que realizaran las redes

neuronales artificiales, de las caras de los sujetos seleccionados

para tal fin.

Flujo principal

1.

Cargar las imagenes de los sujetos para que puedan
seleccionarse en el reconocimiento.

Seleccionar las caras de los sujetos que se deseen
reconocer.

Cargar los rostros reducidos de los sujetos
seleccionados, no es necesario extraer de nuevo las
caracteristicas principales, ya que esto se realiz6 en la
etapa de aprendizaje.

Enviarle a cada una de las redes neuronales las caras de
los sujetos a reconocer, para que puedan determinar si

saben quienes son estos sujetos o no.

Fuente: Propia.
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Tabla 3.3. Caso de uso configurar.

Actor principal

Usuario

Actor secundario

No tiene.

Descripcion

Describe el proceso de configuracion de la aplicacion.

Flujo principal

1.

El usuario podra conocer la ubicacion y el nombre de las
carpetas que contienen las imagenes de los sujetos que
se utilizaran para la seleccion y de los que se emplearan

para el entrenamiento o para el reconocimiento.

Informar al usuario a cerca de la resolucion que deben

tener las imagenes de las caras de los sujetos.

Si el usuario lo desea puede cambiar el nimero de

sujetos y/o el nimero de caras por sujeto.

Finalmente si el usuario decide realizar cambios debera

guardarlos presionando en el boton configurar.

Fuente: Propia.

3.5. Diagrama de clases de analisis

Este diagrama se puede considerar como una estructura de clasificadores (clases de

analisis) y relaciones entre ellas. Las clases de andlisis se utilizan para realizar una

descripcion abstracta de la realizacion de los casos de uso del modelo de casos de

uso.

Para la realizacion del diagrama de clases de analisis es necesario conocer en

cual de los estereotipos basicos encajan cada una de las clases que lo conforman, para

poder representarlas, estas pueden ser: de interfaz, de control, o entidad. En general,
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se desea asignar la funcionalidad global del caso de uso, correspondiente a lo
especificado para la aplicacion, a las clases de control. Esta funcionalidad depende y
afecta al resto de las clases dentro del caso de uso. Por otro lado, las clases interfaz y

entidad deben contener funcionalidad local, limitando su efecto en las demas clases.

3.5.1. Diagrama de clases de analisis para caso de uso de la aplicacion

Partiendo de los casos de uso mostrados anteriormente y luego de analizar las
interacciones entre éstos y los actores, y de las operaciones necesarias para lograr la
funcionalidad 6ptima de la aplicacion, se identificaron tres (3) procesos, los cuales

son iniciados por el actor “Usuario”.

»= Aprender: primero el usuario interactia con la clase de interfaz “IU
Aprender”, en la que podrd seleccionar las caras de los sujetos, realizar
operaciones con las memorias, o modificar los pardmetros de aprendizaje de
las redes neuronales para luego entrenarlas. Luego se encuentra la clase de
control “Gestor Aprender”, que se encarga de administrar todos los
procedimientos necesarios para indicarles a las otras clases el momento en
el que deben realizar sus funciones, asi mismo controla las caras de los
sujetos que se le estan mostrando al usuario. La clase “Gestor Cargar
Memorias” como su nombre lo indica, lleva a cabo todos los procesos
necesarios para cargar las memorias, de un archivo, generadas
anteriormente. También se encuentra la clase de control “Gestor
Memorias”, que transforma todos los datos cargados a un formato adecuado
a las solicitudes a las que debe responder. La clase de control “Aplicar
Algoritmo PCA” recibe los indicadores de las caras de los sujetos
seleccionados por el usuario, para luego cargar las imagenes de entrada y
seguidamente extraerles sus caracteristicas principales. Las clases de control
“Aplicar Algoritmo MLP” y “Aplicar Algoritmo RBF” se encargan de

implementar las redes neuronales artificiales Perceptron Multicapa y
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Funcion de Base Radial, estas redes son las que van a entrenarse con las
caras de los sujetos seleccionados. Al final de este proceso se encuentra la
clase de control, “Gestor Guardar Memoria”, que tiene por tarea almacenar
la memoria con todos los datos que la conforman. En el proceso aprender,
se encuentran también las clases de entidad “Imégenes de Entrada”,
“Imagenes de Seleccion” y “Memorias”.

Reconocer: en este proceso al igual que en el anterior, el usuario interactia
con la clase de interfaz “IU Reconocer” para elegir lo sujetos y las caras
correspondientes para identificarlos o para verificarlos, para luego realizar
el reconocimiento. También se encuentra la clase de control “Gestor
Reconocer”, que controla todo lo necesario para llevar a cabo el
reconocimiento, cargando y administrando las imagenes de seleccion,
permitiéndole a el usuario escoger los sujetos para el reconocimiento, una
vez seleccionados los sujetos, esta clase se encarga de cargar los vectores
que contienen dichas imdagenes reducidas por el PCA, para luego
enviarselos a las redes neuronales artificiales y asi, efectuar el
reconocimiento. Las clases de control “Aplicar Algoritmo MLP” y “Aplicar
Algoritmo RBF” contienen las redes neuronales Perceptron Multicapa y
Funcién de Base Radial, para efectuar el reconocimiento respectivo. Con
este proceso se comunican la clase de entidad “Imagenes de Seleccion” para

que el usuario pueda elegir las caras de los sujetos a reconocer.

Configurar: en este proceso el usuario puede configurar datos de la
aplicacién como, niimero de sujetos y numero de caras por sujeto, y puede
informarse acerca de la resolucion en la que deben estar las imagenes en
caso de querer agregar otras. Esto se muestra en la clase de interfaz “IU
Configurar” y de todos los procedimientos para llevar a cabo la

configuracion se encarga la clase de control “Gestor Configurar”. La clase
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de control “Gestor Almacenar Configuracion” se encarga de guardar los
cambios, comunicdndose con la clase de entidad “Memorias”, que es donde

se almacenan dichos datos.

Todos los procesos descritos anteriormente se muestran en la figura 3.3.

>

OO0 =

:Aplicar :Aplicar Aplicar :Gestor
oritmo  Algoritmo  Algoritmo~ Guardar
MLP RBF Memoria

:IU Aprender Gestor
Aprender

M
ARV,

:IU Reconocer ‘Gestor

Memorias

Usuario Reconocer  Algoritmo

MLP

Imdgenes

U Configurar “Gestor Gestor de Seleccion
Configurar ~ Almacenar
Configuracion

Figura 3.3. Diagrama de clases de andlisis. Fuente: Propia.
3.6. Diagrama de actividades

Los diagramas de actividades representan una serie de acciones. Una accion consiste
en asignar un valor a un atributo, crear o destruir un objeto, efectuar una operacion,

enviar una sefial a otro objeto o a uno mismo, etc. La finalidad de estos diagramas es
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modelar los aspectos dinamicos de la aplicacion, para especificar los procesos del

software.

3.6.1. Actividad gestion aprender

Esta actividad se encarga del aprendizaje de las caras de sujetos, ya sea para
optimizar los datos de una memoria seleccionada, o para crear una nueva. Inicia con
la seleccion de las opciones de memoria, si se crea una nueva entonces se deben
seleccionar las caras de los sujetos para el aprendizaje, para luego obtener los
vectores que representan los rostros reducidos al aplicar el algoritmo PCA, y asi
poder entrenar las redes neuronales con los algoritmos MLP (perceptron multicapa) y
RBF (funcion de base radial), para después guardar la memoria obtenida. En caso de
seleccionar una memoria para actualizarla, no es necesario aplicar el algoritmo PCA,
debido a que la memoria ya contiene los rostros reducidos, pero si se realiza el
entrenamiento de las redes neuronales artificiales, haciendo uso de los algoritmos
correspondientes, MLP y RBF, si los datos obtenidos resultan ser mejores que los que
contiene actualmente la memoria (esto es, si alguna de las redes neuronales obtuvo un
mejor entrenamiento, para ese mismo patréon de entrada), entonces se actualizaran
solo los datos Optimos, en caso contrario la memoria queda igual. El diagrama que

contiene todo lo mencionado se muestra en la figura 3.4.
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memoria
Evaluar
opciones de
memoria
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B AN
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los datos é6ptimos ™1 memoria
Guardar nuevos
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>®)

J
|
J
J
J

Figura 3.4. Diagrama de actividades: Gestion aprender. Fuente: Propia.
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3.6.2. Actividad gestion reconocer

Realiza el reconocimiento de las caras de los sujetos elegidos. Inicia con la seleccion
de las caras de los sujetos, seguido de la obtencion de los vectores de entrada, que se
encuentran en PCA y que representan las caras seleccionadas, para luego aplicar los
algoritmos que implementan las redes neuronales artificiales MLP y RBF. En la

figura 3.5, se muestra el diagrama de actividades de la gestion reconocer.

Seleccionar
caras de
sujetos

l

Obtener rostros
reducidos de
PCA

l

Aplicar
algoritmo
MLP

l

Aplicar
algoritmo
RBF

Figura 3.5. Diagrama de actividades: Gestion reconocer. Fuente: Propia.
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3.7.  ldentificacion de conceptos u objetos

Los conceptos u objetos individuales que conforman la arquitectura de la aplicacion,
se obtienen de la especificacion de requerimientos o mas concretamente, del modelo
de casos de uso. Esto con el fin de formar el modelo conceptual, que muestra los

conceptos significativos en la descripcion del problema.

Para la obtencion de los conceptos se elabord una lista de frases nominales, a
partir de las descripciones textuales de los casos expandidos de uso. Los conceptos

identificados fueron los siguientes:

InterfazPrincipal.

* InterfazAprender.

» InterfazReconocer.

= InterfazConfigurar.

= AlgoritmoPCA.

=  AlgoritmoMLP.

» AlgoritmoRBF.

* Memorias.

El primer concepto InterfazPrincipal, se refiere a la interfaz grafica que se
encarga de administrar las demas interfaces y sobre la que estaran contenidas. El
segundo concepto InterfazAprender, representa a la interfaz grafica que se encarga de
interactuar con el usuario para que pueda seleccionar los sujetos a aprender,

seleccionar las opciones de memoria y modificar los pardmetros de las redes

neuronales antes de iniciar el entrenamiento. El concepto InterfazReconocer,
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describe la interfaz grafica con la que el usuario interactuard para seleccionar los
sujetos a reconocer. InterfazConfigurar que constituye la interfaz grafica para que el
usuario pueda hacer ajustes en cuanto al nimero de sujetos y de caras por sujetos
disponibles. AlgoritmoPCA, es otro de los conceptos identificados, se encarga de
implementar la técnica de analisis de componentes principales, para el procesamiento
de las iméagenes. Los conceptos AlgoritmoMLP y AlgoritmoRBF describen las redes
neuronales perceptron multicapa y funcion de base radial. Por ltimo el concepto
Memorias, que conforma todo lo necesario para el tratamiento de las memorias

generadas por algiin aprendizaje.

La identificacion de conceptos forma parte de una investigacion necesaria para
la realizacion de la aplicacion, es por ello que, el modelo conceptual es un artefacto

importante que debe crearse durante el analisis.



CAPITULO 4

FASE DE DISENO

En esta fase la arquitectura obtenida durante el andlisis se transforma en una
especializada, donde se considera el ambiente de implantacion particular de la
aplicacion. De la fase de disefio resultan especificaciones muy detalladas de todos los
objetos, incluyendo sus operaciones y atributos. En otras palabras, la fase de disefio

debe definir todo lo necesario para alcanzar el codigo final.
4.1. Diagrama de clases de disefio

Describe las especificaciones de las clases de software y de las interfaces en una
aplicacion. En cada clase se muestra informacion como, el nombre de la clase, los
atributos que posee, y los métodos que utiliza, con sus respectivos modificadores de
acceso. Si el método es publico el nombre del método estara precedido por un signo
mas (+), si es privado entonces el signo debe ser menos (-) y si es protegido entonces
el simbolo serd numeral (#). También existen otras notaciones, que junto a las

mencionadas, se muestran en la figura 4.1.

Nombre de la Clase

atributo:Tipo = Valorlnicial

+ metodoPublico():tipo de retorno
- metodoPrivado():tipo de retorno
# metodoProtegido():tipo de retorno

Figura 4.1. Notacion de los detalles de una clase de disefio. Fuente: Propia.
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4.1.1. Diagrama de clases de disefio de la aplicacion

A continuacién se describen las clases de la aplicacion para el reconocimiento facial,
se mostraran en tres grupos, primero las clases que conforman la interfaz de usuario,
luego las clases que contienen los algoritmos necesarios para efectuar el aprendizaje y
el reconocimiento, y por ultimo, las clases requeridas para realizar el resto de las

operaciones que complementen la funcionalidad de la aplicacion.

La interfaz de wusuario, estda conformada por las clases Interfaz,
PanelAprender, PanelAprendiendo, PanelReconocer, PanelReconociendo y por
ultimo la clase PanelConfigurar, todas estas clases hacen uso de los paquetes
java.awt y javax.swing para poder hacer uso de todo lo que respecta al entorno
grafico. La clase Interfaz, se encarga del manejo de toda la interfaz de usuario,
contiene lo necesario para que el usuario se desplace de un apartado a otro, con
apartados se hace referencia a los procesos aprender, reconocer y configurar. La clase
PanelAprender, contiene todo lo requerido para que el usuario pueda seleccionar las
caras de los sujetos que se utilizaran para el entrenamiento, el usuario también podra
realizar operaciones con las memorias (crear una nueva, utilizar una existente o
eliminar alguna memoria), y modificar parametros de las redes neuronales artificiales,
tales como, nimero de neuronas ocultas, factor de aprendizaje y nimero de capas
ocultas (solo para el perceptron multicapa). La clase PanelAprendiendo, comprende
los atributos y métodos fundamentales para mostrar al usuario el resultado del
aprendizaje realizado. PanelReconocer es la clase que abarca todo lo elemental para
que el usuario, pueda seleccionar los rostros a reconocer, ya sea para realizar la
identificacion y/o la verificacion. En la clase PanelReconociendo, se muestra al
usuario los resultados del reconocimiento determinado en la clase anterior. El usuario
también podra obtener informacion y realizar configuraciones, en cuanto a la cantidad
de sujetos y de caras por sujeto, en la interfaz proporcionada por la clase

PanelConfigurar. Estas clases se muestran en la figura 4.2.
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Figura 4.2. Diagrama de clases de disefio de la aplicacion — Parte 1. Fuente:
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Los algoritmos que hacen posible los procesos de aprender y reconocer estan

contenidos en las clases PCA, PerceptronMulticapa, RBF y Pixel.

PCA, contiene la implementacion del anélisis de componentes principales, y
obtiene los vectores columna necesarios para su funcionamiento, a través de la clase
Pixel, que lee y adapta las imagenes secleccionadas, para el aprendizaje o el
reconocimiento. En las clases PerceptronMulticapa y RBF, se encuentran las redes
neuronales artificiales, que reciben los patrones para entrenar o reconocer luego de

ser reducidos por PCA. Las clases mencionadas estdn contenidas en la figura 4.3.
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PCA PerceptronMulticapa
+ rostros: double[][] + nroCapas: int
+ media: double[] + nroPatrones: int
+ normal: double[][) + nroEntradas: int
+ covarianza: double(]() + nroSalidas: int
+ autovalores: double[] + neuronas: int[]
+ autovectores: double(][] + capas: double[](]
+ transformada: double(][] + pesos: double(][]
+imgReducidas: double[](] + gradientes: double[][]
+ salidas: double[][] + umbrales: double(][]
+ancho: int = 26 + momentos: double[][]
+alto :int = 32 + momentosU: double[][]
+ nro(afas: int + salidasDeseadas: double (][]
+ nroSujetos: int + patronesEntradas: double([][]
+ nroComponentes: int + importancia: double
+ PCA(nroCaras: int, nroSujetos: int) + aprendizaje: double
+ obtenerPatron(idCara: int, idSujeto: int): double[] + tiempo: double
- obtenerMedia(): void
- normalizar(): void Multi
- obtenerMatrizCovarianza(): void fascrivon " Scepel
+ entrenar(): void
- obtenerAutoVectores(): void . .
ptenerTransformada(}: void + corregirPesos(i: int): void
e I S + reconocerPatrones(double patrones|][], int nroPatrones): String(][)
- normalizarTransformadal): void N [P " double(][] p. int): double(][)
- obtenerRostrosReducidos(): void o e ’
RBF
Pixel R 12 Int
+ nOculta: int
+ handlesinglepixel(x: int, y: int, pixel: int): double Rcacint
+h Is( Image, x: int, y: int, w: int, h: int): double[] + entradas: double(]()
+ filE: int
+ colE: int

+ carasPorS: int(]

+ salidas: double(][]

+ upOculta: double[][]

+ pesos: double(][]

+ amplitud: double(]

+ fActivacion: double(][]

+ umbral: double[]

+ upSalida: double(][]

+ fError: double

+ alfa: double = 0.01

+ pesosini:double|] = {-0.05,-0.04,-0.03,-0.02,-0.01,0.01,0.02,0.03,0.04,0.05);
+ tiempo: double

+ RBF()

+ inicializarCentros(): void

+ verificarConvergencial(centroAux: double[][)): boolean

+ kMedias(): void
v d N 1o
+ determinarActivacion(): void

+ determinarSalida(): void

+ determinarError(idPatron: int): void

+ determinarErrorTotal(): void

+ evaluarPatron(idPatron: int): void

+ minimosCuadrados(): void

+ algoritmol(): void

+ evaluar(, jas: double[][].flE: int): void

int): void

Figura 4.3. Diagrama de clases de disefio de la aplicacion — Parte 2.

Fuente: Propia.
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En la figura 4.4, se encuentran las clases necesarias para completar la
funcionalidad de la aplicacion, las cuales son, ArchMemorias, para el tratamiento
del archivo que contiene las memorias; Memorias, para el almacenamiento de todas

las memorias existentes.

ArchMemorias
- archMem: String = "Memorias.txt” Memorias
- carasSujetos: String =" + double rostros]();
- carasSujetosEsc : String = " - nroDatos: int = 20;
- nroTotalMem : int=0; + Memorias)
- config: int]

+ llenarDatosDelArch(datos: String[]): void
+ llenarDatosParaArch(): String[]

+ ArchMemorias() + retornarNroDatos(): int

- leer{): void

+ escribirlmemorias: Memorias|]): void

+ retornarMemorias|): Memorias|]

+ retornarNroMemorias(): int

'+ almacenarConfig(nSujetosT: int,nroCarasT: int): void
+ retornarConfig(): int{]

+ memorias: Memorias|]

Figura 4.4. Diagrama de clases de disefio de la aplicacion — Parte 3.

Fuente: Propia.
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4.2. Diagrama de paquetes

Los diagramas de paquetes permiten visualizar un conjunto de paquetes y las
relaciones existentes entre ellos, contienen todos aquellos paquetes que forman parte
de una solucion. Los usos mas comunes para los diagramas de paquetes son para
organizar diagramas de casos de uso y diagramas de clase, a pesar de que el uso de

los diagramas de paquetes no es limitado a estos elementos UML.

Los paquetes permiten organizar las clases de un modelo, contienen clases con
funciones similares, o incluso pueden tener anidados otros paquetes, asi como

paquetes subordinados.

Los paquetes se representan como carpetas y contienen los elementos que
comparten un espacio de nombre; todos los elementos dentro de un paquete deben
tener un identificador unico. El paquete debe mostrar el nombre del paquete y puede

opcionalmente mostrar los elementos dentro del paquete en compartimientos extras.

En la figura 4.5 se muestra el diagrama de paquetes de la aplicacion para el
reconocimiento facial, donde se encuentran las clases que conforman la aplicacion,
las imagenes de los rostros necesarias para su funcionamiento y las utilizadas en la

interfaz de usuario.
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Figura 4.5. Diagrama de paquetes de la aplicacion. Fuente: Propia.

4.3. Diagrama de capas
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El diagrama de capas es una forma de estructurar los componentes del software,

cada una de las capas que conforman el diagrama, contiene uno o varios elementos,

aquellos que se encuentren en una misma capa podran comunicarse entre si, pero se

presentan variantes en cuanto a las comunicaciones permitidas entre los elementos de

capas diferentes. Existen varias alternativas para el disefio de este diagrama, en este

caso se utilizo la arquitectura Bottom-up, en el que las capas inferiores se comunican

con las superiores, es decir, se parte del nivel mas bajo de la arquitectura del

software. A continuacidn se presentan las capas que constituyen el diagrama:

= Capa Especifica de la Aplicacidn: contiene los paquetes internos de la

aplicacion, que son, Imagenes, Rostros y Rostrosl.
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= Capa General de la Aplicacion: esta conformada por el paquete principal
de la aplicacion.

= Capa Intermedia: contiene la maquina virtual de java JRE (Java Runtime

Environment), que interpreta y ejecuta la aplicacion.

Capa de Software: contiene el sistema operativo en donde se puede

utilizar la aplicacidon, y ya que ésta es multiplataforma, puede ser

interpretada en diferentes entornos como en Windows, Linux, Mac OS,

Solaris, etc.

El diagrama de capas para la aplicacion para el reconocimiento facial, se

encuentra en la figura 4.6.
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Figura 4.6. Diagrama de capas de la aplicacion. Fuente: Propia.

4.4. Diagrama de secuencia

El diagrama de secuencia se enfoca en la manera en que los objetos se envian

mensajes a través del tiempo. En cuanto a la notacion, cada objeto se representa

dentro de un rectangulo en la parte superior del diagrama. El nombre del objeto se

coloca dentro del rectangulo. Todos los objetos tienen una vida util, que representa el

paso del tiempo, se denota como una linea punteada que se extiende de manera

vertical desde un determinado objeto. Cabe destacar que las acciones se llevan a cabo

en orden cronoldgico, es decir, de arriba hacia abajo.
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Un mensaje entre dos objetos dentro de un diagrama de secuencia se representa
mediante una linea con punta de flecha que se extiende desde el objeto que envia el

mensaje hasta el objeto que lo recibe.

En las siguientes secciones se mostraran los diagramas de secuencia que

describen los procesos principales y sub procesos de cada caso de uso.

4.4.1. Diagrama de secuencia para caso de uso cargar imagenes de sujetos para

aprender

El diagrama de secuencia que detalla el caso de uso cargar imagenes de sujetos para
aprender, se muestra en la figura 4.7. Esta secuencia de eventos se inicia en el

proceso aprender, y se especifica a continuacion:

= El actor Usuario realiza la solicitud para aprender al objeto obj, quien es
una instancia de la clase Interfaz.

= El objeto obj se comunica con el objeto panelAprender, de la clase
PanelAprender, para indicarle que ya es visible al usuario.

= El actor Imégenes de Seleccion le envia al objeto panelAprender las
imagenes de los distintos sujetos y las caras por sujeto, para que el objeto
coloque estas imagenes a través de los métodos colocarSujetos y
colocarCaras.

= La interfaz le muestra al usuario los sujetos y las caras disponibles para el

aprendizaje.
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Figura 4.7. Diagrama de secuencia para caso de uso cargar imagenes de sujetos

para aprender. Fuente: Propia.

4.4.2. Diagrama de secuencia para caso de uso cargar memorias

En este diagrama se muestra la secuencia de eventos necesarios para que se puedan

cargar las memorias existentes del archivo que las contiene, se detallan a

continuacion:

= El actor Usuario realiza la solicitud para aprender al objeto obj, quien es

una instancia de la clase Interfaz.
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= El objeto obj se comunica con ¢l objeto panelAprender, de la clase
PanelAprender, para indicarle que ya es visible al usuario.

= El objeto panelAprender le solicita al objeto archMemorias que le
retorne las memorias disponibles.

= El actor Memorias le envia al objeto archMemorias los datos del archivo
que solicita.

= El objeto archMemorias hace uso del objeto memorias para almacenar
los datos del archivo.

= El objeto panelAprender recibe del objeto archMemorias las memorias

disponibles para luego mostrarselas al usuario a través de la interfaz.

En la figura 4.8, esta contenido el diagrama de secuencia descrito

anteriormente, para el caso de uso cargar memorias.
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Figura 4.8. Diagrama de secuencia para caso de uso cargar memorias. Fuente:

Propia.
4.4.3. Diagrama de secuencia para caso de uso elegir opciones de memorias

El diagrama de de secuencia para el caso de uso elegir opciones de memorias, se
encuentra contenido en la figura 4.9, en ¢l se muestra como se comunican los objetos
para llevar a cabo el proceso correspondiente, la secuencia de eventos que conforman

el caso de uso sefialado, se muestra a continuacion:

= El actor Usuario realiza la solicitud para realizar el aprendizaje a la

interfaz de usuario principal.
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= El objeto obj le indica al objeto de la clase PanelAprender que ya es
visible al usuario.

= El actor Usuario decide crear una nueva memoria, para lo cual realiza la
solicitud al objeto de la clase Interfaz, seguido de esto, el objeto obj le
solicita al objeto panelAprender que debe crear una nueva memoria,
entonces el objeto panelAprender acepta la solicitud actualizando las
opciones elegidas, para que luego el Usuario pueda observar que su
eleccion ha sido aceptada.

= El actor Usuario también puede elegir una memoria existente, haciéndole
la solicitud al objeto obj de la clase Interfaz, la cual le envia la peticion
al objeto panelAprender, para que éste cargue la memoria seleccionada,
y la solicitud pueda ser aceptada, mostrandole al Usuario los datos de la
memoria que ha seleccionado.

= Por otro lado el Usuario también puede eliminar una memoria
seleccionada, haciendo la solicitud al objeto 0bj, para que a su vez, éste le
envie la solicitud al objeto panelAprender, quien le indicara al objeto
archMemorias que debe eliminar la memoria seleccionada, y la elimina
modificando el contenido del actor Memorias. Luego el objeto
panelAprender, elimina la memoria de la interfaz de usuario, para que el

Usuario pueda ver las memorias disponibles.
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>

Figura 4.9. Diagrama de secuencia para caso de uso elegir opciones de

memorias. Fuente: Propia.
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4.4.4. Diagrama de secuencia para caso de uso seleccionar sujetos para

aprender

En este diagrama se muestran los eventos necesarios para llevar a cabo el caso de uso
seleccionar sujetos. La secuencia para lograr el sub proceso se muestra a

continuacion:

=  El actor Usuario realiza la solicitud al objeto obj, con el fin de seleccionar
los sujetos para el aprendizaje.

=  El objeto obj envia la solicitud a panelAprender, para que éste almacene
la seleccion realizada por el Usuario mediante el método
actualizarEntradas().

= El objeto panelAprender acepta la solicitud mostrando los sujetos
seleccionados, para que el Usuario vea su seleccion a través de la

Interfaz.

El diagrama de secuencia para el caso de uso seleccionar sujetos para aprender

se puede observar en la figura 4.10.
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Figura 4.10. Diagrama de secuencia para caso de uso seleccionar sujetos para
aprender. Fuente: Propia.

4.4.5. Diagrama de secuencia para caso de uso modificar parametros de

aprendizaje

El diagrama de secuencia del caso de uso modificar parametros de aprendizaje,
muestra los mensajes que se envian los objetos de las clases participantes en el sub

proceso, estos eventos se muestran a continuacion:

»  Inicialmente el Usuario realiza la solicitud para modificar los parametros
de aprendizaje de una o ambas redes neuronales artificiales, la cual es
captada por la clase Interfaz y enviada a la clase PanelAprender a través
de su instancia.

=  El objeto panelAprender verifica que la solicitud sea valida, si es asi,

entonces almacena los nuevos parametros, y los muestra al Usuario.
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El diagrama de secuencia para el caso de uso modificar parametros de

aprendizaje se puede observar en la figura 4.11.

obj : Interfaz panelAprender:;
PanelAprender

Usuario 1

Solicitud modificar

parametros de aprendizaje

Enviar Solicitud

Parametros

Ver paramtros -
< Actualizados verificar()

| actualizados
-

Figura 4.11. Diagrama de secuencia para caso de uso modificar parametros de
aprendizaje. Fuente: Propia.

4.4.6. Diagrama de secuencia para casos de uso aplicar PCA, obtener

entrenamiento y guardar memoria.

En el diagrama de secuencia para los casos de uso aplicar PCA, obtener
entrenamiento y guardar memoria; se muestran las comunicaciones realizadas entre

los objetos para llevar a cabo las acciones solicitadas, y se detallan a continuacion:

= El actor Usuario inicia la secuencia solicitando el entrenamiento de las
redes neuronales a la clase Interfaz.
» La instancia de la clase Interfaz le envia la solicitud al objeto

panelAprender, quien contiene los datos determinados por el usuario
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anteriormente, seguido de esto el objeto panelAprender le indica al
objeto 0bj que puede entrenar.

= El objeto obj crea una instancia de Procesos para entrenar las redes
neuronales artificiales, para lo cual procesos llama al método
entrenando() que se encuentra en Interfaz.

= El objeto de la clase Interfaz le solicita los rostros procesados a la
instancia de PCA, mediante el método aprender().

= El objeto pca obtiene los patrones de la clase Pixel, quien solicita las
imagenes al actor Imagenes de Entrada, para adaptarlas a las
necesidades de pca.

=  Una vez que obj obtiene los rostros reducidos solicita el entrenamiento de
las redes neuronales artificiales, primero a perceptronMulticapa y luego
a rbf.

*  Culminado el entrenamiento de las redes neuronales, el objeto obj le
indica al objeto panelAprendiendo que debe mostrar los resultados, para
que el Usuario los pueda observar.

=  Luego el objeto obj se comunica con panelAprender para que cree la
memoria con los datos resultantes, enseguida panelAprender le solicita a
archMemorias que escriba los datos, y éste lo hace actualizando el

contenido del actor Memorias.

El diagrama de secuencia que contiene los casos de uso aplicar PCA, obtener

entrenamiento y guardar memoria se muestran en la figura 4.12.
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4.4.7. Diagrama de secuencia para caso de uso cargar imagenes de sujetos para

reconocer.

El diagrama de secuencia para el caso de uso cargar imdgenes de sujetos para
reconocer se inicia en el proceso reconocer, se muestra en la figura 4.13 y se detalla a

continuacion:

=  El actor Usuario realiza la solicitud para aprender al objeto 0bj, quien es
una instancia de la clase Interfaz.

= El objeto obj se comunica con el objeto panelReconocer, de la clase
PanelReconocer, para indicarle que ya es visible al usuario.

» El actor Imégenes de Seleccion le envia al objeto panelReconocer las
imagenes de los distintos sujetos y las caras por sujeto, para que el objeto
coloque estas imagenes a través de los métodos colocarSujetos y
colocarCaras.

»  La interfaz le muestra al usuario los sujetos y las caras disponibles para el

aprendizaje.
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Figura 4.12. Diagrama de secuencia para casos de uso aplicar PCA, obtener

entrenamiento y guardar memoria. Fuente: Propia.
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Figura 4.13. Diagrama de secuencia para caso de uso cargar sujetos para

reconocer. Fuente: Propia.

4.4.8. Diagrama de secuencia para caso de uso seleccionar sujetos para

reconocer.

En el diagrama de secuencia para el caso de uso seleccionar sujetos para reconocer, se
muestra la cadena de eventos necesaria para realizar el sub proceso, asi como los
mensajes entre los objetos de las clases participantes. La secuencia se detalla a

continuacion:

= El actor Usuario realiza la solicitud a la clase Interfaz, a través de su

instancia, para seleccionar los sujetos para reconocer.
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=  El objeto obj envia la solicitud a la instancia de la clase panelReconocer.

=  El objeto panelReconocer actualiza la seleccion del usuario mediante su
método interno actualizarEntradas().

= Una vez que la solicitud es aceptada, el Usuario podra observar la

seleccion realizada.

En la figura 4.14 se encuentra el diagrama de secuencia que muestra el caso de

uso seleccionar sujetos para reconocer.

obi H |nterfaz EanelReCOnOCEr:
PanelReconocer

I

\
\

uari .. .
Usuario Solicitud seleccionar

sujetos para reconocer

Enviar Solicitud >

Ver sujetos :

< Solicitud aceptada actualizarEntradas()

seleccionados
‘ .........

Figura 4.14. Diagrama de secuencia para caso de uso seleccionar sujetos para

reconocer. Fuente: Propia.

4.4.9. Diagrama de secuencia para casos de uso cargar rostros reducidos de pca

y obtener reconocimiento.

En el diagrama de secuencia que se encuentra en la figura 4.15, se muestra la

comunicacion realizada entre los objetos para llevar a cabo los casos de uso cargar
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rostros reducidos de pca y obtener reconocimiento, los detalles se indican a

continuacion:

= El actor Usuario inicia la secuencia solicitando el reconocimiento de los
sujetos seleccionados a la clase Interfaz.

=  El objeto obj envia la solicitud a panelAprender, ya que éste ultimo
contiene todos los datos determinados por el Usuario anteriormente para
el reconocimiento.

=  El objeto panelAprender le indica a la instancia de Interfaz que puede
iniciar el reconocimiento.

= El objeto obj le solicita los rostros reducidos, a la instancia de PCA
mediante el método reconocer().

= Una vez que pca responde con los rostros reducidos que se han
seleccionado, se le hace el llamado a las redes neuronales para que
reconozcan los sujetos seleccionados, primero a la instancia de la clase
que representa al perceptron multicapa, mediante el método
reconocerPatrones(), y luego a la que representa a la red de funcion de
base radial, a través de su método reconocerPatrones().

*  Finalizado el reconocimiento realizado por las redes neuronales
artificiales, el objeto obj le solicita al objeto panelReconociendo que

debe mostrar los resultados, para que el Usuario los pueda observar.
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Figura 4.15. Diagrama de secuencia para caso de uso cargar rostros reducidos de
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4.5.  Técnica de desarrollo de sistema de objetos (TDSO)

La técnica de desarrollo de sistemas de objetos (TDSO) permite la especificacion y
documentacion de clases de objetos, constituyendo una herramienta apropiada para el
disefio de software orientado a objetos. Estd basada en el método deductivo (MEDE),
utilizado para analizar, especificar, documentar, disefiar y probar sistemas
programados, y en la metodologia de modelado de objetos OMT (Object-oriented
modeling technique), que describe todo el proceso de modelado de clases de objetos.
Del primero contiene todas las fases, incluyendo ademas las de especificacion formal.
De la segunda se toman algunos diagramas que fueron adaptados y transformados

para TDSO.

Por otro lado ésta técnica permite definir el universo de clases y tipos de datos
abstractos (TDAs), es decir, mediante ésta técnica se detalla cada clase en términos de
sus atributos, la especificacion sintactica y semantica de sus métodos y las
declaraciones de las instancias de la clase, que serdn utilizadas en el escenario de

pruebas de la especificacion semantica.

El universo de clases de la aplicacion para el reconocimiento facial se encuentra
en la tabla 4.1, para ello se tomaron en cuenta, las clases descritas anteriormente en

los diagramas de clases de disefio.

Las especificaciones de las clases que juegan un papel fundamental en cuanto al
aprendizaje y reconocimiento de sujetos, en la aplicacion, se describen en las tablas
4.2,4.3,4.4y4.5. Todo esto utilizando la técnica para la descripcion de sistemas de

objetos.
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En cuanto a las clases participantes en la interfaz de usuario, por ser

consideradas de menor relevancia en la resolucion del problema, no seran descritas

con la técnica de desarrollo de sistemas de objetos.

Tabla 4.1. Universo de clases de la Aplicacién para el Reconocimiento Facial.

18/03/09 Version 1.0
Universo de clases para la aplicacion para el reconocimiento facial
{Coleccion de clases que son requeridas para implantar la aplicacion}

1 ArchMemorias Clase que permite gestionar la lectura y escritura del archivo que
contiene las memorias.

2 Interfaz Clase principal, que también administra la interfaz grafica de
usuario.

3 Memorias Clase que almacena el contenido de cada memoria existente.

4 PanelAprender Clase que contiene la interfaz grafica de usuario necesaria para
realizar el aprendizaje.

5 PanelAprendiendo Clase que muestra el resultado arrojado por un aprendizaje.

6 PanelConfigurar Clase que le permite al usuario configurar ciertos aspectos de la
aplicacion.

7 PanelReconocer Clase que contiene la interfaz grafica de usuario necesaria para
realizar el reconocimiento.

8 PanelReconociendo Clase que muestra el resultado del reconocimiento realizado.

9 PCA Clase que permite extraer las caracteristicas principales a las
imagenes de los rostros.

10 | PerceptronMulticapa Clase que implementa la red neuronal perceptron multicapa.

11 | Pixel Clase que lee y ajusta las imagenes de los sujetos, para la
disposicion de PCA.

12 | Procesos Clase que permite la ejecucion de los procesos de la aplicacion.

13 | RBF Clase que implementa la red neuronal funcion de base radial.

Fuente: Propia.
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Tabla 4.2. TDSO para la clase PCA.

18/03/09

Versién 1.0

9 clase: PCA

{Clase que permite extraer las caracteristicas principales a las imagenes de los rostros }

O 00 1O L W —

—_
o

Especificacion de atributos
rostros: double[][]
media: double[]

normal: double[][]
covarianza: double[][]
autovalores: double[]
autovectores: double[][]
transformada: double[][]
imgReducidas: double[][]
ancho: int

alto: int

nroCaras: int

nroSujetos: int
nroComponentes: int

Especificacion seméantica

PCA(int nroCaras, int nroSujetos)
obtenerPatron(idCara: int, idSujeto: int)
obtenerMedia()

normalizar()
obtenerMatrizCovarianza()
obtenerAutoVectores()
obtenerTransformada()
normalizarTransformada()
obtenerRostrosReducidos()

obtenerImgReducidas(rostros:double[][],col: int)

rostros: contiene los vectores de las imagenes de los
rostros que se van a procesar.

media: contiene el promedio de los vectores de las
imagenes de los rostros a procesar.

normal: matriz que representa el conjunto de datos al
cual se le desea obtener las componentes principales.
covarianza: matriz cuadrada que contiene la
covarianza entre los elementos de los vectores.
autovalores: contiene los autovalores necesarios
para la obtencion de los autovectores.

autovectores: matriz cuadradada donde cada
columna representa un autovector.

transformada: matriz que contiene la transformacion
de las entradas.

imgReducidas: matriz que representa las
componentes principales de la matriz de imagenes
inicial.

ancho: ancho de las imagenes.

alto: alto de las imagenes.

nroCaras: almacena el nimero de caras por sujeto.
nroSujetos: almacena el numero de sujetos.
nroComponentes:  contiene el numero de
autovectores que se tomaran en cuenta.

PCA: constructor de la clase.

obtenerPatron: obtiene el vector columna de una
imagen especificada.

obtenerMedia: obtiene la media de los vectores de
las imagenes.

normalizar: obtiene la normal de la matriz de
rostros.

obtenerMatrizCovarianza: obtiene la covarianza
entre los vectores de la matriz normalizada.
obtenerAutoVectores: obtiene los autovalores y
autovectores aplicando el método de la potencia.
obtenerTransformada: obtiene la transformacion de
las entradas.

normalizarTransformada: normaliza la matriz de
transformada, para que sus columnas formen vectores
ortogonales entre si.

obtenerRostrosReducidos: determina el numero de
autovectores a utilizar y solicita la reduccion de los
rostros.

obtenerImgReducidas: obtiene la matriz que
contiene las componentes principales de las imagenes
iniciales.

Fuente: Propia.
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Tabla 4.3. TDSO para la clase PerceptronMulticapa.

18/03/09

Versién 1.0

10 clase: PerceptronMulticapa
{Clase que implementa la red neuronal perceptron multicapa}

O O I S

Especificacion de atributos
nroCapas: int

nroPatrones: int
nroEntradas: int

nroSalidas: int

neuronas: int[]

capas: double[][]

pesos: double[][]

gradientes: double[][]
umbrales: double[][]
momentos: double[][]
momentosU: double[][]
salidasDeseadas: double[][]
patronesEntradas: double[][]
importancia: double
aprendizaje: double

Especificacion semantica

PerceptronMulticapal()

entrenar()

corregirPesos(i: int)

reconocerPatrones(patrones:double [][],nroPatrones: int)
normalizarPatrones(patrones double[][], nroPatrones:int)

nroCapas: indica el nimero de capas de la red.
nroPatrones: numero de patrones de entrada
que se desea entrenar o reconocer.
nroEntradas: nimero de neuronas de la capa
de entrada o longitud de cada patron de entrada.
nroSalidas: niimero de neuronas de la capa de
salida.

neuronas: contiene el nimero de neuronas de
todas las capas.

capas: contiene las salidas de cada neuronas
ordenada por capas.

pesos: contiene todos los
conexiones entre las neuronas.
gradientes: almacena el gradiente calculado
para una neurona en especifico.

umbrales: contiene todos los umbrales de todas
las neuronas.

momentos: contiene el factor momento para la
correccion de los pesos.

momentosU: contiene el factor momento para
la correccion de los umbrales.

salidasDeseadas: almacena las salidas que se
desean para los patrones de entrada.
patronesEntradas: contiene el conjunto de
patrones que se desean reconocer o aprender.
importancia:  factor que determina la
importancia del momento.

aprendizaje: factor de aprendizaje empleado
para el aprendizaje de la red.
PerceptronMulticapa: constructor de la clase.
entrenar: inicia el entrenamiento de la red.
corregirPesos: corrige los pesos y umbrales
durante el entrenamiento.

reconocerPatrones: obtiene las salidas de un
conjunto de patrones.

normalizarPatrones: normaliza los patrones de
entradas.

pesos de las

Fuente: Propia.
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Tabla 4.4. TDSO para la clase Pixel.

18/03/09 Version 1.0
11 clase: Pixel
{Clase que lee y ajusta las imagenes de los sujetos, para la disposicion de PCA}

Especificacion de atributos handlesinglepixel: obtiene un pixel de una
imagen.
handlepixels: obtiene el vector de una imagen

Especificacion semantica
1 | handlesinglepixel(x: int, y: int, pixel: int)
2 | handlepixels(img: Image, x: int, y: int, w: int,h: int)

especificada.

Fuente: Propia.




155

Tabla 4.5. TDSO para la clase RBF.

18/03/09

Versién 1.0

13 clase: RBF

{Clase que implementa la red neuronal funcién de base radial}

Especificacion de atributos
nEntrada: int
nOculta: int

nSalida: int

filE: int

colE: int

entradas: double[][]
carasPorS: int[]
salidas: double[][]
upOculta: double[][]
pesos: double[][]
momentos: double[][]
amplitud: double[]
fActivacion: double[][]
umbral: double[]
momentosU: double[]
upSalida: double[][]
fError: double

alfa: double

pesoslni: double[]
importancia: double

Especificacion semantica

1 | RBF()

2 | inicializarCentros()

3 | kMedias()

4 | determinarAmplitudes()

5 | determinarActivacion()

6 | determinarSalida()

7 | determinarSalida(idPatron: int)
8 | determinarError(idPatron: int)
9 | determinarErrorTotal()

10 | evaluarPatron(idPatron: int)

11 | minimosCuadrados()

12 | algoritmo()

13 | evaluar(entradas: double [][],filE: int)

nEntrada: nimero de neuronas de la capa de entrada.
nOculta: nimero de neuronas de la capa oculta.

nSalida: numero de neuronas de la capa de salida.

filE: ntimero de patrones de entrada.

colE: tamafio de los patrones de entrada.

entradas: matriz que contiene los patrones de entrada.
carasPorS: contiene el nimero de caras por cada sujeto.
salidas: contiene las salidas esperadas de los patrones de
entrada.

upOculta: matriz que contiene los valores de las
neuronas ocultas de la red.

pesos: contiene los valores de los pesos de las conexiones
entre la capa oculta y la de salida de la red.

momentos: contiene el momentum para evitar posibles
oscilaciones bruscas en los pesos.

amplitud: contiene las amplitudes de los centros.
fActivacion: contiene las activaciones de las neuronas
ocultas de la red.

umbral: contiene los umbrales de las neuronas de salida.
momentosU: contiene el momentum para evitar posibles
oscilaciones bruscas en los umbrales.

upSalida: contiene las salidas de las red.

fError: contiene el error en la salida de la red.

alfa: contiene el factor de aprendizaje de la red.

pesosini: contiene el rango de valores iniciales para los
pesos de la red.

importancia: contiene la prioridad que se le dara al
momento.

RBF: constructor de la clase.

inicializarCentros: inicializa los centros de la red.
kMedias: contiene el algoritmo para determinar los
centros de la red.

determinarAmplitudes: determina el espacio en el que
se puede activar cada neurona oculta.
determinarActivacion: determina las activaciones de las
neuronas ocultas de la red.

determinarSalida: obtiene las salidas de la red .
determinarError: obtiene el error para un patréon de
entrada.

determinarErrorTotal: obtiene el error para todos los
patrones de entrada.

evaluarPatron: corrige los pesos y umbrales de la red,
para un patron.

minimosCuadrados: corrige los pesos y los umbrales de
la red, para todos los patrones.

algoritmo: obtiene el entrenamiento de la red.

evaluar: obtiene el reconocimiento de la red.

Fuente: Propia.
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Luego de describir las clases mas importantes en el aprendizaje y
reconocimiento de sujetos, haciendo uso de la técnica de desarrollo de sistemas de
objetos, se procede a mostrar el contenido de los métodos que conforman dichas

clases.

A continuacion se muestran los métodos de la clase PCA, que como se ha
mencionado anteriormente, esta clase permite extraer las caracteristicas principales a
las imagenes de los rostros. Para obtener las caracteristicas principales de las
imagenes, primero se le debe especificar a la clase mediante su constructor, el numero
total de sujetos y de caras disponibles por sujeto, luego de haber especificado los
sujetos y las caras por cada uno, que participaran en el aprendizaje, se obtiene la
media de todas las imdgenes para poder normalizarlas, con la finalidad de obtener la
matriz de covarianza, y asi calcular la matriz transformada que luego de haberla
normalizado, se podran extraer las caracteristicas principales de las imagenes de las
caras que se deseen. En las tablas 4.6, 4.7, 4.8, 4.9, 4.10, 4.11, 4.12,4.13, 4.14 y 4.15

estan contenidos los métodos que conforman la clase PCA.

Tabla 4.6. TDSO para el método 1 de la clase 9.

18/03/09 Version 1.0
9, 1 (Método, Publico)
PCA(entero nroCaras, entero nroSujetos)
{Constructor de la clase}

{Pre: nroCaras: numero de caras disponibles por sujeto; {Post: inicializa las variables de la

nroSujetos: niimero de sujetos disponibles} clase}

1| this.nroCaras = nroCaras; this.nroCaras: variable de la clase, almacena el numero de caras por

2| this.nroSujetos = nroSujetos; sujeto.

3| fil = ancho*alto; this.nroSujetos: variable de la clase, almacena el niimero de sujetos.
fil: variable que contiene la longitud de los vectores de las imagenes.

Fuente: Propia.
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Tabla 4.7. TDSO para el método 2 de la clase 9.

18/03/09

Versién 1.0

9, 2 (Método, Publico)
obtenerPatron(entero idCara, entero idSujeto): arreglo de doubles][]
{obtiene el vector columna de una imagen especificada}
{Pre: idCara: nimero de la cara de un sujeto;

{Post: obtiene el vector de una imagen

idSujeto: nimero de un sujeto} especificada}
1| Pixel pixels = new Pixel(); pixels: variable de la clase, almacena el nimero de
2| String url = caras por sujeto.
3 | "Rostros/s"+(idSujeto)+"/"+(idCara)+" jpg"; url: variable de la clase, almacena el numero de
4 | Imagelcon img= new sujetos.
5 | Imagelcon(getClass().getResource(url)).getImage(); img: variable que contiene la longitud de los

return pixels.handlepixels(img,0,0,ancho,alto); vectores de las imagenes.

Fuente: Propia.
Tabla 4.8. TDSO para el método 3 de la clase 9.

18/03/09 Version 1.0

9, 3(Método, Privado)
obtenerMedia()
{obtiene la media de los vectores de las imagenes}
{Pre: estar inicializadas las variables de la clase}

{Post: obtiene la media de las imagenes
contenidas en rostros}

1| media = new double[fil]; media: contiene el promedio de los vectores de las imagenes
2| para i=0 hasta i<fil hacer de los rostros a procesar.
3 para j=0 hasta j<col hacer i: variable para recorrer el primer bucle.
4 media[i] += rostros[i][j]; J: variable para recorrer el segundo bucle.
5 fin para
6 media[i] = media[i]/col;
7| fin para
Fuente: Propia.

Tabla 4.9. TDSO para el método 4 de la clase 9.

18/03/09 Version 1.0

9, 4(Método, Privado)
normalizar()
{obtiene la normal de la matriz de rostros}
{Pre: rostros y media ya deben estar inicializados} {Post: obtiene los rostros normalizados}

1'| normal = new double[fil][col]; normal: matriz que representa el conjunto de datos al
2 cual se le desea obtener las componentes principales.
3| parai=0 hasta i<fil hacer i: variable para recorrer el primer bucle.
4 para j=0 para j<col hacer J: variable para recorrer el segundo bucle.
5 normal[i][j] = rostros[i][j] - media[i];
6 fin para
fin para

Fuente: Propia.
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Tabla 4.10. TDSO para el método 5 de la clase 9.

18/03/09 Version 1.0
9, 5(Método, Privado)
obtenerMatrizCovarianza()
{obtiene la covarianza entre los vectores de la matriz normalizada}

{Pre: estar inicializadas las variables de la clase y la matriz normal} {Post: obtiene la matriz de covarianza}

1 matriz transpuesta de double= obtenerTranspuesta(normal); transpuesta: contiene la transpuesta de
2 covarianza = multiplicarMatrices(transpuesta, normal, col, fil, la normal.
3 col); obtenerTranspuesta: obtiene la
4 double norma = 0; transpuesta de una matriz.
5 para i=0 hasta i<col hacer norma: contiene la normal de un vector
6 para j=0 hasta j<col hacer especifico de la matriz resultante de la
7 norma += covarianza[i][j]*covarianza[i][j]; multiplicacion entre la transpuesta y la
8 fin para normal.
9 norma = raiz(norma); i: variable para recorrer las filas de la
10 | fin para matriz de covarianza.
11 | para i=0 hasta i<col hacer J: variable para recorrer las columnas de
12 para j=0 hasta j<col hacer la matriz de covarianza.
13 covarianza[i][j] /= norma;
14 fin para
15 | fin para
Fuente: Propia.
Tabla 4.11. TDSO para el método 6 de la clase 9. (1/2).
18/03/09 Version 1.0

9, 6(Método, Privado)
obtenerAutoVectores()
{obtiene los autovalores y autovectores aplicando el método de la potencia}

{Pre: estar inicializadas las variables de la clase y la matriz de {Post: obtiene los autovectores}

covarianza}
1 autovalores = new double[col]; autovalores: contiene los autovalores
2 autovectores = new double[col][col]; necesarios para la obtencion de los
3 int nrolteraciones = 100; autovectores.
4 arreglo w de doubles = new double[col]; autovectores: matriz cuadradada
5 double norma = 0; donde cada columna representa un
6 para nro=0 hasta nro<col hacer autovector.
7 para i=0 hasta i<col hacer nrolteraciones: nimero de
8 autovectores[i][nro] = 1/raiz(col); iteraciones en las que se deben
9 fin para obtener los autovectores.
10 para i=0 hasta i<nrolteraciones hacer w: contiene el valor del autovector
11 norma = 0; que se esta calculando.
12 para j=0 hasta j<col hacer norma: contiene la norma de w.
13 w[j] =0; nro: variable para recorrer las
14 para k=0 hasta k<col hacer columnas de la matriz de
15 w[j] += covarianza[j][k]*autovectores[k][nro]; autovectores.
16 fin para i: variable para recorrer el bucle.

Fuente: Propia.
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Tabla 4.11. TDSO para el método 6 de la clase 9. (2/2).

17 norma-+=potencia(w[j],2); j: variable para recorrer el bucle.

18 fin para mult: contiene el resultado de la
19 norma = raiz(norma); multiplicacion de un vector propio por
20 para j=0 hasta j<col hacer su transpuesta.

21 autovectores[j][nro] = w[j]/norma; mult2: contiene el resultado de la
22 fin para transpuesta de un autovector por el
23 para i=0 hasta i<col hacer mismo.

24 wli] =0;

25 para j=0 hasta j<col hacer

26 wl[i] += autovectores[j][nro]*covarianza[j][i];

27 fin para

28 autovalores[nro] += w[i]*autovectores[i][nro];

29 fin para

30 matriz mult de double= new double[col][col];

31 double mult2 = 0;

32 para i=0 hasta i<col hacer

33 para j=0 hasta j<col hacer

34 mult[i][j] =

35 | autovectores[i][nro]*autovectores[j][nro];

36 fin para

37 fin para

38 para i=0 hasta i<col hacer

39 mult2 += autovectores[i][nro]*autovectores[i][nro];

40 fin para

41 para i=0 hasta i<col hacer

42 para j=0 hasta j<col hacer

43 mult[i][j] = (mult[i][j]/mult2)*autovalores[nro];

44 covarianza[i][j] = covarianzali][j] - mult[i][j];

45 fin para

45 fin para

fin para
Fuente: Propia.
Tabla 4.12. TDSO para el método 7 de la clase 9.

18/03/09 Version 1.0

{Pre: estar inicializadas las variables de la clase y las matrices

9, 7(Método, Privado)
obtenerTransformada()
{obtiene la transformacion de las entradas}

normal y autovectores}

{Post: obtiene la matriz de transformada}

1

transformada = multiplicarMatrices(normal,autovectores,fil,col,col);

transformada: matriz que
contiene la transformacion de las
entradas.
multiplicarMatrices: multiplica
dos matrices y retorna el
resultado.

Fuente: Propia
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Tabla 4.13. TDSO para el método 8 de la clase 9.

18/03/09 Version 1.0
9, 8(Método, Privado)
normalizarTransformada()
{normaliza la matriz de transformada, para que sus columnas formen vectores ortogonales entre si}

{Pre: estar inicializadas las variables de la clase y la matriz {Post: obtiene la matriz de transformada
transformada} normalizada}
1 double norma = 0; norma: contiene la normal de un
2 para i=0 hasta i<col hacer vector de la matriz de
3 para j=0 hasta j<fil hacer transformada.
4 norma += potencia(transformadalj][i],2);
5 fin para
6 norma = raiz(norma);
7 para j=0 hasta j<fil hacer
8 transformadalj][i]/=norma;
9 fin para
10 | fin para

Fuente: Propia.

Tabla 4.14. TDSO para el método 9 de la clase 9.

18/03/09 Version 1.0
9, 9(Método, Privado)
obtenerRostrosReducidos()
{determina el nimero de autovectores a utilizar y solicita la reduccion de los rostros}
{Pre: estar inicializadas las variables de la clase y la matriz rostros} {Post: determina el numero de
autovectores a utilizar y solicita los
rostros reducidos}

1 si col/3 < 15 entonces nroComponentes: contiene el
2 nroComponentes = col-1; nimero de autovectores que se
3 fin si tomaran en cuenta.

4 sino entonces imgReducidas:  matriz  que
5 nroComponentes = col/3; representa  las  componentes
6 | fin sino principales de la matriz de
7 imgReducidas = obtenerlmgReducidas(rostros,col); imagenes inicial.

Fuente: Propia.




161

Tabla 4.15. TDSO para el método 10 de la clase 9.

18/03/09 Version 1.0
9, 10(Método, Privado)
obtenerlmgReducidas(rostros:double[][],col: int): matriz de double
{obtiene la matriz que contiene las componentes principales de las imagenes iniciales}

{Pre: estar inicializadas las variables de la clase y las matrices {Post: obtiene la matriz que contiene los
rostros y transformada} rostros procesados}
1 matriz reduccion de doubles= new double[col][nroComponentes]; reduccion:  contiene  los
2 rostros procesados.
3 matriz transRostros de doubles = obtenerTranspuesta(rostros,fil,col); transRostros: contiene la
4 matriz transTrans de doubles = obtenerTranspuesta(transformada); transpuesta de la matriz
5 para i=0 hasta i<col hacer rostros.
reduccion[i] = transTrans:  contiene la
6 multiplicarMatrizVector(transTrans,transRostros[i],nroComponentes,fil); | transpuesta de la matriz
return reduccion; transformada.
i: variable para recorrer el
bucle.
multiplicarMatrizVector:
multiplica una matriz por un
vector y retorna el resultado.

Fuente: Propia.

Ya se mostraron los TDSO para la clase que extrae las caracteristicas
principales de los rostros, ahora se mostraran los TDSO de una de las redes
neuronales que participan en el proceso de aprendizaje y reconocimiento, se trata del
perceptron multicapa, sus métodos se encuentran contenidos en las tablas 4.16, 4.17,

4.18,4.19 y 4.20.

Tabla 4.16. TDSO para el método 1 de la clase 10.

18/03/09 Version 1.0
10, 1(Método, Publico)
PerceptronMulticapa()
{constructor de la clase}

{Pre:} {Post: crea una instancia de la clase}

Fuente: Propia.
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Tabla 4.17. TDSO para el método 2 de la clase 10.

18/03/09

{Pre: estar inicializadas las variables y las matrices empleadas
en la clase}

10, 2(Método, Publico)
entrenar()

Versién 1.0

{inicia el entrenamiento de la red, ajustando los pesos y umbrales para lograr el reconocimiento facial}

{Post: obtiene la matriz de pesos y umbrales
necesarias para el reconocimiento}

= = e e e b e e e
O N0 dAANND DN = VXA R WN —

20
21
22
23
24
25
26
27

double cambio = 0;
booleano error;
cont = 0;
hacer
error = false;
para i=0 hasta i<nroPatrones hacer
capas[0] = patronesEntradas[i];
para j=0 hasta j<nroCapas hacer
para k=0, w=0 hasta k<neuronas[j+1] hacer
capas[j+1][k] = umbrales[j][k];
para 1=0 hasta I<neuronas[j] hacer
capas[j+1][k] += capas[j][1] * pesos[jIwl;
fin para
capas[j+1][k] = 1/(1+exponente(capas[j+1][k]*(-1)));

fin para
fin para
cambio = 0;
para s=0 hasta s<nroSalidas hacer
cambio+=potencia((salidasDeseadas|[i][s]-
capas[nroCapas][s]),2);
fin para
si cambio>0.1 entonces
error = true;
corregirPesos(i);
fin si
++cont;
fin para
mientras error;

cambio: indica el error
cometido por la red.

error: indica si se alcanzo el
error minimo permitido para
todos los patrones.

cont: indica el numero de
iteraciones realizadas durante
el proceso de aprendizaje.

i: variable empleada para
recorrer la matriz de patrones
de entradas.

j: variable empleada para
recorrer el nimero de capas
de la red.

k: wvariable empleada para
recorrer el nimero de
neuronas de entrada para cada
capa de la red.

I: wvariable empleada para
recorrer el nimero de
neuronas de salida para cada
capa de la red.

capas: matriz empleada para
almacenar el valor de las
salidas de las neuronas a
medida que se actualizan los
pesos y umbrales.

neuronas: matriz que
contiene el numero de
neuronas por cada capa.
umbrales: matriz que
contiene el valor de los
umbrales de las neuronas de la
red.

pesos: matriz que contienen
todos los pesos entre las
conexiones sinapticas.

s: variable para recorrer el
numero de salidas deseadas.
salidasDeseadas: matriz que
contiene todas las salidas
deseadas para cada patron.

Fuente: Propia.
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Tabla 4.18. TDSO para el método 3 de la clase 10. (1/2)

18/03/09

10, 3(Método, Publico)

corregirPesos(i: int)

Versién 1.0

{corrige los pesos y umbrales a medida que se presenta cada patrén a la red}

{Pre: estar inicializadas las variables y las matrices empleadas en

{Post:

corrige

la matriz de pesos y

la clase} umbrales y calcula los nuevos valores de
momentos}
1 double sumatoria = 0; sumatoria: almacena la suma
2 double peso = 0; de todos los gradientes
3 double umbral = 0; presentes en la capa siguiente.
4 para j=nroCapas hasta j>0 hacer peso: variable empleada para
5 para k=0, w=0 hasta k<neuronas[j] hacer el calculo de los momentos
6 si j==nroCapas entonces utilizados por los pesos.
7 gradientes[j-1][k] = (salidasDeseadas[i][k]- umbral: variable empleada
capas[j][k])*capas[j][k]*(1-capas[j][k]); para el célculo de los
8 momentos utilizados por los
9 fin si umbrales.
10 sino j: variable empleada para
11 sumatoria = 0; recorrer todas las capas de la
12 para m=0 hasta m<neuronas[j+1] hacer red para el célculo de los
13 sumatoria += gradientes.
14 | gradientes[j][m]*pesos[j][k+(neuronas[j]*m)]; gradientes: matriz con todos
15 fin para los gradientes calculados para
16 gradientes[j-1][k] = capas[j][k]*(1- cada neurona.
17 | capas[j][k])*sumatoria; salidasDeseadas: matriz que
fin sino contiene las salidas deseadas
18 umbral = umbrales[j-1][k]; para cada patrén.
19 umbrales[j-1][k] = umbrales[j-1][k] + (aprendizaje * capas: matriz que contiene los
20 | gradientes[j-1][k]) + (importancia*momentosU[j-1][k]); valores para cada salida de la
21 momentosU[j-1][k] = umbrales[j-1][k] - umbral; neurona.
para 1=0 hasta I<neuronas[j-1] hacer neuronas: matriz que indica
22 peso = pesos[j-1][w]; el numero de neuronas por
23 pesos[j-1][w] = pesos[j-1][w] + (aprendizaje * cada capa.
24 | gradientes[j-1][k] * capas[j-1][1]) + (importancia*momentos[j-1][w]); pesos: matriz que almacena
25 momentos[j-1][w] = pesos[j-1][w] - peso; todos los pesos de la red, a

fin para

fin para
fin para

medida que son modificados.
umbrales: matriz que
contiene todo los umbrales de
las neuronas.

aprendizaje: factor  de
aprendizaje utilizado para la
modificacion de los pesos y
umbrales.

importancia: ~ factor  de
momento utilizado para la
modificaciéon de los pesos y
umbrales.

Fuente: Propia.
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Tabla 4.18. TDSO para el método 3 de la clase 10. (2/2)

momentosU: matriz ~ de
momentos utilizada para la
modificacion de los umbrales.
momentos: matriz de
momentos utilizada para la
modificacion de los pesos.

Fuente: Propia.

Tabla 4.19. TDSO para el método 4 de la clase 10. (1/2)

18/03/09 Version 1.0
10, 4(Método, Publico)
reconocerPatrones(patrones:double[][], nroPatrones: int): matriz de cadenas
{hace uso de los pesos y umbrales para reconocer los patrones de entrada }
{Pre: realizar el entrenamiento de la red } {Post: obtiene una matriz resultado con
todos los rostros reconocidos}

1 matriz resultado de cadenas = new cadena[nroPatrones][]; resultado: almacena para
2 entero activadas; todos los patrones de entradas
3 double suma; los rostros reconocidos.

4 | patrones = normalizarPatrones(patrones, nroPatrones); i: recorre todos los patrones a
5 para i=0 hasta i<nroPatrones hacer ser reconocidos.

6 capas[0] = patrones[i]; patrones: contiene todos los
7 para j=0 hasta j<nroCapas hacer patrones que se desean
8 para k=0, w=0 hasta k<neuronas[j+1] hacer reconocer.

9 capas[j+1][k] = umbrales[j][k]; capas: utilizadas para
10 para 1=0 hasta I<neuronas[j] hacer almacenar cada patréon a
11 capas[j+1][k] += capas[j][1] * pesos[j][W]; reconocer y calcular las
12 fin para salidas de las neuronas.

13 capas[j+1][k] = 1/(1+Math.exp(capas[j+1][k]*(-1))); J: recorre todas las capas de la
14 fin para red.

15 fin para k: recorre todas las neuronas
16 activadas = 0; de entrada de la red.

17 suma = 0; I: recorre todas las neuronas
18 para j=0 hasta j<neuronas[nroCapas] hacer de salida de la red.

19 si redondear(capas[nroCapas][j])==1 entonces neuronas: indica el nimero
20 activadas++; de neuronas por cada capa.

21 suma += capas[nroCapas][j]; activadas: variable empleada
22 fin si para conocer cuantas neuronas
23 fin para de la capa de salida estan
24 resultado[i] = new cadena[activadas*2]; activadas.

25 para j=0, k=0 hasta j<neuronas[nroCapas] hacer suma: variable empleada
26 si redondear(capas[nroCapas][j])==1 entonces durante el céalculo de
27 resultado[i][k] = ""+(j+1); reconocimiento.

28 resultado[i][k+1] = pesos: matriz de pesos
29 | "+(capas[nroCapas][j]*100/suma); empleada para el
30 k+=2; reconocimiento.

31 fin si

Fuente: Propia.
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Tabla 4.19. TDSO para el método 4 de la clase 10. (1/2)

32 fin para

33 | fin para

34 | for(int i=0 ; i<nroPatrones ; i++)

35 resultado[i] = ordenar(resultado[i]);

retornar resultado;

umbrales: matriz de umbrales
empleada para el
reconocimiento.

Fuente: Propia.

Tabla 4.20. TDSO para el método 5 de la clase 10.

18/03/09
10, 5(Método, Publico)

Version 1.0

normalizarPatrones(patrones double[][], nroPatrones:int): matriz de doubles

{normaliza todos los patrones de entradas}
{Post: obtiene la matriz de patrones
normalizada }

{Pre: estar inicializadas las variables y las matrices empleadas en la
clase }

1 double mayor = -1;

2 para i=0 hasta i<nroPatrones hacer

3 mayor = -1;

4 para j=0 hasta j<nroEntradas entonces

5 si valorAbsoluto(patrones[i][j])>mayor entonces
6 mayor = valorAbsoluto(patrones[i][j]);
7 fin para

8 para j=0 hasta j<nroEntradas hacer

9 patrones][i][j}/=mayor;

10 fin para

11 | fin para

12

retornar patrones;

mayor: variable para indicar
el valor que se utilizara para
normalizar todos los patrones
de entrada.

i: variable utilizada para
recorrer la matriz de patrones.
j: variable empleada para
recorrer las componentes de
cada patron.

patrones: resultado obtenido
después de la normalizacion
de los patrones iniciales.

Fuente: Propia.

Los TDSO que siguen a continuacion corresponden a la clase Pixel, que se

encarga de leer una imagen especificada para transformarla en un vector. Los

métodos necesarios para llevar a cabo éste propdsito se encuentran en las tablas 4.21

y 4.22.




166

Tabla 4.21. TDSO para el método 1 de la clase 11.

18/03/09 Version 1.0
11, 1(Método, Publico)
handlesinglepixel(x: int, y: int, pixel: int): double
{obtiene un pixel de una imagen}
{Pre: ubicacion del pixel a obtener} {Post: obtiene un pixel}

Ju—

double blue = (pixel) & 0xff; blue : pixel encontrado.
2 | retornar blue;

Fuente: Propia.

Tabla 4.22. TDSO para el método 2 de la clase 11.

18/03/09 Version 1.0
11, 2(Método, Publico)
handlepixels(img: Image, x: int, y: int, w: int,h: int): arreglo de doubles
{obtiene el vector de una imagen especificada}

{Pre: ubicacion de la imagen, posicion a partir de la cual se {Post: obtiene el vector formado por los
obtendran los pixeles y las dimensiones de la imagen} pixeles de la imagen}
1 entero pixels[] = new entero[w * h]; pixels: arreglo en donde se
2 PixelGrabber pg = new PixelGrabber(img, X, y, w, h, pixels, 0, w); encontraran los pixeles de una
3 | pg.grabPixels(); imagen.
4 patron: double[] =new double[w*h]; pg: variable que permitira
5 para j = 0 hasta j <h hacer convertir una imagen en un
6 parai=0 hasta i <w hacer arreglo de valores que
7 patron[j * w + i] = handlesinglepixel(x+i, y+j, pixels[j * w + i]); corresponden a sus pixeles.
8 fin para patron: arreglo que contiene
9 fin para el vector de pixeles de una
10 retornar patron, imagen.
j: variable para recorrer el
bucle.
i: variable para recorrer el
bucle.

Fuente: Propia.

En las tablas 4.23, 4.24, 4.25, 4.26, 4.27, 4.28, 4.29, 4.30, 4.31, 4.32, 4.33, 4.34
y 4.35, se muestran los TDSO de la red neuronal artificial funcién de base radial,
estos TDSO contienen los métodos que hacen posible que la red pueda realizar el
aprendizaje o el reconocimiento de sujetos. El aprendizaje se lleva a cabo mediante el
método algoritmo, que se encarga de dirigir el entrenamiento de la red, primero
obteniendo los centros con KMedias (aprendizaje no supervisado), luego

determinando la amplitud y la activacion de cada centro, para luego corregir los
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pesos con minimosCuadrados (aprendizaje supervisado), terminando asi el proceso de
aprendizaje de la red. En cuanto al reconocimiento, el método evaluar se encarga de
realizar los pasos necesarios para que ocurra, primero obtiene la activacion de cada
centro con respecto a los patrones a reconocer y luego obtiene las salidas de la red
para cada patron, por medio de las cuales se conocera si el patrén (cara de un sujeto)
fue reconocido o no por la red. A continuacion se muestran los métodos que

conforman la red neuronal funcion de base radial.

Tabla 4.23. TDSO para el método 1 de la clase 13.

18/03/09 Version 1.0
13, 1(Método, Publico)
RBF()
{constructor de la clase}
{Pre:} {Post: crea una instancia de la clase}

Fuente: Propia.

Tabla 4.24. TDSO para el método 2 de la clase 13. (1/2)

18/03/09 Version 1.0
13, 2(Método, Publico)
inicializarCentros()
{inicializa los centros de la red}

{Pre: estar inicializadas las variables de la clase} {Post: inicializa los centros de la red}
1 double menor = entradas[0][0]; menor: contiene el menor niimero de
2 double mayor = entradas[0][0]; un patron.
3 boleano marcador[] = new boleano[filE]; mayor: contiene el menor niimero de
4 entero seleccion = 0; un patrén.
5 para i = 0,j=0 hasta i<nOculta hacer marcador: se utiliza para conocer las
6 hacer posiciones que se han seleccionado.
7 si j>=filE entonces seleccion: contiene una posicion
8 romper; seleccionada  aleatoriamente  del
9 sino si j<nSalida entonces arreglo marcador.
10 seleccion = j+(entero )(random()*carasPorS[j]); i: variable para recorrer el bucle.
11 sino entonces j: variable para recorrer el bucle.
12 seleccion = (entero)(random()*filE);
13 fin si
14 }mientras marcador[seleccion]

Fuente: Propia.
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Tabla 4.24. TDSO para el método 2 de la clase 13. (2/2)

15 para k = 0 hasta k<nEntrada hacer

16 si j<filE entonces

17 si entradas[j][k]>mayor entonces

18 mayor = entradas[j][k];

19 sino si entradas[j][k]<menor entonces

20 menor = entradas[j][k];

21 fin si

22 upOculta[i][k] = entradas[seleccion][k];
23 marcador[seleccion] = verdadero;

24 sino entonces

25 si mayor>1 entonces

26 upOculta[i][k] =

27 | menor+random()*(mayor-1);

28 sino entonces

29 upOculta[i][k] = menor+random();
30 fin si

31 fin si

32

fin para
fin para
Fuente: Propia.
Tabla 4.25. TDSO para el método 3 de la clase 13. (1/2)

18/03/09 Version 1.0

13, 3(Método, Publico)

kMedias()

{contiene el algoritmo para determinar los centros de la red}
{Pre: estar inicializadas las variables de la clase}

{Post: obtiene los valores de las neuronas
ocultas de la red}

0NN AW~

T T T =)
0NNk WND = O

double distancias[] = new double[nOculta];
double menor;
entero indiceMenor;
double centroAux[][] = new double[nOculta][nEntrada];
entero contador[] = new entero[nOculta];
entero cont = 0;
boleano convergencia;
inicializarCentros();
hacer
convergencia = verdadero;
para i =0 hasta i<nOculta hacer
para j=0hasta j<nEntrada hacer
centroAux[i][j] = 0;
fin para
fin para
para m = 0 hasta m<filE hacer
para i= 0 hasta i<nOculta hacer
distancias[i] = 0;

distancias: contiene las distancias
de un patrén a cada uno de los
centros.

menor: contiene la distancia del
patrén mds cercano a un centro.
indiceMenor: contiene la
posicion del centro mas cercano a
un patron.

centroAux: matriz que contiene
una copia de los centros de la red.
contador: contiene el niimero de
patrones mas cercanos a cada
centro.

cont: contiene el numero de
iteraciones que se han realizado.

i: variable para recorrer el bucle.
J: variable para recorrer el bucle.
m: variable para recorrer el bucle.

Fuente: Propia.
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Tabla 4.25. TDSO para el método 3 de la clase 13.(2/2)

19
20

21
23
23
24
25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58
59
60

para dl =0 hasta dl<nEntrada hacer
distancias[i] +=
potencia(entradas[idMuestra][d1]-upOculta[idOculta][d1],2);
fin para
distancias[i] = raiz(distancias[i]);
fin para
menor = distancias[0];
indiceMenor = 0;
para i= 1 hasta i<nOculta hacer
si distancias[i]<menor entonces
menor = distancias[i];
indiceMenor = i;
fin si
fin para
para i =0 hasta i<nEntrada hacer
centroAux[indiceMenor][i] += entradas[m][i];
fin para
++contador[indiceMenor];
fin para
para i = 0 hasta i<nOculta hacer
si contador[i]>0 entonces
para j = 0 hasta j<nEntrada hacer
centroAux([i][j] /= contador[i];
fin para
contador[i] = 0;
fin si
fin para
si !verificarConvergencial (centroAux)
para i= 0 hasta i<nOculta hacer
para j = 0 hasta j<nEntrada hacer
upOculta[i][j] = centroAux[i][j];
centroAux[i][j] = 0;
fin para
fin para
convergencia = falso;
fin si
++cont;
mientras (!convergencia && cont<10000 || cont<2);
para i = 0 hasta i<nOculta hacer
para j= 0 hasta j<nEntrada hacer
upOculta[i][j] = centroAux[i][j];
fin para
fin para

d1: variable para recorrer el bucle.

Fuente: Propia.
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Tabla 4.26. TDSO para el método 4 de la clase 13.

18/03/09

13, 4(Método, Publico)
determinarAmplitudes()

Versién 1.0

{determina el espacio en el que se puede activar cada neurona oculta}
{Pre: estar inicializadas las variables de la clase y calculados los
valores de las neuronas ocultas}

{Post: obtiene las amplitudes de los
centros de la red}

[N T NS T N6 T NG T N T NG T NG T NS T N i e e e e e Y e T
PUAANN RO~ SO0 ANNRLWO— ORI R LN~

double distancia = 0;
double distancial = 0;
double distancia2 = 0;
parai= 0 hasta i<nOculta hacer
d=0;
distancial = Double. MAX VALUE;
distancia2 = Double. MAX VALUE;
para j = 0 hasta j<nOculta hacer
si i!=j entonces
distancia = obtenerDistancia(i,j);
si distancia<distancial
distancial = distancia;
fin si
fin para
para j = 0 hasta j<nOculta hacer
si i!=j entonces
distancia = obtenerDistancia(i,j);
si distancia>distancial && distancia<distancia2
entonces
distancia2 = distancia;
fin si
fin si
fin para
si distancia2== Double. MAX_ VALUE entonces
amplitud[i] = distancial;
sino entonces
amplitud[i] = raiz(distancial *distancia2);
fin si
fin para

distancia: contiene la distancia de
una neurona oculta a otra.
distancial: contiene la distancia
mas cercana de una neurona
oculta a la que se esta evaluando.
distancia2: contiene la siguiente
distancia mas cercana de una
neurona oculta a la que se estd
evaluando.

i: variable para recorrer el bucle.
J: variable para recorrer el bucle.

Fuente: Propia.
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Tabla 4.27. TDSO para el método 5 de la clase 13.

18/03/09 Version 1.0
13, 5(Método, Publico)
determinarActivacion()
{determina las activaciones de las neuronas ocultas de la red}
{Pre: estar inicializadas las variables de la clase, calculados  {Post: obtiene las activaciones de las neuronas
los valores de las neuronas ocultas y determinadas las ocultas para los patrones de entrada}
amplitudes de cada una}

1 double distancia = 0; distancia: contiene la distancia
2 para i = 0 hasta i<nOculta hacer entre un patrén y una neurona
3 para j=0 hasta j<filE hacer oculta.
4 distancia = 0; i: variable para recorrer el bucle.
5 para k = 0 hasta k<nEntrada hacer J: variable para recorrer el bucle.
6 distancia += potencia(entradas[j][k]- k: variable para recorrer el bucle.
7 | upOculta[i][k],2);
3 fActivacion[i][j] = distancia/potencia(amplitud[i],2);
9 fActivacion[i][j] = -1*fActivacion[i][j]/2;
10 fActivacion[i][j] = exp(fActivacion[i][j]);
11 fin para
fin para

Fuente: Propia.

Tabla 4.28. TDSO para el método 6 de la clase 13.

18/03/09 Version 1.0
13, 6(Método, Publico)
determinarSalida()
{obtiene las salidas de la red}
{Pre: estar inicializadas las variables de la clase y {Post: obtiene las salidas de la red para todos los

determinadas las activaciones de las neuronas ocultas} patrones de entrada}
1 para i= 0 hasta i<nSalida hacer i: variable para recorrer el bucle.
2 para j = 0 hasta j<filE hacer J: variable para recorrer el bucle.
3 upSalida[i][j] = 0; k: variable para recorrer el bucle.
4 para k = 0 hasta k<nOculta hacer
5 upSalida[i][j] += pesos[i][k]*fActivacion[k][j];
6 fin para
7 upSalida[i][j] += umbral[i];
8 fin para
9 fin para

Fuente: Propia.
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Tabla 4.29. TDSO para el método 7 de la clase 13.

18/03/09 Version 1.0
13, 7(Método, Publico)
determinarSalida(idPatron: int)
{obtiene las salidas de la red}
{Pre: estar inicializadas las variables de la clase y {Post: obtiene las salidas de la red para un patrén

determinadas las activaciones de las neuronas ocultas} de entrada}
1 para i = 0 hasta i<nSalida hacer i: variable para recorrer el bucle.
2 upSalida[i][idPatron] = 0; j: variable para recorrer el
3 para k =0 hasta k<nOculta hacer bucle.
4 upSalida[i][idPatron] += k: wvariable para recorrer el
5 pesos|i][k]*fActivacion[k][idPatron]; bucle.
6 fin para
7 upSalida[i][idPatron] += umbral[i];
fin para

Fuente: Propia.

Tabla 4.30. TDSO para el método 8 de la clase 13.

18/03/09 Version 1.0
13, 8(Método, Publico)
determinarError(idPatron: int)
{obtiene el error para un patrén de entrada}
{Pre: estar inicializadas las variables de la clase y calculadas ~ {Post: obtiene las salidas de la red para un patrén

las salidas de la red} de entrada}
1 error[idPatron] = 0; i: variable para recorrer el
2 para i = 0 hasta i<nSalida hacer bucle.
3 error[idPatron] += potencia(salidas[idPatron][i] - j: variable para recorrer el
4 | upSalida[i][idPatron],2); bucle.
error[idPatron] /=2; k: variable para recorrer el
bucle.

Fuente: Propia.

Tabla 4.31. TDSO para el método 9 de la clase 13.

18/03/09 Version 1.0
13, 9(Método, Publico)
determinarErrorTotal()
{obtiene el error para todos los patrones de entrada}
{Pre: estar inicializadas las variables de la clase y calculados ~ {Post: obtiene las salidas de la red para los

los errores por cada patron} patrones de entrada}
1 fError = 0; i: variable para recorrer el
2 para i= 0 hasta i<filE hacer bucle.
3 fError+= error[i];
4 fin para
5 fError /=filE;

Fuente: Propia.
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Tabla 4.32. TDSO para el método 10 de la clase 13.

18/03/09 Version 1.0
13, 10(Método, Publico)
evaluarPatron(idPatron: int)
{corrige los pesos y umbrales de la red, para un patron}
{Pre: estar inicializadas las variables de la clase y calculadas  {Post: corrige los pesos de la capa oculta a la de

las activaciones de las neuronas ocultas} salida y los umbrales de la red, para un patrén}
1 double peso = 0; peso: contiene el valor
2 double umbralM = 0; del peso antes del
3 determinarSalida(idPatron); cambio.
4 | parai= 0 hasta i<nSalida hacer umbralM: contiene el
5 para j = 0 hasta j<nOculta hacer valor del umbral antes
6 peso = pesos[i][j]; del cambio.
7 pesos[i][j] = pesos[i][j] + (alfa*(salidas[idPatron][i] - i: variable para recorrer
8 upSalida[i][idPatron])*fActivacion[j][idPatron])+(importancia*momentos[i][j] | el bucle.
9 ; J: variable para recorrer
10 momentos[i][j] = pesos[i][j] - peso; el bucle.
11 fin para
12 umbralM = umbral[i];
umbral[i] = umbrall[i] + alfa*(salidas[idPatron][i] - upSalida[i][idPatron])
13 | + (importancia*momentosU[i]);
14 momentosU[i] = umbral[i] - umbralM;
fin para

Fuente: Propia.

Tabla 4.33. TDSO para el método 11 de la clase 13.

18/03/09 Version 1.0
13, 11(Método, Publico)
minimosCuadrados()
{corrige los pesos y los umbrales de la red, para todos los patrones}
{Pre: estar inicializadas las variables de la clase y {Post: corrige los pesos y umbrales de la red para

calculados los centros, las amplitudes y las activaciones} todos los patrones de entrenamiento}
1 double ErrorAux=0; ErrorAux: contiene una copia del
2 inicializarPesosY Umbrales(); error total antes de ser modificado.
3 hacer umbralM: contiene el valor del
4 fErrorAux = fError; umbral antes del cambio.
5 para i =0 hasta i<filE hacer i: variable para recorrer el bucle.
6 evaluarPatron(i);
7 fin para
8 determinarSalida();
9 para i = 0 hasta i<filE hacer
10 determinarError(i);
11 fin para
12 determinarErrorTotal();
13 ++contMC;
14 | mientras !(fErrorAux==fError || fError<0.001);

Fuente: Propia.
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Tabla 4.34. TDSO para el método 12 de la clase 13.

18/03/09 Version 1.0
13, 12(Método, Publico)
algoritmo()
{obtiene el entrenamiento de la red}
{Pre: estar inicializadas las variables de la clase} {Post: obtiene el enteramiento de la red para los

patrones de entrada}

inicializar();

kMedias();
determinarAmplitudes();
determinarActivacion();
minimosCuadrados();

(O O

Fuente: Propia.

Tabla 4.35. TDSO para el método 13 de la clase 13.

18/03/09 Version 1.0
13, 13(Método, Publico)
evaluar(entradas: double [][],filE: int)
{obtiene el entrenamiento de la red}
{Pre: estar entrenada la red} {Post: obtiene el reconocimiento de la red para los
patrones de entrada}

this.filE = filE;

this.entradas = entradas;

fActivacion = new double[nOculta][filE];
upSalida = new double[nSalida][filE];
determinarActivacion(opcionAct);
determinarSalida();

AN AW~

Fuente: Propia.
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4.6. Implementacion de la Aplicacion para el Reconocimiento Facial.

Existe un conjunto de consideraciones a tener en cuenta para la implementacion de
esta aplicacion, como lo son: el preprocesado de las entradas, la inicializacion y
actualizacion de los pesos, las condiciones de parada del entrenamiento y la
influencia que tiene sobre este proceso la arquitectura de la RNA, asi como las
funciones de activacion utilizadas; todos estos son factores decisivos a la hora de

mejorar el entrenamiento de las RNA y por consiguiente el de la aplicacion.

Para la resolucion del problema en cuestion, se ha determinado utilizar dos
tipos de redes neuronales, la red de perceptron multicapa y la red de base radial,
debido a que estas redes neuronales engloban muchas de las caracteristicas de otras
redes, entre las caracteristicas mas importantes para este estudio estd la forma de
representar los datos, una vez analizados o aprendidos. En cuanto al perceptron
multicapa este construye aproximaciones globales y la red de neuronas de base radial
construye aproximaciones locales, entre los datos de entrada y salida. De esta manera
nuestra investigacion abarcara las diversas formas de representar la informacion y a
su vez permitird comparar que forma resulta mas adecuada para este tipo de
problema, es decir, que tipo de representacion (global o local) se comporta de mejor

manera para el aprendizaje y el reconocimiento de rostros.

Antes de explicar las técnicas utilizadas para el desarrollo de esta aplicacion se
presenta a continuacion, en forma general, una aproximacion del proceso necesario

para el reconocimiento facial.
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4.6.1. Vision general

El proceso para el reconocimiento facial consta de dos fases, la fase de aprendizaje y
la fase de reconocimiento. Como se puede observar en la figura 4.16, en la fase de
aprendizaje, los patrones de entradas, es decir, los rostros de todos los individuos, son
preprocesados por el PCA, para luego ser presentados a la red perceptron multicapa y
a la red de neuronas de base radial, para su aprendizaje y posterior reconocimiento,

como se muestra en la figura 4.17.

Entradas Preprocesamiento BN Aprendizaje
(Rostros) (PCA) (MLP - RBF)

Figura 4.16. Vision general del proceso de aprendizaje.

Entradas Preprocesamiento| |Reconocimiento
(Rostros) (PCA) (MLP - RBF)

Figura 4.17. Vision general del proceso de reconocimiento.

4.6.2. Fase de Aprendizaje

En esta fase la aplicacion para el reconocimiento facial se aprende todos los rostros
que forman parte del conjunto de entrenamiento, y que posteriormente debera poder

identificar en la fase de reconocimiento.

Como lo indica la figura 4.16, las entradas deben ser preprocesadas, antes de ser
aprendidas por las redes neuronales. Estas entradas representan el conjunto de
imagenes de los diferentes rostros de los sujetos que se utilizaran para el

entrenamiento de la red neuronal.

Para el desarrollo de esta aplicacion se dispuso de un conjunto de 40 sujetos, 10

caras por sujeto, con un total de 400 rostros con una resolucion de 26x32 pixeles,
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estos rostros fueron obtenidos de bases de datos publicas utilizadas normalmente para
este tipo de estudio. A demads de estos rostros, se utilizd también un conjunto de
rostros obtenido manualmente, haciendo uso de una cadmara digital en un ambiente

controlado.

Estas imagenes de los rostros son localizadas manualmente, es decir, la mayor
parte de la imagen representa el rostro y la aplicacion no debe ocuparse de esta labor.
Los rostros utilizados para esta aplicacion presentan un conjunto de expresiones
gestuales, tomando en cuenta que en todas las imagenes de los rostros, los sujetos, se

encuentran frente a la camara.
Preprocesamiento de las entradas

Desde un punto de vista bastante global lo que se busca en esta etapa es aumentar la
eficiencia del entrenamiento, ya que al preprocesar las entradas de las RNA, mejoran
las propiedades numéricas en el proceso de optimizacion, evitando o disminuyendo
notablemente los posibles problemas de saturacion de las funciones de activacion de
las neuronas artificiales, ademés de eliminar el problema de la dependencia de los
pesos iniciales a la escala de los datos de entrada. El procesado de patrones ayuda a
que las diferencias relativas entre los datos sea el factor que domine durante el

proceso de entrenamiento, en vez de ser las diferencias absolutas entre ellos.

La técnica utilizada en esta aplicacion para el preprocesamiento es el Andlisis
de Componentes Principales (PCA, como se indica en la figura 4.16), con el fin de
reducir la dimension de las entradas. A continuacion se explican los pasos citados en

el apartado 2.2.1 para aplicar un PCA:
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1. Normalizacion de la matriz de entrada X.

Supdngase que la matriz de entrada X esta formada por un conjunto de rostros, como
se muestra en la figura 4.18, que representan los patrones de entradas utilizados para

el entrenamiento de las redes neuronales, como se observa en la figura 4.17.

Ancho (m) Ancho (m}

Ancho {m)

Alto ()
Alto (n)

Alto (n)

Rostro 1 (X1)

Rostro 1 {X1) Rostro 2 (X>)
Figura 4.18. Conjunto de rostros de entrada. Fuente: Propia.

Del conjunto de rostros de entrada (figura 4.18), se obtiene la matriz de Rostros

a partir de las caras de los sujetos que formaran parte del conjunto de entrenamiento

(figura 4.19).

vioooXD N3 Xg N3 Na X

™

PI'I'N:I'II

Figura 4.19. Matriz de Rostros. Fuente: Propia.

Una vez que se tenga la matriz de rostros se procede a su normalizacion, para
esto se calcula el vector media de la matriz de rostros y éste se le resta a cada
columna de la matriz, dando origen a una matriz Normal, que sera la matriz

normalizada (como se explica en el apartado 2.2.1.1 Matriz normalizada).
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Este vector media puede graficarse, viéndose de la siguiente forma (figura

4.20), dependiendo del conjunto de rostros.

Figura 4.20. Representacion grafica del vector media de la matriz rostros. Fuente:

Propia.
2. Calculo de la matriz de covarianza.

Como se muestra en la figura 4.21, para obtener esta matriz se multiplica la
transpuesta de la matriz normalizada (Normal') por la matriz normalizada (Normal),

obteniendo una matriz de menor dimension (como se explica en el apartado 2.2.1.2

Matriz de covarianza).

Covartanza = Normal' x Normal

Pl B Pnun kY L ) i
N I
X y
I}H\Hi
Ny
i x nxm axm X i
[

Figura 4.21. Matriz de covarianza. Fuente: Propia.
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3. Calculo de los autovalores y autovectores.

Como se puede observar en la figura 4.21, la matriz de covarianza tiene una
dimensidon menor que la matriz normalizada, en otras palabras, se podria decir que la

dimension de la matriz de covarianza sera de ixi, donde i es el numero de rostros a

entrenar, de esta manera no importa la resolucion que se utilice para el conjunto de
rostros, si no, el numero de rostros que intervengan en el entrenamiento. Esto se
realiza de esta manera porque habitualmente el nimero de rostros en el entrenamiento

(i) es mucho menor que la dimension de la imagen del rostro (nxm). Por lo tanto, si
se calcularan los nxm autovalores, solo (i — 1) serian distintos de cero. Para prevenir
este calculo innecesario, se calcula solo los autovalores de una matriz de tamafio ixi

(matriz de covarianza).

Para realizar el calculo de los autovalores y autovectores asociados se hace uso
del método de la potencia y de un método de deflacion, como se explican en el
apartado 2.2.1.3.1 y 2.2.1.3.2, resumiendo estos apartados se podria decir, que el
método de la potencia obtiene de una matriz el autovalor de mayor modulo y el
autovector asociado a este, y el método de deflacion obtiene a partir de una matriz
otra matriz con los autovalores restantes de la matriz original, es decir, este método
hace cero el autovalor de mayor modulo que se encuentra en la matriz, y permite
obtener los autovalores y autovectores de forma decreciente mediante la aplicacion

del método de la potencia, de la siguiente manera:

A. Se aplica el método de la potencia a la matriz de covarianza y se obtiene el
autovalor mas dominante (el mayor) y su autovector asociado.

B. Se aplica el método de deflacion a la matriz de covarianza, haciendo cero el
autovalor encontrado anteriormente. Se vuelve al paso A hasta encontrar todos

los autovalores.
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Una vez que se apliquen estos métodos se obtienen i autovalores y sus

correspondientes autovectores. Estos autovalores no estan relacionados entre si, por
lo tanto, los autovectores asociados son ortogonales entre si, es decir, su producto

escalar debe ser igual a cero.
4.  Célculo de la matriz de transformacion W.

Para la obtencién de los componentes principales se necesita de una matriz que
extraiga caracteristicas fundamentales de la matriz de entrada y a su vez disminuya su
dimension, para obtenerla se hace uso de los autovectores obtenidos y de la matriz

normalizada, de la siguiente manera:

Transformada — Normal x Autovectores

Normal Autovectores
[T O ¢ VoV,
[ |
X
Prmn ]
nxm = | [
nxm X i

Figura 4.22. Matriz de transformacion. Fuente: Propia.

Como se puede observar en la figura 4.22, se obtiene una matriz de dimension
[nxm x 1], la cual puede variar dependiendo del niimero de autovectores que se deseen

emplear para la representacion de las imagenes, ya que estos expresan gran parte de
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las caracteristicas principales de las imagenes, por lo tanto, no es necesario hacer uso
de todos, si no, de aquellos que tengan asociados autovalores de gran tamafio, en otras
palabras, se hace uso solo de los autovectores que corresponden a los primeros
autovalores de mayor modulo. Por lo tanto, la matriz transformada puede tener una

dimension [nxm x 2], [nxm x 3], [nxm x 4]...., [nxm X i].

Como los autovectores se clasifican en orden decreciente, los tultimos
autovalores (y sus autovectores) pueden eliminarse. Esta es la reduccion real de
dimensiones que ofrece PCA. En efecto, significa que se pueden eliminar algunos de
los componentes principales porque éstos solo explican una pequenia porcion de la
informacion contenida en los datos iniciales, mientras que la mayor parte de la

informacion se encuentra en los otros componentes principales.

Una vez decidido el nimero de autovectores a emplear y obtenida la matriz de
transformacion, es necesario normalizar esta matriz, debido a que la multiplicacion
entre diferentes columnas debe ser igual a cero, ya que estas columnas deben formar
vectores ortogonales entre si. Para esto se calcula la norma de cada columna y se

divide entre cada valor de las columnas.
5. Calculo de la matriz de entradas reducidas.

Para reducir la matriz de entradas se hace uso de la matriz de transformacion, para
esto se multiplica la transpuesta de la matriz de transformacion por la matriz de
rostros y se obtiene una nueva matriz, donde las columnas representan los rostros

reducidos, que seran las entradas a la red neuronal.
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Entradas — Transtformada 7 x Rostros

Transtormada * Rostros
PP N L ¥1OXr» oN:» X,
Vi L
X
I
R" Pmm
i % nxm nxXm X i
i x i

Figura 4.23. Matriz de entradas reducidas. Fuente: Propia.

De esta manera se obtiene una matriz de [i x i], donde las filas corresponden al
numero de componentes por rostro y las columnas al nimero de rostros. Tantos las
filas como las columnas de esta matriz pueden variar, las filas dependen del nimero
de autovectores seleccionados para la representacion de los rostros y las columnas al
nimero de iméagenes seleccionadas para el entrenamiento, es decir, para un conjunto
de rostros de 25 sujetos y 2 caras por sujeto se tendran 50 rostros y 50 autovectores,
por lo tanto, la dimension de la matriz de entrada sera de 50x50, si se usan todos los
autovectores, pero esto puede reducirse disminuyendo el numero de autovectores.
Para determinar el mejor nimero de autovectores a utilizar se puede realizar de
manera grafica, por ejemplo para el rostro de la figura 4.24, se calculan y grafican los
rostros generados a medida que se aplican todos los autovectores gradualmente, como

se muestra en la figura 4.25.
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Figura 4.24. Rostro de prueba. Fuente: Propia.

El resultado de aplicar gradualmente los autovectores se muestran a
continuacion, de izquierda a derecha, de arriba abajo, los autovectores estan
ordenados por sus autovalores en forma decreciente, por lo tanto la informacion
proporcionada por los primeros es mucho mayor e importante en comparacion con los

siguientes.

Figura 4.25. Resultado de aplicar los autovectores gradualmente a un rostro.
Fuente: Propia.
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Como se puede observar en la figura 4.25, aproximadamente después de aplicar
los primeros 30 autovectores al rostro, se comienza a distinguir la mayoria de las
caracteristicas de éste, por lo tanto, se podria reducir el nimero de autovectores, lo

cual disminuira la dimension de la matriz de entrada a [30x50].

En resumen, se podria decir que después de aplicar el PCA a la matriz de
entrada se obtiene otra matriz de menor dimension, la cual es empleada para el
entrenamiento de la red. En el apartado 5.4 Pruebas y resultados computacionales.
Prueba 9. Numero de autovectores, se realizan diversas pruebas cambiando el
numero de autovectores, demostrando que se puede reducir notablemente el nimero

de autovectores, sin reducir la calidad de los resultados.
4.6.2.1. Aprendizaje de las entradas

Una vez que las entradas son preprocesadas, éstas son aprendidas por las redes
neuronales perceptrén multicapa y de base radial, como se indica en la figura 4.16.
Para este aprendizaje se buscé la formacion de redes neuronales eficientes, capaces de
aprender y generalizar las entradas, tomando en cuenta la arquitectura de las redes, la
inicializacién de los pesos, sesgos o umbrales, las funciones de activaciones mas
adecuadas y la técnica empleada para el aprendizaje. A continuacion se describen las

redes neuronales utilizadas.
4.6.2.1.1. Red de neuronas perceptron multicapa

En la figura 2.7 se muestra la arquitectura del perceptrén multicapa empleado para la
resolucion de este problema, donde el nimero de capas C utilizado fue de tres (3) y
donde cada neurona disponia de un sesgo o umbral como se explica en el apartado
2.3.3.2 Conexiones y pesos sinaptico. Su funcionamiento se detalla en el apartado

2.3.3.4 Elemento de procesado: neurona, y se muestra su funcionamiento en la figura
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2.2. En conclusién de estos apartados la red de neuronas perceptron multicapa

empleada se muestra en la figura 4.26.

I ng:
Capa de Capas ocultas Capa de
entrada salida

Figura 4.26. Arquitectura del perceptréon multicapa con umbral. Fuente:

Propia.

Como se puede observar en la figura 4.26, el perceptron multicapa puede tener
tantas capas como se desee. Para el desarrollo de la aplicacion se determind que con
una capa oculta resultaba suficiente, por lo tanto, la red perceptron multicapa esta
formada de soélo tres capas, la de entrada, la oculta y la de salida, sin embargo, es
posible cambiar el nimero de capas, asi como también el nimero de neuronas para
las capas ocultas. El nimero de neuronas para la capa de entrada viene dado por el
nimero de variables que tengan los patrones de entrada, es decir, el nimero de
componentes principales que se utilizd durante el preprocesamiento de los rostros.
Para determinar el numero de neuronas de la capa oculta se realizaron diversas
pruebas, variando el numero de neuronas, hasta dar con el nimero de neuronas mas
apropiado, el cual fue de 20 neuronas (apartado 5.4 Pruebas y resultados

computacionales. Prueba 1. NUmero de neuronas) y para la capa de salida el numero
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de neuronas serd definido por el numero de individuos a memorizar, es decir, cada

neurona representard a un individuo diferente.

Para la propagacion de los patrones de entradas (apartado 2.3.6.2 Propagacion
de los patrones de entrada), es decir, de los rostros preprocesados por ¢l PCA, en la
capa de entrada se hizo uso de la ecuacion 2.21, para transmitir hacia la red las
sefales recibidas del exterior, en las capas ocultas se hizo uso de la ecuacion 2.22,
para procesar la informacion recibida de la capa de entrada, aplicando una funcion de
activacion f a la suma de los productos de las activaciones que recibe por sus
correspondientes pesos, y en la capa de salida se utilizd la ecuacion 2.23, que
funciona de igual forma que en el caso anterior. La funcién de activacion empleada
fue la funcion sigmoidal (ecuacion 2.24), una de las principales razones por la cual se
hizo uso de esta funcion es porque arrojé los mejores resultados (véase apartado 5.4
Pruebas y resultados computacionales. Prueba 2. Funcién de activacion) y por ser
compatible con el algoritmo de aprendizaje utilizado (Backpropagation), el cual exige

que la funcidn de activacion sea derivable.

Para la correccion del error provisto por el algoritmo supervisado, durante la
propagacion de las entradas, se hizo uso del Algoritmo de Backpropagation
(apartado 2.3.6.3 Algoritmo Backpropagation, Retropropagacion). Para la correccion

de los pesos se hizo uso de la ecuacion 2.30, donde el gradiente § depende de la

ubicacion de los pesos, es decir, si los pesos a corregir pertenecen a una neurona en la
capa de salida, entonces se utiliza la ecuacion 2.31 y si se trata de una neurona en una
capa oculta se emplea la ecuacion 2.32. Este algoritmo también se empled para la
modificacion de los umbrales, lo cual, mejor6 notablemente en el rendimiento y en la
velocidad de aprendizaje (véase apartado 5.4 Pruebas y resultados computacionales.
Prueba 6. Umbrales).
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Para aumentar la eficiencia del algoritmo Backpropagation se adiciond a este el
término momentum o momento, descrito en el apartado 2.3.6.6 Aprendizaje con
momentum, lo que se busca es que la red no se actualice s6lo en funcion del gradiente
local, sino que tenga en cuenta las tendencias mas recientes en las superficies del
error, entonces, para la modificacion de los pesos y umbrales se realizd como se
muestra en la ecuacion 2.46. Generalizando se podria decir, que el resultado de
aplicar la ecuacioén 2.30 para la correccion de los pesos y la ecuacion 2.46 para la

inclusion del momento se puede apreciar en las siguientes ecuaciones:

Para la correcion de los pesos: Aw* = p- §¥-aF™?

; + aAw,

1oer

(¢.1)

Para la correcién de los umbrales: Au* = p+ 6F +oAu,,__ (4.2)

Para el desarrollo de la aplicacion para el reconocimiento facial, el factor de

momentum « utilizado fue de 0.9, para la obtencion de este factor se realizaron

diversas pruebas, como se muestra en ¢l apartado 5.4 Pruebas y resultados
computacionales. Prueba 5. Factor momento, donde se tomo en cuenta el nimero de
iteraciones necesarias para el entrenamiento, asi como también la capacidad de
generalizacion. Los valores de los factores utilizados se ubican en el intervalo [0, 1]y
como resultado se selecciond el factor con menor numero de iteraciones y mejor

generalizacion.

En resumen de todo lo explicado anteriormente, se muestra a continuacion el

diseio del algoritmo para el aprendizaje de la red perceptron multicapa.

1. Se inicializan los pesos y los umbrales
2. Para todos los patrones de entradas
2.1. Si el error cometido por la red > 0.1, entonces, (ecuacion 2.27)

2.1.1. Corregir los pesos y umbrales (ecuaciones 4.1 y 4.2)
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2.2. Si no, se contintia con el siguiente patron
3. Si hay correcciones, se repite el paso 2

4. Sino, se finaliza.

Como se puede observar todo el proceso de aprendizaje consiste en una
continua supervision del error cometido por la red, cuando esta no se equivoque (el
error sea menor a 0.1), entonces, no ocurrirdn correcciones y el algoritmo de
aprendizaje finalizard. Cabe destacar que el valor 0.1 se obtuvo después de una serie
de pruebas minuciosas, como se puede apreciar en el apartado 5.4 Pruebas y

resultados computacionales. Prueba 4. Error minimo.

Para la inicializacion de los pesos se debe tener presente que los algoritmos de
entrenamiento basados en el gradiente son técnicas de busqueda local, que se
quedaran atrapados en puntos de la superficie de error donde el gradiente sea nulo,
condicion que asegura que se ha encontrado un minimo, pero que no asegura que se
ha llegado al minimo global de la funcion, por lo tanto, los pesos elegidos para la
minimizacion del error seran determinantes tanto para la calidad del minimo

encontrado como para las iteraciones necesarias para encontrarlos.

No hay una solucidon determinista que asegure la buena seleccion de los pesos
iniciales, por lo tanto, se realizaron varias pruebas de inicializacién para conocer el
rango promedio de valores en el que la red obtenia mejores resultados, para luego
implementar una inicializacion aleatoria de los pesos, distribuida uniformemente

sobre el rango encontrado.

Cabe mencionar que para valores altos de los pesos se saturaria la funcion de
activacion de la red, anulando las derivadas del algoritmo de Backpropagation y, por
lo tanto, estancando el proceso de entrenamiento y en caso de valores pequeios, las
salidas generadas por la red serian proximas a cero y el entrenamiento seria muy lento

(apartado 5.4 Pruebas y resultados computacionales. Prueba 7. Pesos).
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4.6.2.1.2. Red de neuronas de base radial

En la figura 2.9 se muestra la arquitectura de la red de neuronas de base radial
empleada para la resolucion de la aplicacion para el reconocimiento facial, estas
redes, como se detalla en el apartado 2.3.7.1, solo constan de tres capas, una de
entrada, una oculta y una de salida. A diferencia de la red perceptron multicapa, esta
red posee umbrales o sesgos solo en las neuronas de la capa de salida, como se
describe en el apartado 2.3.3.2 Conexiones y pesos sinaptico. A continuacion se

muestra la red de base radial con los umbrales incluidos:

Capa de Capa Capa de
entrada oculta salida
Figura 4.27. Arquitectura de la red de neuronas de base radial con umbral.

Fuente: Propia.

Como se puede observar en la figura 4.25, la red de neuronas de base radial
solo dispone de tres capas, en la capa de entrada el numero de neuronas viene dado
por la cantidad de variables o componentes que tenga el patron de entrada (rostro

preprocesado), en la capa oculta, el nimero de neuronas puede ser arbitrario segun el
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criterio del investigador o del usuario de la aplicacion, sin embargo, para determinar
el mejor nimero de neuronas se realizaron diversas pruebas, variando el nimero de
neuronas hasta conseguir una red capaz de resolver el problema y obtener buenos
resultados, llegando a la conclusion que la mejor aproximacion seria colocar el
numero de neuronas igual al nimero de rostros del conjunto de entrenamiento. Y, el
nimero de neuronas en la capa de salida serd igual al numero de clases, es decir, al

numero de sujetos que la aplicacion sera capas de reconocer.

Cabe destacar que el nimero de neuronas de las capas de entrada y salida no
pueden ser cambiadas por el usuario, ya que estas dependen de la magnitud del
problema, en cambio el nimero de neuronas en la capa oculta puede ser cambiado si
asi se desea. En el apartado 5.4 Pruebas y resultados computacionales. Prueba 1.
NUmero de neuronas, se muestran diversas pruebas usando nimeros de neuronas

diferentes.

El proceso de aprendizaje en la red de base radial, requiere de la determinacioén
de un conjunto de parametros, como son: los centros, las desviaciones o amplitudes
de las neuronas ocultas, los pesos de la capa oculta a la capa de salida y los umbrales
de las neuronas de salida (apartado 2.3.7.4 Aprendizaje de las redes de base radial).
Para el calculo de todos estos parametros se empleé un método de aprendizaje hibrido
(véase 2.3.7.4.1 Método de aprendizaje hibrido), por lo tanto, este consta de una fase

no supervisada y otra supervisada.

En la fase no supervisada, para la determinacion de los centros se utilizo el
algoritmo de K-medias (explicado en el apartado 2.3.7.4.1) y para la determinacion
de las amplitudes se prob6 con dos heuristicas, descritas en las ecuaciones 2.58 y
2.59, de las cuales, se tomo la heuristica basada en la media geométrica, por su mayor
desempefo y mejor comportamiento (como se muestra en el apartado 5.4 Pruebas y

resultados computacionales. Prueba 8. Heuristicas).
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En la fase supervisada, se hizo uso de la ecuacion 2.47 para determinar las
activaciones de las neuronas de salida (apartado 2.3.7.2 Activacion de las neuronas

de la red de base radial), donde las activaciones de las neuronas ocultas @, se

determina mediante la ecuacion 2.48, la cual describe en su interior una funcion de

base radial denotada @, que puede adoptar diferentes formas y expresiones, sin

embargo, para este estudio se utilizd la funcién gausiana (ecuacion 2.50) por
presentar mejores resultados. Para mayor informacion véase el apartado 5.4 Pruebas

y resultados computacionales. Prueba 2. Funcion de activacion.

Durante el proceso de aprendizaje la ecuacion 2.60 sirvido de guia, para
determinar cuando se debia corregir un peso o un umbral, o cuando se debia detener
el proceso de aprendizaje, como condicioén de parada se determind que si el error se
mantenia constante con respecto al anterior, entonces, el proceso se detendria. Para la
correccion de los pesos y umbrales, se empled la técnica de minimos cuadrados
(descrita en el apartado 2.3.7.4.1), segin la ecuacion 2.68 y 2.69 respectivamente,
como se puede observar en las ecuaciones anteriores, la magnitud de la correccion de

los pesos y umbrales va a estar determinada por un factor & denominado tasa de

aprendizaje, el cual, fue inicializado en un valor de 0.01 (véase apartado 5.4 Pruebas
y resultados computacionales. Prueba 3. Factor de aprendizaje). Este proceso de

correccion de pesos y umbrales se realiza hasta que el error se estabilice.

El disefio del algoritmo para el aprendizaje de la red de base radial se muestra a

continuacion:

1. Se inicializan los pesos y los umbrales

2. Se calculan los centros C; (ecuacion 2.56)
3. Se calculan las amplitudes d, (ecuacion 2.58)

4. Se calculan las activaciones de las neuronas ocultas @, (ecuacion 2.48)
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5. Para todos los patrones de entrada
5.1 Se corrigen los pesos y umbrales (ecuaciones 2.68 y 2.69)
6. Siel error se estabiliza o el error cometido por la red < 0.01, se finaliza,

7. Sino, se repite el paso 5.

Como se puede observar en el algoritmo anterior, en el paso 6 el error cometido
por la red se compara con 0.01, cabe destacar que este valor puede variar, es decir,
puede ser un valor mas pequefio o mas grande, dependiendo del margen de error que
se le quiera permitir a la red durante el entrenamiento de los patrones de entrada, para
este estudio se fijo el valor de 0.01 por arrojar buenos resultados a la hora de
generalizar. Para mayor informacion véase el apartado 5.4 Pruebas y resultados

computacionales. Prueba 4. Error minimo.

Para aumentar la eficiencia del algoritmo de minimos cuadrados,
descrito en la ecuacion 2.62 y 2.63, para la correccion de los pesos y
umbrales, se adiciond a éste un término de momento para acelerar el
proceso de aprendizaje, permitiendo de esta manera la modificaciéon
de los pesos y umbrales mediante el uso de las ecuaciones 4.3 y 4.4,

descritas a continuacion:

1P'I":.'-L"::ﬂ:l' = Wi {.n - 1-} — &y ae(n} T B"ﬁ“-:ter {43]
u:c[”.} = u.'{(.n - I-} — a;.in} T B‘ﬂ“-:ter (44)

El factor de aprendizaje « utilizado para la aplicacion fue de 0.01 y el factor de

momentum f fue de 0.7, para la obtencion de estos factores se realizaron diversas
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pruebas, como se muestran en ¢l apartado 5.4 Pruebas y resultados computacionales.

Prueba 3. Factor de Aprendizaje y prueba 5. Factor momento.

Para la inicializacion de los pesos, al igual que en la red perceptrén multicapa,
se realizaron varias pruebas de inicializaciébn para conocer el rango promedio de
valores en el que la red obtenia mejores resultados, para luego implementar una
inicializacién aleatoria de los pesos, distribuida uniformemente sobre el rango
encontrado. Véase apartado 5.4 Pruebas y resultados computacionales. Prueba 7.

Pesos.
4.6.3. Reconocimiento de las entradas

En esta fase se le presentan los rostros que se desean identificar o verificar a las redes
neuronales artificiales, para su reconocimiento. Tanto la red perceptron multicapa
como la red de neuronas de base radial, deben estar entrenadas para garantizar el

reconocimiento de los sujetos.

Para el reconocimiento, al igual que para el aprendizaje, se debe preprocesar los
rostros que se desean reconocer, como lo indica la figura 4.17. Una vez que los
rostros estén preprocesados, son presentados a las redes y éstas haciendo uso de los

pesos y los umbrales logran la identificacion o verificacion de los rostros.

Como se ha mencionado, cada neurona de la capa de salida (de ambas redes)
representa a un individuo en particular, es decir, si se le presenta a las redes un rostro
denominado “sujeto 2%, estas deberdan encender la neurona correspondiente al sujeto

presentado, como se muestra en la figura 4.28.
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() = Sujeto 1 -- 0

s X . ”

U

g! X7 — Sujeto 2 -- 1
5

2 X1 Sujeto 3 —- 0

Figura 4.28. Ejemplo de reconocimiento unanime. Fuente: Propia.

Como se puede observar en la figura 4.28, lo mas logico es que encienda solo
una de las salidas, debido a que se le presenta a la red s6lo un rostro o patrén a la vez,
sin embargo, es posible que se enciendan mas de una. En el caso que se encienda mas
de una neurona se debera examinar su valor de activacion exacto, es decir, su valor
dentro del rango [0, 1], teniendo en cuenta que una neurona se activa o se enciende
cuando su valor de activacidon es mayor o igual a 0.5, por lo tanto, si méas de una
neurona se activa se tomardn sus valores exactos de activacion y se calculard el
porcentaje que corresponde para cada salida, para determinar cual de todas las

neuronas corresponde al patrén presentado.

En la figura 4.29 se muestra un ejemplo en el que se activan dos neuronas de

salida.
s X Sujeto 1 -- 0
u
)
i: X2 — Sujeto 2-- 1 -- 0.9
o
2 X3 Sujeto 3 == 1--05

Figura 4.29. Ejemplo de reconocimiento no unanime. Fuente: Propia.
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Como se puede observar en la figura 4.29, se le presenta a la red el patron
“Sujeto 2” y esta tiene dos salidas activadas, una salida sugiere que el patron
presentado corresponde al sujeto 2 y la otra, que corresponde al sujeto 3, en este caso,
para determinar cual de las dos salidas activadas tiene mayor credibilidad se hace uso
de su valor exacto de activacion, el cual es de 0.9 para una y de 0.5 para la otra. Para
esto se dice que 0.9 + 0.5 = 1.4 corresponde al 100% y que 0.9 representa el 64.28%
y 0.5 representa el 35.72%, por lo tanto, se llega a la conclusion que el patron
presentado corresponde al sujeto 2 por un 64.28% vy al sujeto 3 por un 35.72%, estos
porcentajes se han denominado porcentajes de acierto y al conjunto de porcentajes de

acierto correctos se ha denominado porcentaje de generalizacion de la red.

Cuando el porcentaje de generalizacion alcanza el 100% significa que la red es
capaz de reconocer a todos los rostros de pruebas, es decir, todas las salidas de las
neuronas de la ultima capa se encuentran apagadas excepto la que corresponde al
sujeto presentado (100% de acierto para cada sujeto), sin embargo, si éste porcentaje
de generalizacion disminuye, significa que existe alguna duda en cuanto al
reconocimiento de algun sujeto, como es el caso mostrado en la figura 4.29, donde

varias salidas de la red se encienden y el porcentaje de acierto se distribuye.

A pesar que el porcentaje de generalizacion sea menor a 100%, esto no significa
que la red no reconozca a todos los sujetos, esto solo significa que la red arroja varios
resultados para un solo sujeto, por lo tanto, se podria decir que aunque la red no
generalice totalmente el problema, la probabilidad de acertar todas las salidas, tal vez
alcance porcentajes mayores, como se puede apreciar en el apartado 5.4 Pruebas y

resultados computacionales. Prueba 10. Comparacion de las redes neuronales.

Cabe destacar que este proceso de reconocimiento se aplica de igual forma para
la red de perceptron multicapa y la red de neuronas de base radial, el éxito de esta
fase depende de la fase de aprendizaje, mientras mejor se realice el proceso de

entrenamiento, mejor seran los resultados obtenidos.



CAPITULO 5

FASE DE IMPLEMENTACION Y PRUEBAS

En la fase de implementacion se toma el resultado de las fases anteriores para generar
el cédigo final, es aqui donde se selecciona un lenguaje de programacion, segin las
especificaciones del disefio y de las propiedades del lenguaje, para la construccion de
un producto totalmente operacional, donde los componentes y todas sus

caracteristicas sean integrados y probados.

5.1. Eleccidn del lenguaje de programacion

El lenguaje elegido para la codificacion de la aplicacion fue Java, usando el JDK 1.6.
A continuacion se presentan muchas de las caracteristicas por la cual se escogio este

lenguaje de programacion:

» Orientado a objetos: Java fue disefiado como un lenguaje orientado a objetos
desde el principio. Los objetos se agrupan en estructuras encapsuladas, tanto
sus datos como los métodos que manipulan esos datos.

* Distribuido: Java proporciona una coleccion de clases para su uso en
aplicaciones de red, que permiten abrir sockets y establecer y aceptar
conexiones con servidores o clientes remotos, facilitando asi la creacion de
aplicaciones distribuidas.

* Interpretado y compilado a la vez: Java es compilado, en la medida en que su
codigo fuente se transforma en una especie de codigo maquina, los bytecodes,
semejantes a las instrucciones de ensamblador. Por otra parte, es interpretado,

ya que los bytecodes se pueden ejecutar directamente sobre
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cualquier maquina a la cual se hayan portado el intérprete y el sistema de
ejecucion en tiempo real.

= Robusto: Java fue disefiado para crear software altamente fiable. Para ello
proporciona numerosas comprobaciones en compilacion y en tiempo de
ejecucion. Sus caracteristicas de memoria liberan a los programadores de una
familia entera de errores, ya que se ha prescindido por completo de los
punteros, y la recoleccion de basura elimina la necesidad de liberacion
explicita de memoria.

» Indiferente a la arquitectura: Java esta disefiado para soportar aplicaciones que
seran ejecutadas en los mas variados entornos de red, desde Unix a Windows
NT, pasando por Mac y estaciones de trabajo, sobre arquitecturas distintas y
con sistemas operativos diversos.

= Portable: la indiferencia a la arquitectura representa s6lo una parte de su
portabilidad. Ademads, Java especifica los tamanos de sus tipos de datos
basicos y el comportamiento de sus operadores aritméticos, de manera que los
programas son iguales en todas las plataformas. Estas dos ultimas
caracteristicas se conocen como la Maquina Virtual Java (JVM).

* Multihebra: hoy en dia ya se ven como terriblemente limitadas las
aplicaciones que solo pueden ejecutar una accion a la vez. Java soporta
sincronizacion de multiples hilos de ejecucion (multithreading) a nivel de
lenguaje.

» Dinamico: el lenguaje Java y su sistema de ejecucion en tiempo real son
dindmicos en la fase de enlazado. Las clases s6lo se enlazan a medida que son
necesitadas. Se pueden enlazar nuevos modulos de codigo bajo demanda,

procedente de fuentes muy variadas, incluso desde la Red.

El entorno de desarrollo integrado (IDE) utilizado fue JCreator Pro V3, por su
facilidad de uso y bajos requerimientos. El cual permite una programacion total por

parte del usuario, facilitando su entendimiento.
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5.2. Codificacion

Durante esta etapa se realiza la tarea denominada comiinmente como programacion;
que consiste en llevar a cédigo fuente, en el lenguaje de programacion elegido, en
este caso, Java, todo lo disefiado en las fases anteriores, siguiendo por completo los
lineamientos impuestos en el disefio y considerando siempre los requisitos

funcionales y no funcionales.

El paradigma de la programacion orientada a objetos fue el empleado para la
codificacion de la aplicacion, por lo tanto, se realizd una abstraccion de los objetos
con sus atributos para representar sus caracteristicas o propiedades, y sus métodos
para representar los comportamientos o acciones que realizan, donde, todas las

propiedades y métodos comunes a los objetos se encapsularon en clases.

La programacion o codificacion de la aplicacion se llevo a cabo cumpliendo
ciertas normas como son: el uso de nombres significativos para las clases, los
atributos y los métodos, organizacion del cédigo mediante el uso de tabulaciones y
espacios que brinden claridad tanto al programador como a un lector, inicializacion
de los atributos al principio de la clases e informacion de los disefiadores al principio

de cada clase.

Para la integracion de todos los mddulos que conforman la aplicacion se hizo

uso de los siguientes métodos:

El método de integracion de arriba hacia abajo o descendente: consiste en
integrar la aplicacion empezando con el moédulo principal, y a este se le ird
adjuntando los moédulos subordinados, probando la aplicacién cada vez que se le
aflada un modulo, usando al programa principal como el manejador de las pruebas

necesarias.
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El método de integracion de abajo hacia arriba o ascendente: consiste en probar
primero los modulos inferiores, que no necesitan la ayuda de otro modulo, sirviendo
como soporte de otro procedimiento. De esta forma se van creando grupos de
modulos cada vez que se une un mddulo con otro, hasta que, por tltimo, se integran
todos estos grupos con el programa principal. Es necesario realizar por los menos una

prueba para cada integracion.

El método utilizado para la integracion de la aplicacion fue el método
descendente, se considerd que el establecer una serie de niveles de mayor a menor
complejidad para la resolucion del problema daria como resultado una aplicacion
Optima y con un alto desempefio, evitando problemas durante la integracién de todos

los moédulos.
5.3. Implementacion de la interfaz gréafica

La interfaz grafica de usuario (Graphical User Interface, GUI) sera el artefacto
tecnoldgico de la aplicacion que posibilitard, a través del uso y la representacion
visual, una interaccion amigable con la aplicacion informatica. La interfaz grafica de
usuario utiliza un conjunto de imagenes y objetos graficos para representar la

informacion y acciones disponibles de la aplicacion.

Para la implementacion de la interfaz grafica de usuario para la aplicacion de
reconocimiento facial mediante el uso de redes neuronales artificiales, se hizo uso de
los requerimientos y los casos de uso del sistema, ademas de esto su disefio grafico
se penso sobre la base de una apariencia profesional, agradable y sencilla al momento
de ser manipulada por cualquier tipo de usuario, permitiendo a usuarios inexpertos su
facil uso y a usuarios expertos la posibilidad de continuar realizando investigacion
avanzadas, permitiendo la realizacion de pruebas que contribuyan a la obtencion de

nuevos conocimientos.
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Como se puede observar en la figura 5.1, se muestra la interfaz grafica de

usuario correspondiente a la fase de aprendizaje de la aplicacion.

&) Aplicacion para el reconocimiento facial mediante Redes Neuronales Artificiales [L|

\ \I \ \.
\l & \
\,

-
TN ‘\\\\

W A 5 A il
> ‘ Reconocimiento Facial

N .
& \ Aprender Reconocer (Configurar

Rostros de Entradas [conjunto de Memorias B x5l
Sujetos

IParametros de las Redes Neuronales Artificiales
| PERCEPTRON MULTICAPA FUNCION DE BASE RADIAL
. -

Ntimero de Capas [3 |

Capa EFi Neuronas Ocultas 4
Factorde Aprendizaje |01 |

—
4

Newronas Ocultas |4 |

I Factor de Aprendizaje o1
|
|

Aprender

Figura 5.1. Interfaz grafica de usuario — fase de aprendizaje. Fuente: Propia.

En esta interfaz es donde el usuario le indica cuantos sujetos deben aprenderse
las redes neuronales artificiales y cuantas caras de cada uno, e indica los parametros
con los que desea que trabaje la red. También es posible indicarle a la red que haga

uso de alguna memoria anterior para agilizar el aprendizaje o para cargarlo en las
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redes. A continuacion se explica con mas detalle cada parte de la interfaz de usuario

mostrada en la figura 5.1.

Para cambiar entre las diferentes pantallas que ofrece la aplicacion se hace uso
de los botones aprender, reconocer y configurar (figura 5.2). El boton aprender se
encarga de mostrar en pantalla la interfaz grafica de usuario correspondiente a la fase
de aprendizaje, es decir, la mostrada en la figura 5.1. El boton reconocer se encarga
de mostrar la pantalla correspondiente a la fase de reconocimiento (figura 5.7) y el
botdn configurar se encarga de mostrar una pantalla para la configuracion de algunos

parametros de la aplicacion (figura 5.11).

y

Aprender Reconocer Configurar

Figura 5.2. Botones aprender, reconocer y configurar. Fuente: Propia.

En la figura 5.3 el combo box muestra una lista de los diferentes aprendizajes
realizados hasta el momento por la aplicacion, estos aprendizajes son almacenados y
guardados segin su calidad, es decir, segiin su porcentaje de generalizacion,
formando de esta manera un conjunto de memorias que pueden ser utilizadas
posteriormente para cargar un aprendizaje realizado con anterioridad o para tratar de
mejorar el porcentaje de generalizacion obtenido hasta ese momento. Si se desea
cargar un aprendizaje realizado anteriormente, sin la necesidad de entrenar
nuevamente, s6lo basta con seleccionarlo de la lista del combo box y activar la casilla

de verificacion, la cual indica que debe omitirse el entrenamiento. Ahora bien, si se
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desea mejorar un entrenamiento se debe indicar cual y no se debe activar la casilla de
verificacion. El boton eliminar se utiliza cuando se desea borrar un aprendizaje de la
lista del combo box y el boton limpiar deselecciona todos los sujetos y caras

seleccionadas por el usuario hasta el momento.

Conjunto de Memorias - F\g" L]
' [ = =a e
| | i
Combo Boton Boton Casilla de
Box Eliminar Limpiar Verificacion

Figura 5.3. Memorias de la aplicacion. Fuente: Propia.

Como se puede observar en la figura 5.4, ésta consta de dos apartados, sujetos y
caras, en el apartado de sujetos se indica el sujeto al cual se le desea seleccionar
alguna cara para que forme parte del conjunto de entrenamiento, para esto se presiona
clic sobre el rostro del sujeto y posteriormente se presiona sobre las caras que desean
seleccionar, las caras seleccionadas tendran una flecha verde y el nimero de caras

seleccionadas serd indicado por el contador de caras.
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Apartado Sujetos

Botén
lzquierda:
Sujetos :

Apartado Caras

Figura 5.4. Seleccion de rostros para el entrenamiento. Fuente: Propia.

También se puede observar en la figura 5.4 que cada apartado posee dos
botones a sus extremos, estos botones tienen como funcidon permitir desplazarse por el

conjunto de rostros y de caras utilizadas por la aplicacion.

En cuanto a la configuraciéon de los pardmetros de las redes neuronales
artificiales, en la figura 5.5 se muestra los diferentes cambios que se pueden realizar,
en cuanto al perceptron multicapa se puede indicar el nimero de capas que se desea
utilizar, luego el nimero de neuronas por cada capa y el factor de aprendizaje. Para la
red de base radial, se puede indicar el nimero de neuronas ocultas y el factor de

aprendizaje.
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Parametros de las Redes Neuronales Artificiales

PERCEPTRON MULTI CAPA FUNCION DE BASE RADIAL
Niimero de Capas M Neuronas Ocultas !D

C_'apa Neuronas Ocultas 4 Factor de Aprendizaje |0 01

Factor de Aprendizaje |0.1

Figura 5.5. Parametros de las redes neuronales artificiales. Fuente: Propia.

Por ultimo, como se muestra en la figura 5.6, el boton aprender es el que se
encarga de ordenar el aprendizaje de todos los rostros seleccionados, cabe destacar

que para realizar un entrenamiento se debe seleccionar més de un rostro.

Aprender

Figura 5.6. Boton aprender. Fuente: Propia.

Como se puede observar en la figura 5.7, se muestra la interfaz grafica de
usuario correspondiente a la fase de reconocimiento de la aplicacion. Al igual que en
la figura 5.1, ésta también posee los botones de aprender, reconocer y configurar.
Cabe destacar que la pantalla mostrada en la figura 5.7 aparece cuando se presiona

sobre el boton reconocer.
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Aplicacion para el reconocimiento facial mediante Redes Meuronales Artificiales |:|_ |X|

N

A \

.. Reconocimiento Facial

Aprender |Reconocer (Configurar

/ ..
) wyg}% Rostros de Prueba
A _

|Veriﬁcar |v||Veriﬁcar |v||Veriﬁcar |v||Ver'rr|car |v|

Reconocer

Figura 5.7. Interfaz grafica de usuario — fase de reconocimiento. Fuente: Propia.

En la interfaz que se muestra en la figura 5.7 es donde el usuario indica que
sujetos desea que la aplicacion reconozca. Para indicar los sujetos que se desean
identificar o verificar se deben seleccionar las caras de los sujetos, esto se realiza de
igual forma que para la seleccion de los rostros de entrenamiento, como se muestra en
la figura 5.4. Una vez seleccionados los rostros que se desean reconocer, como se
muestra en la figura 5.8, se hace uso del combo box para verificar si un sujeto

corresponde a otro en particular. En caso de no indicar ningin otro sujeto en el
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combo box, entonces, se realizara una identificacion del mismo. Para desplazarse

entre los sujetos a reconocer se debe hacer uso de los botones a sus lados.

Rostros a Reconocer

Botdn
Izquierda
RACOnOERE IVerirH:ar

|v_'”\feriﬁcar |"v:”\."eriru:ar |.v.”veriﬁcar |v] Reconocer

1
l

Combo box

Figura 5.8. Conjunto de rostros a reconocer. Fuente: Propia.

Una vez indicados los rostros a reconocer para iniciar el proceso de

reconocimiento se debe presionar el boton reconocer (figura 5.9).

Rﬂﬁﬁﬂﬂﬁ&i

Figura 5.9. Boton reconocer. Fuente: Propia.

Al finalizar el proceso de reconocimiento, se muestra una pantalla con el
conjunto de rostros a reconocer y los resultados obtenidos del reconocimiento, como

se muestra en la figura 5.10.

En la interfaz mostrada en la figura 5.10, se muestra inicialmente en la parte
superior los rostros a reconocer, estos presentan una numeracion, el nimero de la
izquierda corresponde al nimero cara y el nimero de la derecha al nimero de sujeto,
podria decirse que representa su identificador o nombre, ya que todas las caras con

este nimero corresponden al mismo sujeto. Al igual que en los casos anteriores, para
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desplazarse por el conjunto de rostros a reconocer se hace uso de los botones a sus

lados.

Aplicacion para el reconocimiento facial mediante Redes Neuronales Artificiales |:|,_ |z|

N I\
R a9 .
ABYESSN  Reconocimiento Facial

Aprender |Reconocer (Configurar

Rostros a Reconocer

a0
Resultados
PERCEPTRON MULTI CAPA FUNCION DE BASE RADIAL

Identificando Rostro: 1

Rostro Corresponde. al Sujeto: 1-100.00%

|

~—=.

=

Tas

¥
2
m‘é!h

=z

‘ W Acierto: 100.00%
;' Sujeto Namero: 1

R,

N

Figura 5.10. Interfaz de usuario — reconociendo. Fuente: Propia.

Para conocer los resultados arrojados por la aplicacion, mas especificamente
por cada red neuronal, se debe presionar sobre un rostro. Como se puede observar en
la figura 5.10 el primer rostro a reconocer se encuentra seleccionado y los resultados
correspondientes se muestran en pantalla, en este caso tanto la red perceptron

multicapa como la red de neuronas de base radial han determinado que el sujeto
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seleccionado corresponde al sujeto numero 1 con un acierto del 100%. Este proceso

se realiza de igual forma para todos los rostros a ser reconocidos.

Para finalizar con las interfaces de usuarios, se muestra a continuacién (figura
5.11) la interfaz de usuario que se encarga de la configuraciéon de algunos
parametros, como son: el nimero de sujetos que la aplicacion sera capaz de manejar y
el nimero de caras por sujeto. También brinda alguna informacién referente a la

ubicacion donde deben estar almacenadas las imagenes y la resolucion de éstas.

Aplicacion para el reconocimiento facial mediante Redes Neuronales Artificiales |:||: E|

Aprender Reconocer (Configurar

| Configuracion de Entradas

Niimero de Sujetos: ’E
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Carpeta de Rostros de Entradas:  Rostros
Carpeta para los Sujetos:  si, 52, ..., s40
Resolucion:  ancho x alto. 26x32

Configuracién de la Interfaz
(Carpeta de Rostros de la Interfaz:  RostrosI

Resolucion:  92x]]2

Q7
i VA s
‘ -

N2

| Configurar

e,

N

Figura 5.11. Interfaz gréfica de usuario — Configuracion. Fuente: Propia.
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5.4. Pruebasy resultados computacionales

En este apartado se realizan las pruebas necesarias para conseguir implementar la
aplicacion de reconocimiento facial, logrando el mejor rendimiento. Para esto es
necesario realizar pruebas para determinar: el numero Optimo de neuronas en las
capas ocultas, funciones de activacion, parametros importantes como, el momento, el
error minimo, factor de aprendizaje, asi como también las heuristicas empleadas para
la determinacion de los centros y amplitudes (para la red de neuronas de base radial),
la modificacion de los umbrales con Backpropagation (para la red perceptron
multicapa) y la inicializacién de los pesos. Todos estos son factores que juegan papel
muy importante a la hora de implementar la aplicacion, por lo tanto, se desea en este
apartado mostrar los resultados haciendo uso de las diferentes posibilidades, para la

obtencién de redes neuronales capaces del reconocimiento facial.

También se mostrara en este apartado los resultados finales obtenidos para la
red perceptrén multicapa y la red de neuronas de base radial, asi como comparaciones

entre ellas, para medir velocidad y desempefio.

Todas las pruebas se realizaran en un ordenador con las siguientes
caracteristicas: Pentium 4 a 3000MHZ con 512MB de RAM y Windows XP sp2

como sistema operativo.

En caso de no indicar lo contrario, los pardmetros que utilizaran las redes

neuronas artificiales para realizar las pruebas serdn los indicados en la tabla 5.1.

Tabla 5.1. Parametros iniciales de las redes neuronales artificiales. (1/2).

Parametros Red perceptron multicapa Red de base radial
N° de neuronas 20 N° de clases
Funcion de activacion Potencia Gausiana
Factor de aprendizaje 0.1 0.01

Fuente: Propia.
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Tabla 5.1. Parametros iniciales de las redes neuronales artificiales. (2/2).

Error minimo 0.1 0.000001
Factor momento 0.9 0.7
Pesos [-0.05, 0.05] [-0.05,0.05]
Heuristicas No aplica Media Geométrica

Fuente: Propia.

Para todas las pruebas realizadas en este apartado se toman en cuenta diversas
caracteristicas como: el numero de rostros a memorizar por la red, el tiempo y el
nimero de iteraciones durante el proceso de aprendizaje, y como factor fundamental,
el porcentaje de generalizacion, que permite determinar que tan buenos son los
factores evaluados, por lo tanto, el porcentaje de generalizacion tendra el mayor peso

a la hora de tomar una decision.

Para la obtencion de los resultados se realizaron 30 pruebas separadas en 3
grupos de 10, se promediaron los resultados de cada grupo y el de mayor promedio se
presentd en la primera fila de cada prueba y en la segunda fila se especifico el
resultado mas alto durante las 30 pruebas, con lo que se desea determinar que nimero
de neuronas, funcion de activacion, factor de aprendizaje, momento, pesos y

heuristicas conviene utilizar durante el proceso de aprendizaje.

Cabe destacar que a medida que se obtengan los pardmetros que mejor
funcionan con las redes, estos se irdn incorporando en su estructura para realizar

calculos cada vez mejores.

Prueba 1. NUumero de neuronas. En esta prueba se busca el ntimero de
neuronas que mejor responde ante el reconocimiento de un conjunto de rostros, para
esto se varia el nimero de neuronas, de acuerdo al nimero de sujetos a memorizar, es
decir, para 10 x 8 = 80 (10 sujetos, 8 caras, 80 rostros totales), el nimero de neuronas

a utilizar podria ser de dos neuronas por sujeto, o una por sujeto o una neurona por
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cada dos sujetos, en otras palabras seria 10x2, 10 y 10/2, con lo que se tendria 20, 10

y 5 neuronas.

Tabla 5.2. Busqueda del mejor nimero de neuronas para el perceptron multicapa.

N° neuronas | N°Rostros N¢ iteraciones Tiempo % de generalizacion

o
20 10 x 8 = 80 15584 0.431s 97.80%
14560 0.375s 98.64%
17224 0.272s 97.86%

10 10 x 8 =80

: 16240 0.234s 99.14%

o
5 10x 8 = 80 30024 0.262s 97.32%
58080 0.500s 98.64%

o
40 20 x4 = 80 99032 6.884s 88.80%
105600 7.469s 91.96%

o
20 20 x4 = 80 116928 3.946s 86.40%
160640 4.938s 88.63%

o
10 20 x4 = 80 169233 3.472s 85.32%
203600 4.000s 88.34%
60 30x4= 160960 21.083s 81.05%
120 137280 19.328s 82.58%
10 30x4= 194280 13.098s 79.31%
120 202800 14.031s 80.68%
15 30x4= 384680 14.484s 75.13%
120 494040 17.890s 76.38%

Fuente: Propia.

Como se puede observar en la tabla 5.2, para el primer caso donde el nimero de
rostros es 10 x 8 = 80, se emplea dos neuronas por sujeto, con lo que se dispone de 20
neuronas para el aprendizaje, en estos casos en particular, donde se utiliza dos
neuronas por sujeto se obtienen buenos resultados en comparacion a los casos donde
se utiliza una neurona por cada dos sujetos, sin embargo, para los casos donde se
emplea una neurona por sujeto se obtienen también buenos resultados, con la ventaja
de realizarlo en un tiempo mucho menor, por lo tanto, para esta aplicacion se optd por

definir un ntimero fijo de 20 neuronas, capaces de enfrentarse a diferentes nimeros de
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rostros y obtener buenos resultados en cuanto a tiempo y calidad, sin embargo, para
obtener mayor calidad en lo que respecta a generalizacion, se puede sacrificar el
tiempo y emplear dos neuronas por sujeto obteniendo en su mayoria los mejores

resultados.

Como se puede observar a medida que el nimero de neuronas es mayor para un
mismo problema, el numero de iteraciones disminuye pero el tiempo de
procesamiento aumenta, a primera vista podria parecer que debido a que el nimero de
iteraciones es menor, deberia resolver el problema en menor tiempo, pero en realidad
el tiempo es mayor, debido al gran nimero de operaciones realizadas entre todos los

nodos de las neuronas.

En cuanto a la eleccion del niimero de neuronas apropiadas para la red de
neuronas de base radial, se utiliz6 el mismo criterio que para el perceptrén multicapa,
con la unica diferencia que se agregd un nuevo caso empleando el numero de rostros
como el nimero de neuronas de la red, en la tabla 5.3 se observan los resultados

obtenidos.

Tabla 5.3. Busqueda del mejor numero de neuronas para la red de base radial. (1/2)

N° neuronas | N° Rostros NP° iteraciones Tiempo % de generalizacion
o
20 10 x 8 = 80 5626 15.252s 99.00%
5842 15.453s 99.00%
17745 14.847s 96.80%
20 10 x 8 =80
) 9758 7.891s 99.00%
o
10 10 x 8 = 80 4566 2.526s 78.88%
22717 1.109s 90.56%
1646 0.571s 46.53%
5 10 x 8 =80
: 1322 0.453s 57.01%

Fuente: Propia.
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Tabla 5.3. Busqueda del mejor nimero de neuronas para la red de base radial. (2/2)

o
% 20+ 4= 50 12561 67.343s 81.95%
12204 69.9065 82.25%

o
0 20+ 4= 80 53033 16.348s 89.83%
23713 68.672s 94.00%

o
20 20+ 4= 50 9761 16.348s 69.42%
7349 12.032s 73.25%

o
0 20+ 4= 80 5006 4.782s 30.40%
4063 4.078 35.76%
30x4= 10206 204.018s 81.96%

120
120 10345 202.922s 82.33%
0 30 x4= 34452 3323155 80.89%
120 36282 345.687s 83.85%
0 30x4= 11766 61.453s 55.55%
120 11696 61.469s 58.00%
s 30 x4= 3987 11.854s 24.88%
120 3742 11.297s 26.33%
40x 8= 6752 1926.343s 97.37%
320

320 6910 1930.375s 97.50%
%0 40x8= 9068 483.859s 77.89%
320 8793 449.359s 82.09%

Fuente: Propia.

Para el caso de la red de base radial resulta dificil determinar un valor fijo de
neuronas, ya que, este tipo de red realiza aproximaciones locales de los patrones de
aprendizaje, por lo tanto, si el nimero de neuronas es menor al nimero de sujetos, lo
mas probable es que el porcentaje de generalizacion disminuya notablemente, como
se puede observar en la tabla 5.3 en los casos donde el nimero de neuronas es menor
al numero de sujetos, por el contrario, los mejores resultados se pueden observar en
los casos donde el numero de neuronas es igual al nimero de rostros y cuando el

numero de neuronas es el doble del nimero de sujetos.

Para los casos donde el niimero de rostros no es muy grande, no existe gran

diferencia en usar el nimero de neuronas igual al nimero de rostros o en usar dos



215

neuronas por sujeto, sin embargo, en los casos donde el nimero de rostros aumenta,
se puede notar que dos neuronas por sujeto da como resultado tiempos de
convergencias mayores y porcentajes menores, como se puede observar en el caso
donde se empleo 60 neuronas para resolver el problema de 30 x 4, notdndose que el
numero de iteraciones y el tiempo de convergencia es mayor que al usar 120
neuronas, esto se puede observar con mayor claridad en el caso donde se emplea 320
neuronas para resolver el problema de 40x8, demostrando de esta manera que resulta
mas apropiado utilizar un nimero de neuronas igual al nimero de rostros a entrenar,

para garantizar de esta manera una alta capacidad de generalizacion.

La seleccion del nimero de neuronas para esta red es mucho mas complicada
que para el perceptron multicapa, ya que, una mala eleccion podria ocasionar tiempos
de convergencias muy grandes o bajos porcentajes de generalizacidon, ya que, el
numero de neuronas esta estrechamente ligado al conjunto de rostros que se desea

aprender.

Cabe destacar que estas pruebas tienen como fin encontrar el nimero de
neuronas que esté mas acorde con las redes neuronales, no significa que el numero de
neuronas que se determine en estas pruebas sea definitivamente el mejor, ya que, solo
se trata de hacer una aproximacion del niimero de neuronas que se pueden utilizar
para conseguir un aprendizaje rapido y con un alto grado de generalizacion, es
importante sefialar que el deseo de encontrar un niimero de neuronas que disminuya
el tiempo de aprendizaje, tal vez, no sea de gran importancia, sin embargo, para este
estudio, lo es, debido a la facilidad de analisis en cuanto a las estructuras de las redes

y sus componentes.

Prueba 2. Funcidén de activacion. En esta prueba se busca la funcion de
activacion que tenga el mejor comportamiento y arroje los mejores resultados durante

el reconocimiento facial, tanto para la red perceptron multicapa como para la red de
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neuronas de base radial. En las tablas 5.4 y 5.5 se muestran los resultados obtenidos

para diferentes funciones de activacion.

Tabla 5.4. Busqueda de la mejor funcion de activacion para el perceptréon multicapa.

Funcion activacion | N° Rostros | N°iteraciones | Tiempo | % generalizacion
0
10 x 8 = 80 15416 0.400s 97.86%
. 15600 0.391s 99.14%
Potencia
3704 0.068s 61.01%
10x1=10
5080 0.078s 66.74%
0
10x 8 = 80 14160 0.429s 97.94%
. . 13600 0.407s 99.50%
Sigmoidal
2872 0.062s 64.90%
10x1=10
2950 0.047s 67.00%
0
10 x 8 = 80 22960 0.721s 97.20%
Tangente 22560 0.735s 98.00%
hiperbdlica 1180 0.029s 65.60%
10x1=10
1220 0.032s 69.02%
0
10 x 8 = 80 201056 4.675s 97.31%
Seno 203200 4.907s 99.00%
0
10x 1 =10 62556 1.260s 51.30%
54550 1.093s 60.00%

Fuente: Propia.

Como se puede observar en la tabla 5.4, se realizd para cada funcion de
activacion dos pruebas variando el nimero de rostros, en una se utilizd un niimero de
caras elevado (8) y en la otra el nimero minimo de caras por sujeto (1), con el objeto
de evaluar el comportamiento de las funciones de activacion en cuanto a la
generalizacion del problema, como se muestra en el caso de la funcion sigmoidal, ésta
obtiene los mejores resultados cuando se trata de un numero elevado de caras por
sujeto, sin embargo, no presenta los mejores resultados para un nimero menor de
caras, ya que, los mejores resultados fueron arrojados por la funcion tangente

hiperbdlica, a pesar de esto, se decidi6 utilizar la funcién sigmoidal como la funcion
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de activacion predeterminada para la aplicacion, por su mayor velocidad y menor
nimero de iteraciones con respecto a la funcion hiperbdlica, lo que trae por
consiguiente un mayor control y estabilidad al enfrentarse con problemas de mayor

magnitud.

Las pruebas realizadas para la red de neuronas de base radial, que se muestran
en la tabla 5.5, siguen el mismo criterio de las pruebas descritas en la tabla 5.4, con lo
que se desea determinar la funcion de activacion de mejor comportamiento en cuanto

a tiempo de procesado y calidad.

Tabla 5.5. Busqueda de la mejor funcion de activacion para la red de base radial.

Funcion activacion | N° Rostros | N°iteraciones | Tiempo | % generalizacion

0
10 x 8 = 80 5626 15.252s 99.00%
. 5842 15.453s 99.00%

Gausiana
98223 9.887s 76.01%
10x1=10

33359 3.187s 76.02%

0
10 x 8 = 80 5906 4.520s 92.73%
Inversa 5460 4.187s 96.00%
cuadrética 101 =10 146348 14.296s 76.00%

X =

134058 12.687s 76.00%

0
10 x 8 = 80 3594 2.781s 93.81%
Inversa 2770 2.125s 99.00%
multicuadratica 10x1=10 425963 43.850s 74.00%

X =

28246 2.922s 74.00%

Fuente: Propia.

Como se puede observar en la tabla 5.5, la funcidon gausiana tiene el mejor
comportamiento tanto con 80 como con 10 rostros, aunque las diferencias sean
pequenas, se podria destacar su tiempo de procesamiento y su menor nimero de
iteraciones, en el caso de 10 rostros, sin embargo, como se puede ver, la funcién
cuadratica y la multicuadratica presentan un pequefio numero de iteraciones al

presentarle 80 rostros, a diferencia de la gausiana, a pesar de esto, se considera que
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de todas las funciones la que mayor estabilidad ofrece, en cuanto a tiempo de
procesamiento y rendimiento, es la funcién gausiana por arrojar los mejores

resultados en relacion a las demas funciones.

La eleccién de la funcion de activacion muchas veces esta estrechamente ligada
al problema que se desea resolver, pero, se ha notado que durante las pruebas de
funciones de activacion, todas han tenido un comportamiento aceptable, por lo tanto,
decidir que funcion de activacion serd empleada para la aplicacion de reconocimiento

facial no resulta problematico.

Para la seleccion de las funciones de activacion se tomo en cuenta como factor
fundamental el tiempo de convergencia y la capacidad de generalizacion, con el fin
de obtener redes neuronales que permitan realizar estudios, en cuanto a los diferentes
parametros que intervienen en su estructura y funcionamiento, facilitando y
agilizando la investigacion por las diferentes posibilidades que ofrece una red
neuronal, a demds de proveer una solucion elegante al problema de reconocimiento

facial.

Prueba 3. Factor de Aprendizaje. En esta prueba se busca el mejor factor de
aprendizaje que permita una buena generalizacion del problema. Los resultados para
la red perceptron multicapa y la red de neuronas de base radial se muestran en las

tablas 5.6 y 5.7 respectivamente.

Tabla 5.6. Busqueda del mejor factor de aprendizaje para el perceptréon multicapa. (1/2)

Factor aprendizaje | N°iteraciones | Tiempo | % de generalizacion

93320 2.146s 95.68%
97680 2.110s 97.16%
Fuente: Propia.

0.01
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Tabla 5.6. Busqueda del mejor factor de aprendizaje para el perceptrén

multicapa. (2/2)

0.02 42600 0.999s 95.71%
39760 0.906s 97.29%

0.03 31880 0.931s 95.91%
28720 0.734s 98.18%

0.04 30008 0.788s 96.21%
44640 1.140s 97.83%

0.05 29704 0.896s 96.01%
29600 0.875s 98.62%

0.06 25064 0.698s 96.83%
24480 0.704s 99.14%

0.07 21872 0.626s 97.24%
20400 0.688s 99.00%

0.08 18272 0.518s 96.85%
21040 0.593s 98.14%

0.09 16216 0.462s 97.61%
19040 0.500s 99.50%

01 15560 0.450s 97.73%

14880 0.422s 99.00%

0.2 42520 0.869s 95.97%

38640 0.812s 97.43%

0.3 28848 0.622s 96.57%

21520 0.453s 97.64%

Fuente: Propia.

Como se puede observar en la tabla 5.6, se realizan una serie de pruebas para
determinar cual factor estd més acorde con la estructura de la red perceptron
multicapa, se puede notar que a medida que el factor de aprendizaje aumenta, el
porcentaje de generalizacion también, deteniendo su aumento en el factor 0.1, con lo

que se opto por utilizar este factor como el predeterminado de la aplicacion.

A continuacion en la tabla 5.7 se presentan los resultados obtenidos al variar un

conjunto de factores en la red de neuronas de base radial.
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Tabla 5.7. Busqueda del mejor factor de aprendizaje para la red de base radial.

Factor aprendizaje | N°iteraciones | Tiempo | % de generalizacion

0.01 11635 9.271s 95.91%
8427 6.438s 99.00%

0.02 10442 8.323s 90.39%
5721 4.531s 99.00%

0.03 5251 4.415s 91.96%
4516 3.813s 99.00%

0.04 4172 3.532s 91.87%
2546 2.156s 98.00%

0.05 2668 2.431s 81.45%
1672 1.468s 99.00%

0.06 2739 2.332s 81.44%
1544 1.328s 97.00%

0.07 1810 1.621s 84.07%
3843 3.250s 95.42%

0.08 3216 2.720s 70.53%
2176 2.032s 85.39%

0.09 1873 1.598s 67.95%
1281 1.093s 81.73%

0.1 1923 1.662s 65.53%
2139 1.828s 81.30%

0.2 7460 5.650s 34.00%
2681 2.015s 51.53%

0.3 25477 19.281s 11.95%
58876 47.797s 19.75%

Fuente: Propia.

Como se puede observar en la tabla 5.7, a diferencia del perceptron multicapa,
la red de neuronas de base radial trabaja muy bien con factores de aprendizaje
pequetios, como es el caso con el factor 0.01, y como se puede ver a medida que este
factor aumente el porcentaje de generalizacion disminuye y con factores muy grandes
es notable su mala generalizacion, por lo tanto, se decidid emplear un factor de

aprendizaje de 0.01, por presentar los mejores resultados.
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Cabe destacar que durante la realizacion de estas pruebas, factores de
aprendizajes muy grandes, entre 0.4 y 0.9 provocaban inestabilidad en las redes,

evitando el aprendizaje y por consiguiente el reconocimiento.

Prueba 4. Error minimo. En esta prueba se desea encontrar el error minimo
(denominado error cuadratico medio) empleado como condicidén de parada en la red
perceptron multicapa y en la red de base radial, el objetivo es determinar cual es el
error que se les permitird tener a las redes entre las salidas deseadas y las obtenidas.
Para esto se probaron diversos errores como se puede observar en la tabla 5.8 y 5.9,
variando los errores estratégicamente para determinar la influencia de éste durante el

proceso de aprendizaje.

Tabla 5.8. Busqueda del mejor error para el perceptron multicapa.

Error N°Rostros | N°iteraciones Tiempo % de generalizacion
5525840 153.810s 98.90%
0.0001 10 x 8 =80
* 4606320 137.906s 99.00%
713456 18.931s 98.70%
.001 10 x 8 =80
0.00 * 778160 21.547s 99.00%
0.01 10 x 8 = 80 228210 5.029s 98.60%
118880 3.234s 99.00%
01 10 x 8 = 80 14464 0.379s 97.36%
13840 0.375s 99.00%
12296 0.338s 97.00%
: 1 =
0.2 0x8=280 11440 0.328s 98.00%
10520 0.306s 91.71%
: 1 =
03 0x8=80 10160 0.297s 93.68%

Fuente: Propia.

Como se puede observar en la tabla 5.8, a medida que el error aumenta el
porcentaje de generalizaciéon disminuye, con errores muy pequefios (0.0001), el
porcentaje de generalizacion obtenido es muy bueno, pero, el tiempo de
procesamiento o convergencia es bastante elevado con relacion a los demas tiempos,
esto ocurre también con el numero de iteraciones. Ahora bien, para determinar cual

de todos los errores conviene utilizar, se tom6 en cuenta el tiempo y el porcentaje,
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determinando que un factor de 0.1 resulta bastante bueno y emplea tiempos
extremadamente pequefios durante el aprendizaje, por lo tanto, se optd por utilizar

este factor.

Para estudios donde el tiempo de convergencia no sea relevante, se recomienda
el uso de factores pequeios, ya que, estos no provocan en la red perceptron
multicapa, un sobre entrenamiento, como se pudo observar en las pruebas realizadas,
sin embargo, se recomienda comparar los resultados al emplear diferentes errores

durante el aprendizaje para garantizar el mejor funcionamiento.

Tabla 5.9. Busqueda del mejor error para la red de base radial. (1/2).

Error N° Rostros N° iteraciones Tiempo % de generalizacion
0
ovvw | e
0.000001 12057 70'1905 82.00"/0
20 % 4 =80 0 —
11935 66.031s 82.50%
0
ovvew |y bse |
0.00001 6477 37' 643s 82.09"/0
20 % 4 =80 abak 2
6097 34.031s 82.50%
0
o |
0.0001 A —
2742 15.093s 81.80%
20x 4 =280
2890 16.172s 82.50%

Fuente: Propia.
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Tabla 5.9. Busqueda del mejor error para la red de base radial. (2/2).

0
P —_
0.001 920 5.1755 81.50‘;
20 x 4 = 80 1108 270
883 4.844s 82.25%
0
0850 111 0.4065 99.00%
001 109 0.4225 99.00%
' 225 13315 82.85%
20 x4 =80
221 1.297s 82.50%
0
0850 10 0.131s 93.48%
o1 12 0.1565 96.00%
" 0
om0 24 0.2465 68.90%
24 0.234s 71.00%

Fuente: Propia.

Como se puede observar en la tabla 5.9, a medida que el error aumenta de
tamafio, el nimero de iteraciones y el tiempo de convergencia disminuyen
notablemente, sin embargo, los porcentajes de generalizacion no se ven afectados
dréasticamente, si no, hasta que alcanza el error con valor 0.1. Sobre la base de estos
resultados, se determind que el error que se le permitird tener a la red durante el
proceso de aprendizaje serd de 0.01, por presentar el menor nimero de iteraciones,

mejor tiempo de convergencia y por mantener el porcentaje de generalizacion.

Prueba 5. Factor momento. En esta prucba se desea obtener el factor de
momento que ofrezca mayor rendimiento a la red perceptron multicapa y la red de
neuronas de base radial, para esto se realizaron varias pruebas con un rango de
valores entre [0, 1], donde, cero indica la ausencia del factor momento en la red. Los

resultados se muestran en las tablas 5.10 y 5.11.
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Tabla 5.10. Influencia del factor momento en la red perceptron multicapa. (1/3)

Momento N° Rostros NP° iteraciones Tiempo | % de generalizacion
20280 0.568s 98.00%
. —4
0.0 Sx8=40 19560 0.563s 98.00%
0
001 S840 20600 0.578s 98.00%
19800 0.562s 98.00%
20693 0.557s 98.00%
. —4
0.02 Sx8=40 21920 0.578s 98.00%
0
0.03 S840 20946 0.562s 98.00%
20960 0.563s 98.00%
0
000 S840 21000 0.573s 98.00%
22120 0.594s 98.00%
21506 0.614s 98.00%
. —4
0.05 Sx8=40 21200 0.656s 98.00%
0
0,06 S840 20506 0.614s 98.00%
20720 0.641s 98.00%
20133 0.578s 98.00%
. —4
0.07 Sx8=40 19400 0.532s 98.00%
0
0.03 S840 20080 0.588s 98.00%
20640 0.656s 98.00%
0
0.00 S840 19386 0.573s 98.00%
19880 0.625s 98.00%
20146 0.609s 98.66%
. —4
0.1 > x8=40 22440 0.656s 100.0%
0
0 S840 15813 0.422s 98.00%
15800 0.422s 98.00%
14866 0.432s 98.00%
. —4
03 Sx8=40 14760 0.391s 98.00%
0
0a S840 12066 0.359s 98.00%
12120 0.328s 98.00%
0
0s S840 10066 0.280s 98.00%
9360 0.250s 98.00%

Fuente: Propia.
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Tabla 5.10. Influencia del factor momento en la red perceptron multicapa. (2/3)

8493 0.2455 98.00%
06 5x8 =40
* 8200 0.2355 98.00%
0
0 S840 6813 0.198s 93.00%
6960 0.230s 93.00%
0
08 S840 4366 0.1355 98.00%
4760 0.141s 98.00%
0
0o S840 3573 0.135s 98.00%
3600 0.140s 93.00%
0
00 0~ 850 45200 1.161s 97.66%
45040 1.156s 98.00%
47360 1.192s 97.33%
. 10x 8=
0.01 0x8=280 49200 1.281s 98.00%
0
0.00 0850 45066 1.130s 97.33%
41040 1.016s 98.00%
0
003 0850 47360 1.255s 97.33%
43400 1.203s 98.00%
0
™ 0850 45920 1.224s 97.84%
43000 1.171s 98.00%
0
008 0850 44000 1.286s 97.66%
43920 1.109s 93.00%
44080 1.125s 98.00%
. 10x 8=
0.06 0x8=280 44960 1.125s 98.00%
0
007 0850 43253 1.166s 93.00%
44000 1.109s 93.00%
0
0.0 0850 41786 1.083s 97.66%
39360 1.047s 98.00%
0
0,00 0850 42560 1.083s 97.66%
39360 1.047s 98.00%
0
o1 0850 40160 0.9955 97.66%
39280 0.969s 93.00%
34936 0.864s 97.66%
. 10x 8=
0.2 0x8=380 36000 0.875s 98.00%

Fuente: Propia.
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Tabla 5.10. Influencia del factor momento en la red perceptron multicapa. (3/3)

0
03 0850 33333 0.953s 97.66%
30720 0.797s 93.00%
27626 0.713s 97.66%
. 10x 8=
04 0x8=80 28080 0.750s 98.00%
0
0: 0850 23493 0.620s 97.33%
18640 0.453 97.00%
0
06 0850 18133 0.557s 97.00%
18640 0.4535 97.00%
14720 0.3755 97.66%
. 10x 8=
0.7 0x8=380 15600 0.4225 98.00%
0
08 0850 11066 0.317s 97.33%
11040 0.343s 98.00%
7493 0.202s 97.66%
. 10x 8=
0.9 0x8=380 7600 0.203s 99.00%

Fuente: Propia.

Como se puede observar en la tabla 5.10, en las pruebas realizadas el porcentaje
de generalizacion presenta ligeros cambios a medida que se cambia varia el momento,
es decir, podria decirse que la capacidad de generalizacion para el perceptron
multicapa no depende en gran manera del factor momento, sin embargo, el tiempo de
convergencia si se ve afectado, para factores pequefios se obtienen tiempos grandes y
para factores grandes tiempos pequefios, con lo que se deduce, que el factor momento

acelera el aprendizaje, sin disminuir su calidad.

Basandose en estas pruebas se determiné que el factor 0.9 es el mas apropiado
para que la red perceptrén multicapa ofrezca un alto rendimiento, ya que, como puede
observarse, es el que menor nimero de iteraciones presenta, en el menor tiempo de

convergencia y el mayor porcentaje de generalizacion.

A continuacion en la tabla 5.11 se presentan las pruebas realizadas para la red

de neuronas de base radial, es importante mencionar que con estas pruebas se desea
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obtener un factor que satisfaga tanto tiempo de convergencia como capacidad de

generalizacion.

Tabla 5.11. Influencia del factor momento en la red de base radial. (1/3).

Momento N° Rostros N¢iteraciones | Tiempo | % de generalizacion

0
00 S840 324 0.166s 100.0%
365 0.187s 100.0%
397 0.182s 100.0%

0.01 5% 8 =40
X 397 0.188s 100.0%
1)
0.02 S840 380 0.176s 100.0%
356 0.172s 100.0%
1)
0.03 S840 332 0.166s 99.71%
401 0.187s 100.0%
1)
0.08 S840 329 0.156s 100.0%
357 0.172s 100.0%
0
0.05 S840 341 0.182s 100.0%
373 0.188s 100.0%
331 0.172s 100.0%

0.06 5% 8 =40
X 330 0.171s 100.0%
0
0.07 S840 356 0.171s 100.0%
371 0.187s 100.0%
1)
0,08 S840 306 0.156s 100.0%
307 0.172s 100.0%
2 1 100.0°
0.00 S840 329 0.166s 00.0%
277 0.156s 100.0%
0
o S840 350 0.172s 100.0%
361 0.172s 100.0%
1)
0 S840 259 0.130s 100.0%
244 0.125s 100.0%
0
0 S840 249 0.150s 100.0%
263 0.156s 100.0%

Fuente: Propia.
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1)
0 S840 206 0.130s 100.0%
209 0.110s 100.0%

0
0 S840 181 0.104s 100.0%
200 0.110s 100.0%

1)
0e S840 134 0.088s 100.0%
126 0.078s 100.0%

1)
0 S840 99 0.078s 100.0%
100 0.078s 100.0%

0
0 S840 70 0.0675 100.0%
73 0.0625 100.0%
21058 13.166s 23.06%

0.9 5% 8 =140

x 21053 8.0475 25.88%

0
00 0~ 850 373 1.266s 99.00%
360 1.109s 99.00%

1)
0ol 0~ 8280 393 1.219s 99.00%
368 1.156s 99.00%

1)
0.0 10+ 8250 369 1.103s 99.00%
374 1.109s 99.00%

1)
003 0~ 8280 352 1.261s 99.00%
338 1.516s 99.00%
384 1.172s 99.00%

04 10x 8=

0.0 0x8=380 387 1.203s 99.00%

0
0,05 0~ 8250 358 1.266s 99.00%
364 1.172s 99.00%

1)
006 08280 348 1.146s 99.00%
361 1.203s 99.00%

1244 66°
0.07 10 x 8 = 80 367 5 98.66%
370 1.203s 99.00%

1)
008 08280 353 1.094s 99.00%
367 1.188s 99.00%
343 1.088s 99.00%

0.09 10 x 8 = 80

* 358 1.157s 99.00%

Fuente: Propia.




Tabla 5.11. Influencia del factor momento en la red de base radial. (3/3).

229

1)
o 0~ 8280 330 1.015s 99.00%
316 0.969s 99.00%

1)
0 10+ 8250 289 0.958s 99.00%
316 0.969s 99.00%

1)
03 0~ 8280 247 0.807s 99.00%
232 0.7825 99.00%
223 0.724s 98.66%

4 10x8=

0 0x8=280 220 0.703s 99.00%

0
0 0~ 850 192 0.651s 98.66%
200 0.656s 99.00%
152 0.8125 99.00%

. 10x8=

0.6 0x8=280 145 0.500s 99.00%

1)
0 0850 110 0.411s 99.00%
109 0.390s 99.00%

1)
0 0~ 8280 74 0.396s 98.66%
72 0.360s 99.00%

25472 73.026s 8.05%

0.9 10 x 8 = 80

* 25459 71.672s 10.49%

Fuente: Propia.

Como se puede observar en la tabla 5.11, los tiempos de convergencia

disminuyen notablemente a medida que se aumenta el factor de momento,

demostrando nuevamente que el factor momento actia como un acelerador del

aprendizaje. También se puede notar que los porcentajes de generalizacion se

mantienen casi estables a medida que cambian los factores de momento, el nimero de

iteraciones disminuye notablemente al aumentar el factor y consigo disminuye el

tiempo de convergencia. Los mejores resultados fueron obtenidos por los factores 0.7

y 0.8, en cuanto a nimeros de iteraciones y tiempos de convergencia, sin embargo, se

optd por emplear 0.7 como el factor momento predeterminado de la aplicacion por

presentar mejor promedio (99%) que el factor 0.8 (98.66%). Cabe destacar, que

factores mayores o igual a 0.9 ocasionan un mal comportamiento en la red de
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neuronas de base radial, como se puede observar en la tabla 5.11 en los casos donde

se emplea el factor 0.9.

Prueba 6. Umbrales. Con esta prueba se desea determinar si la correccion de
los umbrales mediante el algoritmo Backpropagation en la red perceptron multicapa
mejora su desempefio, para esto se realizan pruebas sin corregir los pesos y
corrigiéndolos. En la tabla 5.12 se muestran los resultados sin la correccion de los
umbrales y en la tabla 5.13 se muestran los resultados haciendo uso del algoritmo

Backpropagation para su correccion.

Tabla 5.12. Resultados sin correccién de umbrales.

N° Rostros N° iteraciones Tiempo % de generalizacion
0
10 x 8 = 80 10586 0.302s 98.00%
9954 0.297s 98.00%
0
20 x4 = 80 27386 1.041s 85.57%
28160 1.047s 86.57%

Fuente: Propia.

Tabla 5.13. Resultados con correccion de umbrales.

N°Rostros | N°iteraciones Tiempo % de generalizacion
0
10 x 8 = 80 14464 0.379s 97.36%
13840 0.375s 99.00%
0
20 x4 = 80 32640 1.281s 86.11%
32960 1.265s 88.04%

Fuente: Propia.

Como se puede observar en las tablas 5.12 y 5.13 la capacidad de
generalizacion, el nimero de iteraciones y el tiempo de convergencia, son mayores
cuando se realizan correcciones de los umbrales y menores cuando estos se
mantienen constantes e iguales a 1. Basandose en estas pruebas se determin6 que la

correccion de los umbrales aumenta el rendimiento de la red.
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Prueba 7. Pesos. En esta prueba se desea obtener el rango en el cual los pesos

deben ser inicializados. Para esto se prueban diversos rangos para la red perceptron

multicapa y para la red de neuronas de base radial, como se muestra en las tablas 5.14

y 5.15 respectivamente.

Tabla 5.14. Busqueda del rango de pesos para la red perceptrén multicapa.

Pesos N°Rostros | N°iteraciones Tiempo % de generalizacion
7712 0.281s 97.49%
0005, 0.005] ) 5 x8=40 7640 0.281s 98.00%
(20,05 0.05] 5% 8 =40 5572 0.184s 97.74%
’ 5440 0.219s 98.00%
(0.5, 0.5] 5% 8 =40 3148 0.095s 98.00%
’ 2920 0.109s 98.00%
(20,09, 0.09] 5% 8= 40 12416 0.345s 97.51%
13680 0.344s 98.48%
:0.9.0.9] 5% 8 =40 2520 0.078s 98.00%
’ 2560 0.094s 98.00%
9272 0.293s 89.63%
[0.05,0.05] | 10x4=40 8600 0.281s 91.00%
(:0.5.0.5] 10 x 4 = 40 4704 0.160s 90.85%
’ 4560 0.219s 93.00%
11772 0.390s 88.49%
[:0.009.0.009] | 10x4 =40 11840 0.391s 90.58%
:0.09.0.09] 10 x 4 = 40 8188 0.259s 90.12%
8600 0.281s 92.00%
(:0.9.0.9] 10 x 4 = 40 3640 0.106s 90.36%
’ 4000 0.109s 92.53%

Fuente: Propia.

Como se puede observar en la tabla 5.14, los mejores resultados se obtienen en
los rangos [-0.5, 0.5] y [-0.9, 0.9], sin embargo, el rango [-0.9, 0.9] presenta menores
tiempos de convergencia y menor nimero de iteraciones. También se puede observar

que a medida que los rangos disminuyen, el nimero de iteraciones aumenta, como en
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el caso de [-0.009, 0.009] y a medida que los rangos son mas grandes, el numero de

iteraciones disminuye.

Para la red perceptron multicapa utilizar rangos muy grandes provocaria una
inestabilidad, evitando el entrenamiento, por lo tanto, los rangos aceptables para la
inicializacién de los pesos debe estar entre [-1, 1] y como maximo entre [-2, 2].
Basandose en los resultados obtenidos se optd por establecer el rango [-0.5, 0.5],
como el rango de inicializacion predeterminado de la aplicaciéon. Es importante
mencionar que no existe un método determinista para la inicializacion de los pesos,
por lo cual, se realiza un conjunto de pruebas para la obtencion de un rango apropiado

para la inicializacion de lo pesos.

Tabla 5.15. Busqueda del rango de pesos para la red de base radial. (1/2).

Pesos N°Rostros | N°iteraciones Tiempo | % de generalizacion

594 0.244s 100.0%

[-0.005, 0.005] | 5x 8=40
594 0.2665 100.0%
593 0.237s 100.0%

-0.05,0.05] | 5x8=40
[-0.05,0.05] X 595 0.219s 100.0%
623 0.2465 100.0%

-0.5,0.5 5% 8 =40
[ ] * 676 0.2665 100.0%
593 0.337s 100.0%

-0.009, 0.009] | 5x 8=40
594 0.250s 100.0%
588 0.234s 100.0%

20.09,0.09] | 5x8=40
[ ] X 587 0.2355 100.0%
767 0.303s 100.0%

-0.9,0.9 5% 8 =40
[-0.9,0.9] * 883 0.344s 100.0%

Fuente: Propia.
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Tabla 5.15. Busqueda del rango de pesos para la red de base radial. (2/2).

0
-0.005, 0.005] | 10 x 4 =40 1548 1.275s 98.00%
1548 1312s 98.00%
154 1.1 00°
[-0.05,0.05] | 10x 4 =40 >47 87s 98.00%
1553 1.281s 98.00%
0
05,05 | 10x4-40 1587 1.384s 98.40%
1642 1.344s 99.00%
1547 1.240s 98.00%
0. . 10x4=4
[-0.009, 0.009] | 10x 4 =40 1548 1.266s 98.00%
0
0.09,009] | 10x4=40 1545 1.168s 98.00%
1542 1.250s 98.00%
1675 1.171s 98.40%
0.9, 0. 10x4=4
[-0.9,0.9] 0x4=40 1737 1.219s 99.00%

Fuente: Propia.

Como se puede observar en la tabla 5.15, los mejores resultados, se obtienen en

el rangos [-0.5, 0.5]. Cabe destacar que la red de neuronas de base radial no presenta

problemas cuando se inicializan sus pesos en rangos grandes, como sucede con la red

perceptron multicapa. También se puede notar que en la mayoria de los casos, a

medida que el rango de inicializacion aumenta, el numero de iteraciones también

aumenta. En base a estos resultados, se decidi6 emplear un rango entre [-0.5, 0.5]

como el predeterminado para la aplicacion.

Prueba 8. Heuristicas. En esta prucba se desea determinar que heuristica es

mejor para la determinacion de los centros y amplitudes de la red de neuronas de base

radial. Los resultados se muestran en la tabla 5.16.

Tabla 5.16. Busqueda de la mejor heuristica para la red de base radial.

Heuristicas N°Rostros | N°iteraciones Tiempo | % de generalizacion
Media 645 0.262s 100%
5x8=40
Uniforme : 626 0.2665 100%
] 0
Mec;ha' 5% 8= 40 101 0.084s 100%
Geométrica 107 0.093s 100%

Fuente: Propia.




234

Como se puede ver en la tabla 5.16, se muestran los resultados de aplicar dos
heuristicas, media uniforme y media geométrica. Mediante el uso de la media
uniforme la red de base radial alcanz6 al igual que con la media geométrica una
capacidad de generalizacion maxima, sin embargo, lo realizd6 en un tiempo de
convergencia mayor al empleado por la heuristica de media geométrica, razon por la
cual, se optd por emplear la heuristica con menor tiempo de convergencia, para

compensar la red en cuanto a tiempo y calidad.

Prueba 9. Niumero de autovectores. En esta prueba se desea mostrar que el
numero de autovectores utilizados en el andlisis de componentes principales para
obtener los mejores resultados, durante el proceso de aprendizaje, no debe ser
necesariamente el 100% de los autovectores. Cabe destacar que el niimero de
autovectores utilizados para las pruebas anteriores fue de un 33.33% del nimero total,
y cuando este resultaba en un ntimero de componentes menor a 15 se empled el
nimero total de autovectores menos uno, a continuaciéon se presentan diversas
pruebas variando el nimero de autovectores, desde un 100% de estos hasta un 10%,

como se muestra en la tabla 5.17.

Tabla 5.17. Variacion del nimero de autovectores para el perceptron multicapa. (1/2)

% autovectores N° Rostros N iteraciones Tiempo | % generalizacion
10% 20x3 =60 113628 2.955s 73.89%
91500 2.454s 76.80%
20% 20x 3 =60 37800 0.978s 78.96%
39300 1.031s 80.27%
30% 20x3 =60 23988 0.681s 79.82%
23040 0.656s 82.87%
40% 20x 3 =60 15396 0.512s 77.84%
14880 0.484s 81.06%
50% 20x3 =60 14004 0.512s 77.93%
13740 0.500s 80.85%

Fuente: Propia.
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Tabla 5.17. Variacion del nimero de autovectores para el perceptron multicapa. (2/2).

60% 20x3 =060 13020 0.519s 77.35%
11820 0.516s 80.02%
70% 20x 3 =60 12324 0.524s 77.74%
13020 0.547s 79.78%
80% 20x3 =060 12108 0.559s 77.64%
11520 0.531s 81.52%
90% 20x 3 =60 12540 0.615s 77.68%
12360 0.609s 79.54%
100% 20x3 =060 12012 0.628s 78.42%
11580 0.609s 82.53%
10% 30x3=90 156798 7.084s 69.95%
179190 7.922s 72.45%
20% 30x3=90 75906 3.690s 74.92%
84870 4.094s 78.60%
30% 30x3=90 50022 2.615s 75.99%
49500 2.625s 79.34%
40% 30x3=90 38268 2.272s 75.79%
37800 2.250s 79.38%
50% 30x3=90 34578 2.303s 75.10%
34110 2.312s 78.51%
60% 30x3=90 31500 2.290s 75.64%
34020 2.344s 78.35%
70% 30x3=90 31500 2.646s 76.06%
30690 2.438s 79.00%
80% 30x3=90 31014 2.280s 75.82%
32400 2.359s 78.19%
90% 30x3=90 32220 2.506s 75.82%
31320 2.500s 78.33%
100% 30x3=90 32220 2.959s 75.58%
31590 2.953s 78.18%

Fuente: Propia.

En la tabla 5.17 se muestran una serie de pruebas utilizando 60 y 90 rostros, en
ambas pruebas el numero de autovectores no afecto significativamente en el

porcentaje de generalizacion.
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Los resultados mas bajos en cuanto a capacidad de generalizacion se obtuvieron

al emplear 10% y 20% de los autovectores, notandose también un aumento en los

tiempos de convergencia, por otro lado, los mejores resultados para 60 rostros se

presentaron al utilizar 30% y 100% de los autovectores, y para 90 rostros, 40% y

70%.

Tabla 5.18. Variacion del nimero de autovectores para la red de base radial. (1/2)

% autovectores N° Rostros N¢ iteraciones Tiempo | % generalizacion

279 0.853s 62.09%

10° 20x3=
0% 0x3=60 278 0.859s 63.73%
254 0.781s 65.30%

200 20 x 3 =60
/o x 269 0.813s 66.74%
286 0.906s 66.19%
30% 20 x 3 =60

° x 288 0.906s 66.73%
) _ 257 0.821s 69.05%
40% 20x 3 =60 269 0.859s 70.25%
0% 0% 3— 60 247 0.800s 70.60%
239 0.781s 72.00%
0% 0 %360 245 0.812s 73.05%
258 0.844s 74.50%
252 0.840s 73.85%

0 2 —
70% 0x3=60 240 0.797s 75.00%
266 0.899s 74.40%

1) 2 =
80% 0x3=60 278 0.953s 75.50%
269 0.924s 75.20%

1) 2 =
0% 0x3=60 257 0.875s 76.50%
) _ 258 0.918s 77.20%
100% 20x 3 =60 246 0.859s 79.50%
0% 303 - 9 309 3.546s 65.42%
313 3.563s 66.16%
0% 10x3-90 331 4.106s 68.05%
339 42975 68.49%
) _ 332 3.862s 69.89%
30% 30x3=90 327 3.859s 71.00%
321 3.847s 70.53%

40° -
0% 30x3=90 328 3.969s 71.00%

Fuente: Propia.
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Tabla 5.18. Variacion del nimero de autovectores para la red de base radial. (2/2)

320 3.796s 72.19%

50% 30x 3 =90
° * 314 3.703s 72.66%
324 4.093s 72.93%

60% 30x 3 =90
° * 311 3.9855 74.00%
328 4.025s 73.19%

70% 30x 3 =90
° X 327 4328s 73.66%
341 3.902s 73.92%

80° 30x 3 =90
& X 356 3.921s 74.33%
90% 30x3 - 90 357 3.9525 74.06%
362 3.968s 74.66%
365 4.563s 74.33%

Fuente: Propia.

Como se puede observar en la tabla 5.18, la red de neuronas de base radial
presenta resultados cada vez mejores, a medida que se aumenta el nimero de
autovectores, manteniendo los tiempos de convergencia uniformes durante las
variaciones de los autovectores, por lo tanto, los resultados més bajos se encuentran al
realizar las pruebas con 10%, 20% y asi sucesivamente, lograndose notar a ciertos
porcentajes que el aumento de la capacidad de generalizacion no es significativa, por
lo tanto, se podria hacer uso de un menor nimero de autovectores sin afectar la

capacidad de generalizacion de esta red.

Mediante estas pruebas se demuestra que el analisis de componentes principales
permite una reduccion de la dimension real del problema a dimensiones mucho mas

pequefias, sin afectar significativamente el porcentaje de generalizacion.

Una vez finalizadas las pruebas para determinar los valores de los parametros
que aumentan el desempenio y mejoran el funcionamiento de las redes neuronales
para el reconocimiento facial, se procede a realizar comparaciones entre la red
perceptron multicapa y la red de base radial. Los valores de los parametros que
mejores resultados presentaron a lo largo de las pruebas se muestran en la tabla 5.19,

los cuales seran empleados para pruebas finales.
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Tabla 5.19. Parametros finales de las redes neuronales artificiales.

Parametros Red perceptron multicapa Red de base radial
N° de neuronas 20 N° de Rostros
Funcion de activacion Sigmoidal Gausiana
Factor de aprendizaje 0.1 0.01
Error minimo 0.1 0.01
Factor momento 0.9 0.7
Pesos [-0.5,0.5] [-0.5,0.5]
Heuristicas No aplica Media Geométrica

Fuente: Propia.

Prueba 10. Comparacion de las redes neuronales. En esta prueba se
comparan los resultados obtenidos por la red perceptron multicapa y de base radial,
para determinar que red se comporta de mejor manera. En las tablas 5.20 y 5.21 se
muestran los resultados del perceptron multicapa y de la red de base radial
respectivamente, haciendo uso de los pardmetros descritos en la tabla 5.19, y un 33%
del total de los autovectores y para casos donde el 33% de autovectores es menor a

15, se empled el 100%.

Tabla 5.20. Resultados de la red perceptron multicapa. (1/2).

N°Rostros | N°iteraciones Tiempo % de generalizacion
0
10x 3 = 30 4416 0.128s 82.90%
3990 0.125s 84.00%
424 21 999
10 x 8 = 80 7 0.215s 97.99%
7280 0.218s 99.42%
0
20x3 =60 20100 0.743s 79.47%
20340 1.093s 81.35%
0
20 x 8 = 160 46272 2.356s 98.06%
48480 2.563s 98.50%
0
30x3 =90 45920 2.199s 97.80%
48000 2.234s 98.28%

Fuente: Propia.
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Tabla 5.20. Resultados de la red perceptron multicapa. (2/2).

143591 11.827s 98.10%

30 x 8 = 240
x 127626 9.672s 98.33%
20 %3 120 62568 14.869s 71.53%
66720 15.9855 73.27%
20 < 8 = 320 181440 67.481s 97.40%
214080 77.593s 97.75%

Fuente: Propia.

Como se puede observar en la tabla 5.20, la red perceptron multicapa presenta
muy buenos resultados cuando se le presenta 8 caras por sujetos, en promedio, se
encuentra entre 97.40% y 99.42%, por otro lado, cuando se le presentan tres caras por
sujetos los resultados disminuyen un poco ubicandose entre 71.53% y 97.80%, lo
cual, podria considerarse bastante bueno debido al bajo numero de rostros que forman

parte del conjunto de entrenamiento.

Tabla 5.21. Resultados de la red de base radial.

N°Rostros | N°iteraciones Tiempo | % de generalizacion
171 0.093s 93.00%
1 =
0x3=30 165 0.093s 94.00%
115 0.421s 99.00%
10 x 8 = 80
* 117 0.422s 99.00%
20 X3 — 60 266 0.840s 70.00%
261 0.828s 70.00%
208 5.881s 98.00%
20x 8 = 160
X 205 5.828s 98.00%
20x3 - 90 325 3.578s 70.19%
311 3.453s 71.00%
30 % 8 — 240 311 32.837s 97.99%
309 32.469s 98.33%
0% 3 — 120 415 11.196s 68.45%
437 11.547s 68.87%
20 8 — 320 631 155.343s 98.00%
629 153.9225 98.00%

Fuente: Propia.
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Como se puede apreciar en la tabla 5.21, la red de neuronas de base radial
presenta muy buenos resultados cuando se le presentan 8 caras por sujetos,
alcanzando un rango de generalizacion entre 97.99% y 99.00%, en cambio, cuando se
le presenta 3 caras por sujetos, se obtienen resultados entre 68.45% y 93.00%. Cabe
destacar que estos resultados pueden mejorarse haciendo uso de un error (condicioén
de parada del algoritmo) mucho mas pequefio, con la unica desventaja de aumentar
los tiempos de convergencia, y como se puedo notar en la tabla 5.21, los tiempos son

bastante aceptables.

A continuacion en la tabla 5.22, se realiza una comparacion entre los

porcentajes de generalizacion de la tabla 5.20 y 5.21:

Tabla 5.22. Comparacidn entre perceptron multicapa y funcién de base radial.

N° Rostros % de generalizacion
Perceptron Multicapa Funcion de Base Radial
82.90% 93.00%
10x3 =30
- 84.00% 94.00%
10x 8 = 80 97.99% 99.00%
99.42% 99.00%
79.47% 70.00%
20x3 =60
i 81.35% 70.00%
20x 8 =160 98.06% 98.00%
98.50% 98.00%
30x 3 =90 97.80% 70.19%
98.28% 71.00%
98.10% 97.99%
30 x 8=1240
) 98.33% 98.33%
40x3=120 71.53% 68.45%
73.27% 68.87%
97.40% 98.00%
40x8=32
Ox 87320 97.75% 98.00%

Fuente: Propia.
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En la tabla 5.22, se puede apreciar que ambas redes tienen buena capacidad de
generalizacion, aunque cada red presenta un comportamiento particular para cada

caso de prueba.

En la tabla 5.23 y 5.24 se presentan los resultados obtenidos al hacer uso de un

90% de los autovectores.

Tabla 5.23. Resultados de la red perceptrén multicapa con 90% de autovectores.

N°Rostros | N°iteraciones Tiempo % de generalizacion
0
10x3 =30 4240 0.120s 82.66%
4200 0.125s 85.00%
0
10 x 8 = 80 7360 0.348s 97.33%
7280 0.344s 98.00%
0
20x3 =60 12620 0.661s 78.18%
12720 0.657s 79.50%
0
20 x 8 = 160 42400 4.125s 97.85%
48160 4.500s 98.50%
31020 2.661s 75.14%
30x3=90 33930 2.844s 76.23%
0
30 x 8 = 240 134160 19.692s 98.33%
123840 18.078s 99.00%
0
40 %3 = 120 68680 7.849s 72.79%
65280 7.610s 74.62%
0
40 x 8 = 320 337386 64.430s 97.25%
378240 71.594s 98.25%

Fuente: Propia.

Como se puede observar en la tabla 5.23, la diferencia de los resultados
obtenidos con respecto a la tabla 5.22 no es muy significativa, a pesar de emplear un

90% de los autovectores.
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Tabla 5.24. Resultados de la red de base radial con 90% de autovectores.

N° Rostros N° iteraciones Tiempo % de generalizacion

167 0.078s 93.66%
10x3=30

158 0.078s 95.00%

132 0.635s 99.00%
10 x 8 =80

132 0.642s 99.00%

263 0.979s 75.16%
20x 3 =60

281 1.031s 77.50%

231 8.624s 98.00%
20x 8 =160

231 8.593s 98.00%

354 4.437s 73.66%
30x3=90

359 4.350s 74.00%

476 57.265s 97.55%
30 x 8 =240

462 55.250s 97.66%

666 19.682s 71.41%
40x 3 =120

679 20.000s 72.25%

1225 342.000s 97.50%
40 x 8 =320

1156 314.859s 97.50%

Fuente: Propia.

Como se puede apreciar en la tabla 5.24, la red de neuronas de base radial,
presenta para la mayoria de los casos, mejores resultados que los presentados en la

tabla 5.22.

Tanto la red perceptron multicapa como la red de funcién de base radial
presentan buenos resultados cuando se enfrentan a problemas de pocos sujetos y
pocas caras, por el contrario, cuando se enfrenta a problemas con muchos sujetos y
pocas caras, su capacidad de generalizacion se ve afectada levemente, sin embargo, la
calidad de los resultados aumenta cuando se le presentan un mayor numero de caras

por sujetos.
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Entre estas dos redes estudiadas, determinar cual es la mejor o cual presenta
mejor rendimiento, ante cualquier problema, seria incierto, debido a que ambas redes
se desempefian de forma diferente ante un mismo problema, por lo tanto, podria
decirse que la red perceptron multicapa es mejor para algunos problemas y la red de
neuronas de base radial para otros problemas, sin embargo, se podria decir que ambas
redes se complementan y que podrian alcanzar altos porcentajes de aciertos

trabajando juntas para la resolucion de un mismo problema.

A continuacion presentamos los resultados obtenidos para el caso 3 x 2 = 6,
una vez calculado el porcentaje de acierto provisto por ambas redes, para esto, se le

presento a cada red, una vez entrenada, todos los rostros a reconocer.

En la tabla 5.25 se presentan los resultados retornados por cada red al
presentarle los 30 rostros correspondientes al conjunto de pruebas (3 sujetos, 10 caras

por sujeto).

Tabla 5.25. Porcentajes de aciertos de las redes neuronales. (1/2).

% de aciertos
Sujeto - Cara Perceptron Multicapa Funcién de Base Ambas Redes
Radial Neuronales

1-1 1=100% 1=100% 1=100%
1-2 1=100% 1=100% 1=100%
1-3 1=100% 1=60%, 2=40% 1=80%,2=20%
1-4 1=100% 1=100% 1=100%
1-5 1=100% 1=100% 1=100%
1-6 1=100% 1=100% 1=100%
1-7 1=100% 1=100% 1=100%
1-8 1=100% 1=100% 1=100%
1-9 1=100% 1=100% 1=100%
1-10 1=100% 1=100% 1=100%
2-1 2=100% 2=100% 2=100%

Fuente: Propia.
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Tabla 5.25. Porcentajes de aciertos de las redes neuronales. (2/2).

2-2 2=100% 2=100% 2=100%
2-3 2=100% 2=100% 2=100%
2-4 2=100% 2=100% 2=100%
2-5 2=100% 2=100% 2=100%
2-6 2=100% 2=100% 2=100%
2-7 2=100% 2=100% 2=100%
2-8 2=100% 2=100% 2=100%
2-9 2=100% 2=52%, 1=48% 2=T76%,1=24%
2-10 2=100% 2=100% 2=100%
3-1 3=100% 3=100% 3=100%
3-2 3=100% 3=100% 3=100%
3-3 3=100% 3=100% 3=100%
3-4 1=51%, 3=49% 1=53%, 3=47% 1=52%, 3=48%
3-5 1=100% 1=100% 1=100%
3-6 3=54%,1=46% 3=100% 3=77%,1=23%
3-7 3=54%,1=46% 3=100% 3=77%,1=23%
3-8 3=52%,1=48% 3=100% 3=76%,1=24%
3-9 3=59%,1=41% 3=100% 3=80%,1=20%
3-10 3=59%,1=41% 3=100% 3=80%,1=20%
N° Aciertos: 28 Aciertos =93.3% | 28 Aciertos =93.3% Aciertozsi93.3%

Fuente: Propia.

El porcentaje de generalizacion obtenido por las redes perceptréon multicapa y
de base radial para la elaboracion de la tabla 5.21 fueron de 87.56% y 91.96%
respectivamente. Como se puede observar los porcentajes de acierto de cada red son
mas altos que los de generalizacion, y puede darse el caso donde el porcentaje de

acierto entre ambas redes sea aun mayor.
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CONCLUSIONES

Las redes neuronales artificiales perceptron multicapa y funcion de base radial
representan una excelente opciébn para el reconocimiento facial,
complementandose entre si 'y abarcando gran parte del funcionamiento de las

redes neuronales.

El nimero de neuronas empleadas para la capa oculta de la red perceptron
multicapa no afecta de manera radical su funcionamiento, en cambio, la red de
neuronas de base radial presenta los mejores resultados cuando su nimero de
neuronas es igual al numero de rostros a entrenar, es decir, el nimero de
neuronas debe estar acorde con la dimension del problema que se le presente a

la red.

Las funciones de activacion Potencia, Sigmoidal, Tangente Hiperbodlica y
Seno, presentan un comportamiento bastante uniforme en cuanto a capacidad
de generalizacion y pequefias diferencias en lo que a tiempos de

convergencias se refiere.

El factor de aprendizaje determina la magnitud de las correcciones de los
pesos, estableciendo la velocidad de aprendizaje de la red. Sobre la base de los
experimentos realizados en este trabajo, este factor debe ubicarse entre 0.01 y

0.3 para evitar oscilaciones sobre la superficie del error.

El factor momento acelera el proceso de aprendizaje, manteniendo estable la
capacidad de generalizacion y evitando la saturacion de las funciones de

activacion.
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Debido a las caracteristicas particulares del perceptron multicapa y la red de
neuronas de base radial, los valores de los pardmetros iniciales como los
pesos, umbrales, factores de aprendizaje y momento, también deben ser

particulares para cada red, para alcanzar buenos resultados.

Cuando en la red funcién de base radial las amplitudes se obtienen mediante
la media geométrica, los centros se activan de mejor manera, aportando

beneficios al entrenamiento de la red.

La red de neuronas de base radial es mucho mas sensible, al nimero de
autovectores empleados para la obtencion de las entradas reducidas, que el
perceptron multicapa, cumpliéndose que a mayor nimero de autovectores,
mayor es la capacidad de generalizacion y a menor niimero de autovectores,
menor es la capacidad de generalizacion, mientras que el perceptron
multicapa, con pocos autovectores alcanza niveles de generalizacion muy

buenos.

La red perceptron multicapa alcanza tiempos de convergencia mucho mas
pequefios que la red de funcion de base radial, y capacidades de

generalizacion bastantes similares.

El perceptron multicapa y la red de base radial se pueden emplear
conjuntamente para aumentar el porcentaje de acierto y garantizar altos

niveles de reconocimiento.

Esta aplicacion ademds de reconocer rostros, es capaz de reconocer gran

variedad de patrones, ya sean, numeros, letras, figuras, huellas dactilares, etc.
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RECOMENDACIONES

Implementar una red neuronal producto de la fusién del perceptron multicapa
y la red de neuronas de base radial, la cual, sea multicapa y disponga de una
fase no supervisada, para el calculo de los centros y amplitudes, y para la

correccion de los pesos emplear el algoritmo de Backpropagation.

Realizar pruebas utilizando funciones de activacién no exploradas en esta
investigacion, en busca de mejores resultados en cuanto a generalizacion del

problema.

Disminuir el tamafio del error cuadratico, a valores proximos a cero, con la

finalidad de obtener mejores resultados.

Emplear algun filtro para obtener a partir de un rostro, un conjunto de rostros

con diferentes tamafos y orientaciones (filtro de Gabor).

Utilizar imagenes a color para comparar los resultados obtenidos con las

imagenes a escala de grises.
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